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Resumen

Resumen en espanol

EL objetivo de este trabajo es evaluar y comparar los diversos modelos de regresion funcional e
incorporar una versién iterativa que contemple estructuras de dependencias temporal de los errores.
Para los fines, se propone un algoritmo de simulacién con varios escenarios y un caso de aplicacién a
datos del Covid-19.

English abstract

The objective of this work is to evaluate and compare the various functional regression models and
incorporate an iterative version that includes temporal dependency structures of the errors. For the
purposes, a simulation algorithm with several scenarios and a case of application to Covid-19 data is
proposed.
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Capitulo 1

Introduccion

El anélisis de datos funcionales (FDA) es uno de los campos innovadores que en los iltimos ha
despertado mayor interés a nivel tedrico-practico para los investigadores en dreas de la matematica
aplicada , estadistica y de otras areas. Estos han colaborado para adaptar metodologia matematica,
estadistica clasica y multivariante al razonamiento de datos funcionales, ya que los objetivos funda-
mentales de FDA son los mismos: identificar caracteristicas (comportamiento y patrones), explicar
variabilidad, corroborar o descartar dependencia y hacer comparaciones entre dos o més grupos. El
pensamiento de datos funcionales se extiende a una nueva dimensién de datos aleatorios (curvas fun-
cionales) que evolucionan en un tiempo y/o espacio continuo observado/medido de manera discreta. Su
utilidad ha tenido importantes aportes en ciencias como la econometria, la medicina, la epidemiologia,
ingenieria financiera y otras.

Aspectos tedricos profundos de FDA se pueden estudiar en Ramsay y Silverman (2002,2005) quienes
expanden el concepto de FDA desde una perspectiva paramétrica. En este se puede encontrar métodos
de suavizado, interpolacion y de transformacion para describir y explicar la variabilidad de un conjunto
de datos representados en una base funcional. Parte esencial del texto son los capitulos de modelos de
regresiéon funcional (FRM), los cuales, son una extensién de los métodos y técnicas de la estadistica
clésica, donde la variable funcional es una covariable que da respuesta a la variabilidad de un escalar.
Con este tipo de casos se trabajara en la parte practica de este documento, no obstante, los autores
tratan otros modelos, como el de respuesta funcional. Otro punto de vista es el de Ferraty y Vieu
(2006) con métodos no paramétricos para el andlisis y modelado de datos funcionales en un espacio
semimétrico. La aproximacién de curvas mediante técnicas de ponderacién local como la tipo Kernel,
suavizado y otros, son de los principales métodos no paramétricos que se destacan en la exploracién
de datos funcionales. Ademads de eso, los autores proponen métodos no paramétricos de prediccion,
esenciales cuando las variables tiene una relaciéon no estructural, lo que permite realizar modelados
de datos mucho menos estrictos que en el contexto paramérico y con resultados asintéticos. Entre los
documentos mas recientes, correspondientes a los ultimos 10 anos, que se pueden estudiar estda Cuevas
(2014) quien precisa las ideas de los principales métodos del FDA de diversos autores que van desde
el tratamiento, ajustes de parametros centralizados hasta regresién y clasificacién. Otros autores para
fines de estudio se encuentran Hsing y Eubank (2015), KoKoszka y Reimherr (2017), etc.

De los modelos de regresién funcional (FRM) se encuentra una variedad de articulos con resultados
interesantes de aplicacién a datos simulados y reales. Estd el caso de Cardot y et al. (1998) quienes
describen como opera el modelos lineal funcional (FLM) y mediante simulacién analizan la convergen-
cia de los estimadores a partir de componentes principales (kn) y el aumento de n ndimero de muestras.
McKeague y Qian (2011), siguen la misma linea de FLM aplicada a la medicina para evaluar politicas
de tratamientos de enfermedades a partir de los genes. Goia (2011) utiliza los FLM en predicciones
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de series de tiempo, como caso practico hace pronésticos de la demanda de calor de un sistema de
calefaccién usando criterio de minimos cuadrados penalizados (PLS) y base funcional de B-spline. En
los modelos de regresién no paramétrico funcional (FRNP) se puede consultar a Ferraty y et al. (2011),
quienes analizan la existencia de un umbral en las variables para datos de estructuras complejas, su
valor es obtenido usando criterio de validacién cruzada (CVC). Attouch y et al. (2011) utilizan los
mismos modelos FRNP robustos en datos espaciales. En los modelos de minimos cuadrados generali-
zado funcional (GLS) se puede estudiar a Kariya y et al. (2004); en los modelos de regresién aditiva
funcional (FAR) se destaca Ferraty y et al. (2011). Mientras que Febrero y et al. (2011), Miiller and
Yao (2008) y Aneiros et al. (2011) hacen aportes sustanciales a los modelos aditivos generalizados
funcionales (FGAM).

En la practica tratar datos funcionales requiere de operaciones estadisticas matemaéaticas manualmente
complejas, en la mayoria de los casos. En vista de eso, se han desarrollado paquetes que aprovechan
esas propiedades para aplicarlas eficientemente a un conjunto de datos funcionales. Ramsay y et al.
(2009) realizan estos cdlculos usando en computacién el paquete fda del software R. Esta facilidad
ha permitido hacer analisis en areas de medicina, sismologia, meteorologia, fisiologia y muchos otros
campos. Ferraty y Vieu (2006) en su pégina web (http://www.lsp.ups-tlse.fr/staph/npfda) muestran
métodos de andlisis funcional no paramétrico con ejemplos de cédigos empleados en ciencias aplicadas
(medioambiental, quimiométrica, biométrica, medicina, econometria, etc).

Un paquete interesante de los ultimos afios es el fda.usc del software R publicado en un articulo de
Febrero y Oviedo (2012) y de acceso en la web (https://www.jstatsoft.org/article/view/v051i04) con
ejemplos practicos de uso; detalles de las funciones y versién de actualizacion se pueden encontrar
en la pagina (https://www.rdocumentation.org/packages/fda.usc/versions/2.0.2). El paquete fda.usc
propone nuevas funcionalidades de forma intuitiva para tratar datos funcionales, también integra las
funciones principales del paquete fda, nlme y otros haciéndolo mucho mas versatil al momento de tratar
datos funcionales. Este paquete serd 1til para ejemplos préacticos de exploracién y regresion funcional
aplicados a un conjunto de datos simulados y reales a lo largo del desarrollo de este documento con el
fin de hacer andlisis exhaustivo y llegar a conclusiones.

En este proyecto se pretende hacer una revision de los principales modelos de regresién funcional (FRM)
con respuesta escalar propuestos por los diversos autores. El capitulo 2 introduce conceptos basicos de
exploracién de datos funcionales y varios ejemplos usando el paquete fda.usc. El capitulo 3 hace una
revisién de los modelos de regresién funcional (FRM), con la finalidad de dar a conocer su estructura y
principales caracteristicas. El Capitulo 4 aplica dichos modelos a un conjunto de datos simulados bajo
diversos escenarios, comparando los parametros estimados y su capacidad predictiva. Finalmente, el
Capitulo 5 aborda un caso real de los datos de contagio del Covid-19 en las Comunidades Auténomas
(CCAA) de Espana y predice la incidencia acumulada de contagio bajo la premisa de dependencia
temporal de los errores. Para este tipo de casos se propone aplicar modelos de minimos cuadrados
generalizados (GLS), su versién iterativa iGLS. As{ como los modelos lineales funcionales (FLM), no
paramétricos funcionales (FNP) y aditivos generalizados funcionales (FGAM) con su versién iterativa
para obtener predicciones con resultados comparables. Luego de razonar las propiedades de estos
modelos, elegir el mas apropiado quedara sustentado con los resultados de la simulacién y aplicacién
desarrolladas en los dos tltimos capitulos.
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Capitulo 2

Analisis exploratorio de datos
funcionales

Para futuros analisis es necesario saber como definen los investigadores los datos funcionales, en la
teoria matematica estos tienen dimension infinita, es razonable decir que llevarlos a la practica bajo
estas condiciones seria inmanejable. La exploracion de datos funcionales trabaja sobre muestras de
dimension finita debidamente representadas en un espacio funcional que aprecie las principales carac-
teristicas y se evite en mayor medida la perdida de informacion.

En esta primera etapa de exploracién se pondra en contexto las notaciones que estan relacionadas
con calculos de matematica avanzada y la estadistica clasica y multivariante para tratar las curvas
representadas en una base de funciones.

2.1. Conceptos de datos funcionales

El objetivo principal de esta seccién es dar a conocer algunas definiciones de datos funcional y
variable funcional segiin diversos autores y asociar esas definiciones a la estructura computacional que
propone el paquete complementario de R fda.usc con el fin de introducir y/o construir los conjunto de
datos funcionales (datasets funtional) y familiarizar a los lectores.

= Una variable funcional es una variable aleatoria donde las observaciones de una rejilla (t,in, tmaz)
estdn expresadas como X (¢;) de forma continua. En Ferraty- Vieu (2006) define el concepto de
variable funcional, dato funcional y conjunto de datos funcionales de la forma siguiente:

e Definicion 2.1. Una variable aleatoria X es una variable funcional (f.v) si toma valores
en el espacio de dimension infinita (o espacio funcional). Una observacion x de X se llama
dato funcional.

o Definicion 2.2. Un conjunto de datos funcionales x1, ....,z, es la observacion de n datos
funcionales X1, ..., X,, idénticamente distribuidos como X.

Son curvas que suelen ser discretizadas, transformadas y suavizadas para adaptarlas al procesa-
miento de datos funcionales.

= Ramsay y et al. (2005) define el concepto de andlisis de datos funcionales (FDA) como una
perspectiva de pensamiento donde las funciones de datos observados en n pares (¢;, X;) continuo
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(tiempo, espacio, frecuencia, peso, etc) son vistas como entidades individuales, no como una
secuencia de observaciones individuales. A modo de ejemplo, los autores presentan diversos casos
préacticos de conjunto de datos con estructura funcional y su tratamiento aplicado. Tales son los
casos de “Datos sobre Crecimiento de Ninas”, el cual corresponde a 10 ninas y su medida de altura
en 31 edades. Estas curvas son 10 observaciones funcionales de altura;(t) donde la variacién
entre ellas fue tratada con métodos de derivadas. “Datos de Fabricacion en Estados Unidos” en
cada curva con un registro largo se observan replicaciones no necesariamente independientes, con
tendencia y heterocedasticidad, producto de eso, fueron tratadas con transformacién logaritmica
obteniendo lineas con mejores propiedades que describen la variabilidad en el tiempo. “ Datos de
entrada/salida de una refineria de petrdleo” estos datos funcionales se refieren a pares de entrada
y salida. Finalmente, “Datos sobre como caminan los ninios” estos datos funcionales tienen una
naturaleza periédica cerradas que involucran un ejercicio para recopilar el dngulo formado de
rodilla/cadera en un ciclo de marcha.

= Investigadores como Aguilera (2009) en la introduccién de tesis llega a conclusiones importes
sobre qué son datos funcionales. Los datos en lugar de ser un conjunto de vectores, como en
el andlisis multivariante cldsico, son un conjunto de curvas. En la mayoria de aplicaciones, las
cuervas muestrales proceden de la observacion de un proceso estocdstico en tiempo continuo.

= Segun la teorfa estadistica, Cuevas (2014) clasifica de forma simple FDA como “los proble-
mas estadisticos en los que los datos disponibles consisten en una muestra de n funciones x1 =
21(t), .oy Ty, = Ty (t) definido en un intervalo compacto de la linea real, digamos [0,1]. Es afin a
problemas inferencia en procesos estocdsticos donde la informacion muestral viene dada por una
trayectoria parcial x(t),t € [0,T] del proceso estocdstico {X (t),t > 0}.”

Con la data “aemet” del paquete de R (fda.usc ) se presenta el siguiente ejemplos graficos de un
conjunto de datos que tiene una estructura funcional. aemet es una data formato lista que contiene
una serie resumen diario de 73 estaciones meteorolégicas espanolas para el periodo 1980-2009. De la
lista se escogi6 el conjunto de datos de temperatura (en grados Celsius) que tiene preestablecido el
formato fdata. A lo largo de este capitulo, también se veran ejemplos practicos como medidas resumen,
representacién en base, métodos de suavizado, entre otros. Necesarios para entender y razonar los
resultados de los capitulos siguiente de simulacién y aplicacién a datos reales.

1 data(” aemet”)

> datos<—aemet$temp
plot (datos)
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Figura 2.1: Temperaturas medias (en grados Celsius) diarias de 73 estaciones meteorolégicas espaiiolas.
Periodo 1980-2009. “data aemet”.
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En la figura se muestran 73 curvas de temperaturas medias con oscilaciones como dientes
de cierra por su variabilidad en intervalos de tiempos cercanos. En cuanto a su comportamiento, se
evidencia un patrén de campana donde las temperatura media van subiendo hasta mediados del periodo
llegando a valores maximos que rondan entre 16° y 29° y luego comienza a descender.

Para tratar la discontinuidad de las curvas maés adelante se tratard el como representar en bases
funcional y métodos de suavizado que eviten al méximo la perdida informacion.

2.1.1. Estadisticos descriptivos

En la estadistica clasica y en el andlisis multivariante toda exploracién de datos inicia por al menos
saber cual es la media que representa los datos, la variabilidad y la relacién que guardan dos o mas
variables, si esto es posible en los dos escenarios anteriores, también es posible para datos funcionales
X1,Z2, ...y en t € [a,b]. Carrillo y Garatejo (2016) quienes citan a Ramsay y Silverman (2005)
describen las expresiones siguientes:

= Media: T(t) = 37 | x(t)
= Varianza: varg(t) = 15 S0 (24(t) — 2(t))?
= Desviacion estandar: Ds(t) = \/vary(t)

= Covarianza: covg(ty,ta) = ﬁ Yo (@i(t) — (1)) (z4(t2) — T(t2))

covx (t17t2)
\/varx (t1)varx (t2)

= Correlacidon: corry(ty,te) =

2.2. Espacio funcional

La definicién 2.1 habla sobre un espacio de dimensién infinita (espacio funcional), una variable
aleatorias es una variable funcional si toma valores en un espacio funcional que mejor describa su com-
portamiento. Para mds profundidad puede consultarse a Muscat (2014) y para aspectos puntuales la
presentacién de Febrero-Bande (2020). Estos espacios pueden ser de tres tipos: Métrico o semimétrico,
de Banach o normado y de Hilbert. A continuacién de forma precisa se citan algunas caracteristicas
particulares y propiedades importantes de los espacios funcionales.

I Espacio métrico o semimétrico: En estos se dispone unicamente de las distancias, la cual,
proporciona la medida de que tan cerca se encuentran los elementos entre si, lo relevante del
espacio métrico, no es la estructura interna de los puntos de la curva, sino, su relacion con otros
puntos exteriores a lo largo de ella. En R?. d: F * F — R). Propiedades principales.

1. d(X,Y) >0 (no negativo)

2. d(X,Y)=0e= X =Y

3. d(X,Y) =d(Y,X) (simetria)

4. d(X,Z) <d(X,Y)+d(Y, Z) (desigualdad triangular)

II Espacio de Banach o normado: El uso de una norma agrega la propiedad de escalabilidad.
Lp[S,p] = f:8 = Rs.t. [|f(t)|Fdu < co sabiendo que (S, ) es una medida en espacio con
1 < P < oo (espacio normado o seminormado).

Formalmente, Muscat (2014) define un espacio normado X como un espacio vectorial sobre
F =R o C con una funcién llamada norma ||.|| : X — R tal que para cualquier z,y € X, \ € F
se cumplen al menos las siguientes propiedades

1. [|aX] = |a|||X]| (estabilidad positiva)
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2. X +Y| <X+ 1Y (desigualdad triangular)
3. Si||X||=0= X =0

IIT Espacio de Hilbert L : es un espacio vectorial con una funcién de producto interior donde no
solo se tiene el concepto de longitud, también se tiene el concepto de ortogonalidad entre vectores.

Propiedades principales:
1. (X, X) >0 (positivo) y (X, X) =0<= X =0
2. (X,Y) = (Y, X) (Simetria)
3. (aX +8Y,Z)=a(X,Z) + (Y, Z) (lineal)

Consideramos un espacio de Hilbert H separable con un producto interior {-,-) que genera una
norma || - ||, y se denota por L el espacio de operadores lineales acotados (continuos) con su
norma. Esta definicién y més detalles puede consultar Horvdth-Kokoska (2012) en el cap.2.

[¥I1£ = supflv(x)

|+ [l < 13

U(x) =Y Nl fj e € H (2.1)

Jj=1

donde ¢ € L es el operador, v; y f; son bases ortonormales y A; es una secuencia real que conver-
ge a 0. El espacio de Hilbert £2 es el espacio esencial para el manejo de miltiples procedimientos
del anélisis de datos funcionales.

El Espacio £?

= El espacio £? = £%(]0,1]) es el conjunto de funciones de valor real medible z definida en un
intervalo [0, 1] que satisface fol x2(t)dt < oo separable como el producto interior.

<%y>=h/xanxwdt (2.2)

Para un operador integral en £? la expresién es igual a

P(x)(t) = /¢(t7s)x(s)d5,x € L2 (2.3)

Para un operador tipo Kernel ¢ (-, -) la expresién es igual a

//w2(t,s)dtds < o0. (2.4)

ol = [ [ s

si la funcién del operador en es simétrica y en la expresiéon es > 0 (positiva) entonces se
resolverfan como una sumatoria

si se cumple esta condicién entonces

Gt s) =D Av(S) en L£2([0,1] % [0,1]). (2.5)
j=1

Luis Fidel Herrera de los Santos
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Funcién de media y covarianza en £

De un total de curvas de la poblaciéon N se selecciona aleatoriamente una muestra X, Xo, ..., Xn
iid. en £2, donde supone independencia entre cada curva X; y son integrable al cuadrado. Define los
siguiente parametros de la forma:

s u(t) = E[X(t)] (funcidon media) ;
w c(t,s) = B[(X(t) — pu()(X(s) — n())] (funcidon covarianza);
» C=E[{(X —p), )X — )] (operador covarianza)
Considerando una muestra de curvas los estimadores se calculan de de la forma siguiente:
= 4(t) = NP SN X,(t) funcién media muestral ;
= é(t,s) =Nt vazl Xi(t) — a(t))(Xi(s) — ii(s))] funcidn covarianza muestral;
« C=N"! Zf\;(Xi(t) — i, 2)(X; — i),z € L? operador covarianza muestral

El estimador de pardmetro u es consistente E(fi) = u, insesgado E||ji—p|/?> = 0(N~1), los X1, Xo € L2
integrables al cuadrado son independientes, si E(X;) = 0 entonces E[(X1, X?)] = 0. Los estimadores
covarianza escalar ¢é(t, s) y el de covarianza de Hilbert ¢ son estimadores sesgados que depende de una
norma adecuada para calcular las distancia, es preferible asumir que es conocida e igual a cero.

Que la media de X; sea cero en todos los casos, no es cierto, las suposiciones anteriores pueden
convertirse en X; = p+Y;, donde EY; = 0, en L2 esto significa que EX;(t) = u(t) para todo t € [0, 1].
Las variables se refieren a una media ajustada X; — u, para casos de muestras X; — X. La expansién de
la media y covarianza para aplicable solo para observaciones X; de medias constantes puede consultarse
en Horvdth y Kokszka (2012), ademds de su planteamiento de hipétesis para contrastar si la media es
constantes o tienen puntos de cambio.

1data (” aemet”)

>datos<—aemet$temp

splot (datos , col= 3)

slines (func.mean(datos),col= "red” ,lwd=2)

slegend (x=1,y= 25,legend = "media” ,col = "red”,lty = 1, lwd = 1)

2
©

25
I

°c
15

10

T T T T
0 100 200 300

day

Figura 2.2: Media de temperaturas medias(en grados Celsius) diarias de 73 estaciones meteorolégicas
espanolas. Perfodo 1980-2009. data “aemet”.
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En la figura se muestra el conjunto de curvas promedio de temperaturas en grados Celsius y su
media en color rojo.

2.3. Representacion en base

La representacién en base es un proceso de combinaciones lineales que permite ver los datos como
funciones adaptables y almacenables para obtener informacién. Existen dos tipos: Las bases fijas: de
las principales estan las de Fourier, B-splines, Wavelets y las bases basadas en los datos: Componen-
tes Principales y Minimos Cuadrados Parciales. Estas bases tienen una sobre la otra peculiares ventajas
que particularmente su utilidad dependerd del comportamiento del conjunto de curvas. Cada registro
n pares discreto t;,y; funciona como una entidad individual, donde y; es un instante de la funcion
t;. Para fines aplicativos se trabajaria con muestras de datos funcionales n; pares ¢;;,¥i;,7 = 1, ..., 7,
comunmente aplicados a muestras de tipo serie temporal, pero también funcionan bastante bien para
tipo espacial, frecuencia, peso, indice, ratio, tasa, etc.

Las bases fijas: son un conjunto de funciones bésicas conocidas ¢ K, matematicamente independiente y
con propiedades de aproximacién de una suma ponderada o una combinacion lineal de niimeros K sufi-
cientemente grandes de esta funcién. Esto puede consultarse en Ramsay-Silverman (2005). Expresado
de forma siguiente.

K
z(t) = > CroK(t). (2.6)
k=1

donde z(t) es la funcién de expansién lineal, K son las funciones de la base ¢y, C es el vector de
longitud K y ¢ vector funcional de la base ¢j. Su forma matricial estd dada por

t=C¢=0¢C. (2.7)

Para un conjunto de datos su representaciéon en bases no es derivable si la misma representacién
funciona bien, es precisa en su estimacion y tiene oscilaciones pequenas pero en altas frecuencias
(curvas suaves).

K
Di(t) =Y CkDGK(t) = C'Dg(t). (2.8)

k=1

= Bases de Fourier: son bases peridédicas donde los t; estan igualmente espaciados. Estas son
muy eficientes en L? (espacio de Hilbert). Su funcién lineal de expansién estd dada por

Z(t) = Co + Cy sinwt + Cy coswt + Cs sin 2wt + Cy cos 2wt + ... (2.9)

donde la base ¢o(t) = 1,¢2,_, (t) =sinrwt y ¢, (t) = cosrwt. w determina el periodo 2=

Una de las ventajas de esta base de funciones es que su derivada es facilmente calculable.

D sinrwt = rw cos rwt
D cosrwt = —rwsin rwt
= Bases de B-spline: son esenciales en datos no periédicos y funcionan combinando polinomios

de manera flexible para los subintervalos que figuran como nodos. Cada nodo consta de grado
de polinomio que determinan los grados de libertas (orden de los polinomios mds el nimero de
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puntos de corte interiores).

Los parametros de una funcion de spline un nodo por punto de ruptura es el orden orden mds el

numero de nodos interiores, m + L — 1.
m—+L—1

St)= Y CiBlt,T) (2.10)
k=1

B-spline definida positiva donde By(t,7) indica el valor en t de la funcidn de B-spline definida
por la secuencia de interrupcion T y k es el numero de nodos en t.

Con el conjunto de datos aemet se vera un ejemplo de cddigo de representacion por B-spline
usando la funcién create.bspline.basis y Data2fd del paquete (fda de R), para representar en otras
bases fijas estan las funciones create.constant.basis, create.exponential.basis, create.fourier.basis,
create.monomial.basis, entre otras del paquete anteriormente mencionado. Estas funciones de
representaciéon se encuentran compiladas en una funcién llamada create.fdata.basis del paquete
(fda.usc de R) con el argumento type.basis para seleccionar el tipo de representacion en base que
sugiere el conjunto de datos, ademas, para representar en bases que dependen de los datos se
encuentran las funciones create.pc.basis y create.pls.basis del mismo paquete.

1data (” aemet”)

>datos<—aemet$temp

sbsp<—create.bspline.basis(rangeval = datos$rangeval, nbasis = 11)
s+bsp_aemet<—Data2fd (argvals = datos$argvals ,y=t(datos$data),basisobj = bsp)
splot (datos[1], col="black” ,lwd=2)

slines (bsp_aemet [1], col=2,lwd=2)

7legend (x=1,y=18,legend = c(”data” ,”bsp”),col = 1:2 1ty = 1,lwd = 1)
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Figura 2.3: Temperaturas (en grados Celsius) diarias de una estacién meteoroldgica espanola y su
representacién en base de B-spline (K, = 11). Perfodo 1980-2009. data “aemet”.

En la figura se muestra una curva de las 73 curvas promedio de temperaturas diarias de la
data aemet, encima de ella una curva suave y continua correspondiente a la representaciéon por
B-spline con un nimero de bases K, = 11. Esta representacion no sigue los picos y valles cercanos
de la curva original, pero si su trayectoria en forma de campana. La perdida de informacién de
esta representacién se vera reflejada en las estimaciones de los modelos regresiéon al momento de
comparar los resultados con otra representacién con mayor precision.



CAPITULO 2. ANALISIS EXPLORATORIO DE DATOS FUNCIONALES

= Bases de Wavelets: Permite construir una base para toda funcién (—oo,00) integrables al
cuadrado con una funcion de ondicula madre 1. Lo importante de esta representacién en base
es que su expansién tiene la capacidad para captar la discontinuidad de las curvas y los cambios
repentinos con numeros bajos de coeficiente.

bik(t) = 254p(27t — k) (2.11)

donde j y k son valores enteros.

De todas las bases fijas las mas usadas son las anteriormente mencionadas debido a que en
aplicacién son potencialmente ortogonales (X X7 = XTX =1I).

= Otras bases fijas importantes son la exponencial, potencia, polinomial, poligonal, funcién escalo-
nada, bases constante, empirica y de diseno, las cuales por los nombres se intuye como funcionan
sus propiedades al momento de representar un conjunto de curvas.

Las bases basadas en los datos utilizan la informacién de la matriz de varianza y covarianza del conjunto
de datos para representarlos.

= Base de componentes principales funcionales (FPC): En £2 son capaces de reducir curvas
dimensiones infinitas de datos funcionales a vectores p-dimensiones finitas de manera optima
utilizando una base ortonormal empirica éptima uj, que minimizan a 52 Ver el cap.3 Horvdth-
Kokoska (2012) y los capitulos 8, 9 y 10 de Ramsay and Silverman (2005).

P 2

Ti — Z<xi7uk>uk

k=1

(2.12)

i=1

Con una aproximacion las curvas z; son reemplazadas por la aproximacién Z£:1<xi,uk)uk.

Sabiendo que las funciones uy,ua, ..., u, son iquales (hasta un signo) a la funcién propia norma-
9 B} )y Up

lizada del operador de covarianza muestral.

z; = [(25,w), (Ti, u1), ooy (T35 up)] T (2.13)

Una funcién de componentes principales funcionales (FPC) se define como la funcién propia
del operador de covarianza muestral C cuando las observaciones X 1, X1, ..., Xy tiene la misma
distribucién aleatoria X con valor en £? integrable cuadrado. El producto interior es igual a
(X5, 05) f Xi( t)dt. Donde ¥; = u; es la contribucién del FPC a la curva X;.

Bajo el supuesto de que EX; = 0 el FPC puede verse como “la varianza muestral de los datos
en la direccion de la funcion de X ” més correlacionada (C(x),x).

N
Z X, x)? < A(x),ac> (2.14)
si se satisface el teorema 3.2 del cap.3 Horvdth-Kokoska (2012).

Teorema 3.2. Suponga que ¥ es un operador de Hilbert-Schmidt definido positivo simétrico con
funciones propias v; y valores propios \; que satisfacen

sup{(¥(z),z) : [Jz]| =1,(xz,v; =0,),1 <j<i—1,i <p}=A\, (2.15)
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2.3. REPRESENTACION EN BASE

y el supremo se alcanza si x = v;. La funcion mazimizadora es unica hasta el signo.

Suponiendo que se quiere encontrar una direccién ortonormal ¥, més correlacionada con la va-
rianza de los datos. Se tiene una base en RV

1 A NN N

2 L2 N 3

D SIPTEES o) Sb A SES /b AA LI S VAT

i=1 i=1 j=1 ;

j=1 i=1 j=1

Finalmente, los datos funcionales con un FPC especifico se generan de la forma siguiente

2o (t) = Zajzjnej(t) (2.17)

donde a; son los nimeros reales, para cada n, Zj, son variables aleatorias con media cero y
varianza unitaria y e; son funciones ortogonales con norma unitaria.

1data (” aemet”)

>datos<—aemet$temp

spc_aemet<—create.pc. basis(fdataobj = datos,1=1:3)
ipc-aemet<—fdata2pc (datos ,ncomp = 3)

splot (datos[1])

slines (pc$fdataobj.pc[1], col=2)

7legend (x=1,y=18,legend = c(”data”,”pc”),col= 1:2,lty = 1,lwd = 1)
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Figura 2.4: Promedio de temperaturas (en grados Celsius) diarias de una estacién meteorolégica es-

panola y su representacién en base de componentes principales (K, = 3). Perfodo 1980-2009. data
“aemet”.

En la figura [2.4) se muestra una de las 73 curvas de temperaturas medias de la data aemet, encima
de ella una curva correspondiente a la representacion por componentes principales con un nimero
de bases K, = 3, a diferencia de las bases fijas de B-spline (ver figura , esta representacion
trata de seguir los picos y valles de la curva original durante todo el periodo.

1 plot (pc8basis, col=2:4,xlab = ”day”)

2abline (h=0)

slegend (300,—0.10,legend = c¢(”pcl”,” pc2”,”pc3”),col = 2:4 1ty = 1,lwd = 1)
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Figura 2.5: Comportamientos de las componentes principales (K, = 3) para representar la data “ae-
met”.

En la figura[2.5] se ve el efecto individual de cada una de las componentes para estimar las curvas
de temperaturas medias. La primera componente representa las curvas que a lo largo del periodo
se mantienen por encima de la media del conjunto, la segunda representa las curvas que en los
primeros anos estdn por encima de la media, se ponen por debajo durante un largo periodo
y luego vuelven a ponerse por encima de la media en los ultimos anos. Finalmente, la tercera
componente representa las curvas que en un periodo corto estdn por encima de la media, se
ponen por debajo de la media hasta mediados del periodo y el resto se mantienen por encima de
la media.

= Base de Minimos Cuadrados Parciales (PLS): pueden verse desde una perspectiva ex-
ploratoria donde la relacién de las matriz de dos variables no excede la importancia de la otra
(andlisis simétrico), cuando hay una variable que explica el comportamiento de la otra es un
(andlisis asimétrico), esto puede estudiarse en Burgillo (2015). Los dos tipos de analisis se de-
terminan a partir de la matriz de covarianza de la misma forma y bajo las mismas restricciones
que en las bases de componentes principales X (t) € £L2(T) e Y € (RF, £%(T)), solo que en este
caso, maximizando la covarianza ente X y Y.

COV2((b,X),{c,Y))
16112 |l

(2.18)

Donde b; € R? y ¢; € R? son vectores unitarios que se obtienen maximizando e imponiendo la
condicién de ortogonalidad. Tienen aplicacién en los modelos de regresion, clasificacién supervi-
zada y otros, ya que se define de forma equivalente minimizando una suma apropiada de residuos
al cuadrado. Cuevas (2012) para un modelo de regresién funcional estandar con respuesta esca-
lar Y = a + fol B(t) X (t)dt + € utiliza funciones de base ¥,, ..., ¥, PLS donde los elementos son
elegidos iterativamente maximizando en ¥ la funcién.

F(B) = coo(Y =y 1 (X), /O X (0w (t))dt, (2.19)

donde np = E(Y") y np—1 es la aproximacién de n(z) basada en las funciones de PLS. Para mayor
ampliacién ver a Cuevas (2012).
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2.4. SUAVIZADO

2.4. Suavizado

El suavizado de datos funcionales y su necesidad es producto de la perdida de informacién de
la curvas muestrales discretizadas relacionadas al contexto estadistico. Multiples procedimientos pa-
ramétricos y no paramétricos se han desarrollado para recuperar parte de esa informacién perdida
haciendo uso de la teorfa cldsica de regresién. Dentro de los métodos habituales en £2 se encuentra
el modelo lineal funcional, minimos cuadrados penalizados, sesgo y varianza, spline que se pueden
consultar en Hsing-Eubank (2015) y los métodos Kernel en Ferraty-Vieu (2006).

= Modelo lineal funcional: tiene una media o pendiente real m en [0,1] donde las observaciones
son (t;,Y;) discretas con ruido aleatorio aditivo i.e.

Y, = m(ti + 62‘) (220)
En un espacio de Hilbert esto es

Y =Fm +e, (2.21)

donde F € B(H,Y) puede ser conocido, conocido no exactamente y aleatorio.

El remplazo de m en ¢ € [0,1] en las observaciones Y; minimiza sus influencias locales indivi-
duales, teniendo resultados mas suaves y menos variables. En un proceso estocastico donde las
observaciones toman forma (¢;;,Y;;), i =1,..,n,j=1,..,P

Yij = xi(ti;) + €5 = m(tiy) + xitiy) — m(tij) + €ij.

= Mininos cuadrados penalizados: Este proceso minimiza el criterio de minimos cuadrados
para encontrar a i éptimo que satisfaga que g(¢;) = Y;.

n

m = argmingem, Z(Y— g(t:))?/n. (2.22)
i=1

donde .
HS := {g € Wa[0,1] : / |9 (t))2dt < 5} (2.23)
0

Dada la complejidad de calculo, en la practica se usa el equivalente de

n

1
My = Argmingew,|o,1] (”1 Z(Yz —g(t:)* + 77/0 |g(2)(t)2dt> (2.24)

i=1

Esta ecuacién proporciona en su primera parte cuan confiable es el ajuste a través de la suma
de residuos al cuadrado, en una segunda parte proporciona la suavidad necesaria para definir
una curva en términos cuadréticos dado el parametro regulador n, donde a mayores 1 mayor
suavidad. Para una base H de dimensién finita ¢1, ..., ¢4 existen procedimientos para encontrar
el parametro éptimo de adaptacién como:

Validacién Cruzada : que minimiza

n

CV(n) =n"" Y (Vi — Fymly))?
k=1
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CAPITULO 2. ANALISIS EXPLORATORIO DE DATOS FUNCIONALES

Validacién Cruzada Generalizada: donde se evaliian de residuos Y —3Fm,, y los elementos
de la diagonal A(n) para elegir 7.

[V — Fmyl3
(1 — n—traceA(n))”

GCV(n) =

donde A(n) = U(UTU + V)~ tUT

Kernel: Es un suavizado de la densidad de los datos que selecciona un ancho de banda 6ptimo
(H ventana dptima). Tiene su relevancia en el anélisis multivariente de cdlculo de estimadores de
densidad no paramétrica y su suavizado local que puede llevarse al contexto de datos funcionales.

En el caso clasico la ponderacién local es

1 -X;
Ai = di(a,h K) = 3 K (x - )

donde K es la ponderacion Kernel (caja, triangular, cuadrdtico, gaussiano, etc), h es el pardmetro
de suavizado (ancho de banda) y x es un nimero real fijo. Este entorno puede extenderse al caso
multivariante donde se tienen vectores fijos X1, Xo, ..., X,, € R donde K- esta definida como un
producto de funciones p reales del Kernel K7, ....K,

Aile-(x_Xi)
) h
[

Facilmente, este caso multivariante, también puede extenderse al caso funcional transformando
los n variables aleatorias reales en n cantidades

V) h
donde d es una distancia semimétrica y K es un nicleo real (asimétrico) y V(h) de B(x,h) =
{x' € E,d(x,x') < h}, entonces la ponderacién del nticleo funcional es

()

(e (5)

A=

(2.25)

1data (” aemet”)
>datos<—aemet$temp
ssbsp<—optim. basis (datos ,numbasis = seq(5,19,by=2),

1+ lambda = seq(—1,1,by=0.10),

54 type.basis = ”bspline” ;type.CV = GCV.S)
s> sbsp$numbasis.opt # nimero éptimo de bases

7[1] 17

s> sbsp$lambda . opt

o[1] 1

10> sbsp_aemet<—sbsp$fdata.est #

11> plot (datos[1], col="black” ,lwd=2)

12> lines (bsp_aemet [1], col=2,lwd=2)

13> lines (pc$fdataobj.pc[1l], col=3)

14> lines (sbsp-aemet [1], col=4,lwd=2)

15> legend (x=10, y=19,legend = c(”data”,”bsp”,” pc”,”sbsp”),col = 1:4,1ty = 1,lwd = 1)

1

% para este caso es proporcional al volumen de conjunto donde esta cada X;
P
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Figura 2.6: Comparativo de la representacion en base y el suavizado GCV para las temperaturas medias
diarias (en grados Celsius) de una estacién meteoroldgica espatiola. Perfodo 1980-2009. data “aemet”.

En la figura[A.2]] se compara la representacion en base por B-spline, componentes principales y un
suavizado por GVC con base de B-spline para una de las curvas de las temperaturas medias, siendo la
representacién PC la de mejores resultados. El suavizado obtiene un nimero 6ptimo de bases K, = 17,
mejora ligeramente la representacién la base de B-spline cuando K, = 11 en los primeros anos, el resto
del periodo se comportan de manera similar.

1 par (mfrow=c (1,2))
2plot (datos ,lwd=2, main = ”(1)”)
splot (sbsp-GCV . S_aemet ,lwd=2, main = 7 (2)”)

(1) (2)
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Figura 2.7: En la figura (1): las temperaturas medias (en grados Celsius) diarias de las estaciones
meteoroldgica espanola. En la figura (2): el suavizado GCV con base de B-spline para las temperaturas
medias diarias (en grados Celsius) de las estaciones meteoroldgica espaiiola. Periodo 1980-2009. data
“aemet”.
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CAPITULO 2. ANALISIS EXPLORATORIO DE DATOS FUNCIONALES

2.5. Uso de las derivadas

Las derivadas en el andlisis de datos funcionales tiene su relevancia en la parte de exploracién
debido a que puede destacar componentes de variacién e informacion que no quedan del todo claros
en el conjuntos de curvas originales. Usualmente, figuran como transformaciones de las medidas de
profundidad de los dato&ﬂ y seran utiles para andlisis posteriores como los modelos de regresién, cla-
sificacién y otros métodos.

Expresadas las observaciones X,,(t) en una base particular B,,(t) segin Kokoszka y Reimherr (2017)
se debe de cumplir que la trayectoria de las observaciones son continuamente diferenciables y que las
funciones bdsicas elegidas deben tener al menos K derivadas. Las bases de Fourier para curvas periédi-
cas cumplen con las dos condiciones y se pueden derivar infinitamente ,sin embargo, para las bases de
B-spline solo posee ntimero de derivadas igual a su orden.

Las curvas a menudo presentan cambios o variaciones irregulares con respecto a su comportamientos
de su trayectoria y para estabilizarlas se podria considerar la derivaciéon. En modelos de regresién el
uso de derivadas es de suma importancia, principalmente en modelos econdémicos, meteorolégicos y
demads. En los modelos de regresion lineal puede ser un subproducto, pero también, puede vincularse
en el modelo con los valores funcionales. Para ver més informacién consultarse los capitulos 17, 18 y
19 de Ramsay-Silverman (2005).

2D(?(X)) = Z}}gzl Wi D*(TF(X)), donde W es el vector de peso, D es la medida de profundidad y K la transfor-

macion.

Luis Fidel Herrera de los Santos



2.5. USO DE LAS DERIVADAS

Bibliografia

Libro Ramsay J.O., Silverman B.W. (2005) Functional Data Analysis. Springer New York. Estados
Unidos.

Libro Ferraty F., Vieu P. (2006) Nonparametric Functional Data Analysis. Springer. Estados Unidos.

Tesis Oviedo M., (2011) Utilities for Statistical Computing in Functional Data Analysis: The R Pac-
kage fda.usc.

Tesis Aguilera M., (2009) Estimacién Penalizada con Datos Funcionales. Granada.

Articulo Guccione J.A., Guccione J.J., Espacios Métricos. Departamento de Matematica. Facultad
de Ciencias Exactas y Naturales, Universidad de Buenos Aires.

Presentacion Febrero-Bande M. (2020) Computational aspects in Functional Data Analysis. Dpt. de
Estatistica, Andlise Matemaética e Optimizacién. Univ. de Santiago de Compostela.

Capitulo de libro Ramsay J.O., Silverman B.W. (2005) Functional Data Analysis. Cap 3. Springer
New York. Estados Unidos.

Capitulo de Libro Horvath L., Kokoska P. (2012) Inference for Functional Data with Applications.
Springer New York. Estados Unidos, PP 21-36.

Capitulo de Libro Horvath L., Kokoska P. (2012) Inference for Functional Data with Applications.
Springer New York. Estados Unidos, PP 37-43.

Tesis Carrillo A. E., Garatejo O. c. (2016) Anélisis de Datos Funcionales Aplicado en Electroencefa-
logramas: Agrupamiento por K-Medias Funcional. Bogota, D.C.

Articulo Cuevas A., Febrero M., Fraiman R. (2007) Robust estimation and classification for functional
data via projection-based depth notions. Computational Statistics, 22(3): 481-496.

Articulo Febrero M., Galeano P., Gonzalez W. (2008) Outlier detection in functional data by depth
measures, with application to identify abnormal NOx levels. Environmetria 19(4): 331-345.

Articulo Febrero M., Galeano P., Gonzdlez W. (2007) A functional analysis of NOx levels: location
and scale estimation and outlier detection. Computational Statistics (2007) 22: 411-427.

Capitulos de libro Ramsay J.O., Silverman B.W. (2005) Functional Data Analysis. Springer New
York. Estados Unidos. Cap. 17, 18 y 19.

Tesis Ginzo-Villamayor M.J., Anélisis Geostadistico de datos funcionales. Proyecto Fin de Méster -
Maéster en Técnicas Estadisticas. Proyecto 388.

17



CAPITULO 2. ANALISIS EXPLORATORIO DE DATOS FUNCIONALES

Luis Fidel Herrera de los Santos



Capitulo 3

Modelos de regresion funcional
(FRM)

Este capitulo tiene como objetivo poner en contexto los modelos de regresién funcional (FRM)
de los cuales podemos encontrar literaturas e investigaciones interesantes. Ramsay-Silverman (2005)
explican los FRM desde una perspectiva paramétrica, donde se profundiza sobre los regresién lineal
con respuesta escalar, con respuesta funcional y variable independiente funcional, respuesta funcional
con covariables multivariantes, transformaciones como derivada y otros. Por otro lado, Ferraty-Vieu
(2006) y Pons (2011) hacen grandes aportes a los FRM desde la estadistica no paramétrica. Ferraty
(2011) retine miltiples investigaciones de diversos autores dedicados y apasionados con este campo del
FDA y el FRM, siendo este un aporte importante entre la comunidad de investigadores de la estadistica
matematica y aplicada, de las investigaciones y aplicaciones sobre FRM que podemos consultar esta
la de Aneiros et al. (2011) en donde se usé del modelos funcional no paramétrico (FNPM) y lineal
parcial semifuncional (SFPLM) para predecir de demanda residual en los mercados spot de electrici-
dad, Attouch et al. (2011) con los FNPM para datos espaciales, Bereswill y Johannes (2011) utilizan
los modelos funcionales lineales (FLM) para tratar los efectos de observaciones ruidosas, Febrero y et
al. (2011) innovan con los modelos aditivos generalizados funcionales(FGAM) aplicados a los datos de
Tecator, Ferraty et al. (2011) con los modelos funcionales aditivos (FAM) para el caso de una respuesta
escalar. Ademads de estas investigaciones, dentro de este mismo documento existen otras investigaciones
colaborativas que se pueden consultar. En la actualidad, el aporte a las medicina ha sido sustancial,
Ateba et al. (2020) utilizé los modelo aditivo espectral generalizado funcional (FGSAM), modelo li-
neal funcional generalizado (FGLM) y modelo de aditivo de Kernel funcional generalizado (FGKAM)
para predecir la incidencia de malaria en Mali. Particularmente, para este capitulo, se priorizara por
estudiar los principales modelos de regresion funcional con respuesta un escalar debido a la naturaleza
de datos que se utilizaran en el préximo capitulo de aplicaciéon y estimacién.

En los modelos de regresién funcional (FRM) se introducen los conceptos de covariables (variables
independientes) para dar explicacién al comportamiento de una variable regresada (variable depen-
diente), estos conceptos son propios de los modelos de regresién clasico extendidos al pensamiento
FDA. Para que sea FRM, es necesario que una de las variables que intervienen sea funcional. Un FRM
con respuesta escalar se representa

Y=m(Z,X)+e, (3.1)
donde Y € R es la variable respuesta (escalar), m es la funcién desconocida de la combinacion de

covariables, Z € RT es la covariables del vector, X = X; (t)?:1 son las covariables funcionales y € es
el error de media cero.
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CAPITULO 3. MODELOS DE REGRESION FUNCIONAL (FRM)

3.1. Regresidn lineal funcional (FLR)

Las especificaciones de la ecuacién anterior [3.1] corresponden a la matriz Z que pertenece a los
modelos lineales multivariantes. Logra su extensién para los modelos de regresién lineal funcional (FLR)
de Z; y una aproximacién suave mediante interpolacién funcional de los parametros minimizando una
expresién cuadrética que se ajuste al vector de valores E[j] = y. Este problema de minimizacién puede
verse como un producto interior.

Y = BIY|X] = a+ (X, B) (3.2)

donde « es el intercepto, 8 es es pardmetro funcional estimado.

Y=a+(X,8)+e= /bﬁ(t)X(t)dt +e (3.3)

En £? donde T = [a, b] el producto interior se define en una integral en el intervalo ff y Su represen-
tacién en base fija o basada en los datos. Ramsay y Silverman (2005) para su ejemplo de Canadian
weather stations utilizé bases periddicas de Fourier, Ginzo-Villamayor utilizé bases de B-spline y las
de Fourier para suavizar datos espacio-temporales (Kriging). Para los pares (X1,¥1), ..., (Xn, yn) los
parametros pueden escribirse

Ko
Xi(t) =Y Cipthy — X = CU(1),
K
Kﬁ

Bt) = bpby — B =10
K

sabiendo que b = (Z2'Z) ' Z'y,§ = CJyeby = Zby = Z(Z'Z)"'Z'y = Sy donde Jyp = [9(t)0(t)dt.
Para mas detalles puede consultarse Ginzo-Villamayor (proyecto 388).

3.2. Regresién No paramétrica funcional (FRNP)

Los modelos de regresién no paramétrica funcional (FRNP) son descritos por Ferraty et al. (2006
y 2011). Estos son escenciales para dar respuestas a relaciones complejas de variables con dificil apre-
ciacion de la relacién entre ellas haciendo uso de métodos convencionales descriptivos y graficos. La
ecuacién estd dada por

Y =m(Z,X)+¢

Donde Y es una variable aleatoria real , X es una variable aleatoria en £2 y £ es una variable aleatoria
centrada E(e?) = 02. Sea m(X) = E(Y|X = ) asociado a un espacio (umbral) s € S = 1,2 donde
cada par (X;,Y;);_, estd definido en Y/ para cada i € 1,...,ny s € S. En consecuencia el modelo
resultante de la expresién de dos componentes dado por

Y, = ZY[S = ng(Zi,Xi) +e& para i=1,...,n
ses ses

Separando los componente se genera una familia de estimacion nueva de " (Z,X) := 3 g m](Z, X)
construidos cada uno a partir del estimador tipo kernel y ancho de banda dado por

YT K(hDY|X —
ﬁlT(Z, X) _ Ezfi 1,8 (715 || J?H)
Zz’:l K(hs || X — =)

Donde K es la funcion kernel y hg es el ancho de banda. Los parametros umbral 7 y ancho de banda
hs determinados por validacién cruzada (CV).

(3.4)

Luis Fidel Herrera de los Santos



3.3. REGRESION ADITIVA FUNCIONAL (FAR)

3.3. Regresién aditiva funcional (FAR)

Los modelos de regresién aditivo funcional (FAR) por su flexibilidad tienen mayor capacidad para
explicar y predecir que los FLR, dada su descomposicién aditiva para modelar relaciones no lineales.
Los tltimos avances de Ferraty et al. (2011) muestran que para un conjunto de datos centrados (X,Y)
en HxR, donde H = h : [, h2(t)dt < +oo, I € R es el intervalo en L? con producto interior (g, f) =
[;9(t)f(t) y norma ||g||* = (g,g). El problema de regresién esta dado por

Y=m(Z,X)+e¢
Donde m(Z,X) = E[Y|X, Z], se asume que E[¢|X] = 0 y la E[e?|X] < oco. La funcién de regresién
desconocida de m por aproximacién se expresa como una suma finita de términos

m(Z,X) = Zg;(w;, X)) (3.5)

donde 07 € H con ||} | =1, g; para j = 1,...,m son funciones univariadas que la suma de las mismas
determinan a Y.

4;0;((0;, X)) (3.6)

~
I
(1=

1

<.
Il

La estimacion combina aproximacion de direcciones de spline normalizados y la estimacién de regresion
Kernel de Nayadara-Watson como procedimientos no paramétricos que mejoran los resultados de las
predicciones luego de calcular los residuos y estimar un modelo entre los residuos y los regresores
funcionales quedando regresién funcional [3.6] Su expansién y nommenclatura ajustada a[3.1 estd dada
por

q q bj )
EY|X, Z) = [ a+(Z)+ ) _(X7.8)) | = a—&-ZTv—&-Z/ XI(£)3,(t)dt
j=1 j=17%

3.4. Regresién aditiva generalizada funcional (FGAM)

Los modelos de regresién aditiva generalizada (FGAM) propuestos por Febrero y et al. (2011) y
Febrero y et al. (2013) donde la idea principal es adaptar los modelos aditivos generalizados multiva-
riante a covariables de datos funcionales, estos modelos son una extensiéon de los FGLM cuando el
vinculo o la funcién de enlace g conocido o no pertenece a un procedimiento de una de las funciones
de distribuciéon de la familia exponencial. Se estiman utilizando las propiedades de los modelos no
paramétrico, no estd restringidos a relaciones lineales entre covariables, ni al espacio de Hilbert £,
mas bien, utiliza funciones de suavizado no paramétricos del modelo FAR tipo kernel y ancho de ban-
da obtenidos mediante validacién cruzada generalizada (GCV) aplicable para cualquier espacio por la
informacién obtenida de las distancias entre covariables, por tanto, son ma&s flexibles.

Sea Y una variable respuesta escalar que pertenece la familia de la distribucién exponencial, Z =
{xi}; es el conjunto de covariables en P espacio infinito. El modelo FGLM se escribe E[Y|X, Z] =

=g nz) =g (a+(Z,B)). Donde (Z,8) = 37 (X', 8) v g es el enlace funcional. La expansién
de los modelos FGLM adaptar al modelo FGAM cuando hay informacién suficiente de g de la siguiente
forma

M P
EY|X, Z)=p=g"(nz) =g~ [ a+ D> r(Z")+ > f;(x7) (3.7)
k=1 j=1
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donde r(-) es la funcién suave del escalar, f;(-) es la funcién parcial desconocida suave estimada a
partir de las puntuaciones (score) de la funcién de componentes principales (FPC) X7 y una fun-
cién suave 55? de los modelos FAR de Miiller and Yao (2008) para respuesta escalar de la forma

fi(X9) = Z,f:l fJ’»C (f;“) A esta alternativa Febrero y et al. (2013) la denominé Modelo aditivo espec-
tral generalizado funcional (FGSAM). Estas propiedades pueden aprovecharse de forma préctica para
FRM de respuesta escalar obviando la funcién de enlace g quedando un modelo aditivo espectral
funcional (FSAM) y su expresién de la forma siguiente.

EY|X, Z) =p=nz=a+Y (2% + > f;(X7) (3.8)
k=1

= j=1

Para mayor ampliacién del tema se puede estudiar Febrero y et al. (2011, 2013) y Miiller and Yao
(2008).

3.5. Modelos de regresiéon funcional con errores dependientes

Los modelos revisados anteriormente tiene una caracteristica en comin y es que los errores € =
(€1, ...,&n) se asumen que cumplen con las propiedades de los supuestos de independencia, homocedasti-
cidad donde E(e) = 0, Var(e) = 02 y Cov(e) = (ee') = Q € S(n) definida positiva, en la practica estas
restricciones son dificiles de cumplir, principalmente cuando el dato no es necesariamente oportuno
producto de diversas eventualidades en el contexto. Los modelos de minimos cuadrados generalizados
(FGLS) son la alternativa cuando las propiedades anteriores son cuestionables, estan basados en el es-
timador de Gauss-Markov (GME) e incorporan la estimacién de componentes de dependencia dentro
del modelo mediante estructuras de covarianza de para el termino de error. Kariya y Kurata (2004)
define la estimacidn de minimos cuadrados generalizados (GLSE) con matriz de covarianza desconoci-
da reemplazada por un estimador apropiado. Un modelo de regresion lineal funcional (FLM) extendido
del contexto de la estadistica cldsica esta dado por

Y:a+<X,ﬁ>-i—szoz—i—/bﬁ(t)X(t)dt—i—s

E(e)=0  Cov(e) = E(ee’) =Q € S(n)
Donde S(n) denota el conjunto de n x n matrices definidas positiva, el términos de error € con matriz
de covarianza €2 = 023 dada por una funcién de pardmetro desconocido 6, pero estimable 2 = o23(6)
como una matriz diagonal aplicable para familia de modelos equi-correlacionado, heterocedastico, re-

gresién aparentemente no relacionada (SUR), modelo de error y modelo de Anderson (AR) donde hay
una matriz regresora X y la matriz de covarianza anteriormente mencionada.

Estimador de Gauss-Markov (GME)
b(E) = (X'27IX)7IX's 1y

Este modelo GME b(X) no es factible cuando la matriz 3 es desconocida, para este caso lo ideal es un
GLSE b(X%).

Funcién desconocida de parametro estimable 6.
0 =Q(0)
donde Q(.) es la forma funcional conocida. La estructura de covarianza es
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Q= 0%%(0)
con inversa %(6)

2(0)71 =1, + )\n(o)c Yy fecOC Rl

donde A\, (0) es una funcidn continua de valor real en © y C' es una matriz simétrica conocida que se
diagonaliza T’ (ortogonal) de la siguiente manera

dy 0

I'CT = =D con di<..<d,.

Transformando a LMR

IMy=T"XB+T'¢ (3.9)
Para los errores la estructura de covarianza Cov(I'e) = o®T'%(0)T, donde la inversa de (I'"X(0)T) "t =
I, + A\ (0)D es la matriz diagonal con j-enésimo elemento diagonal 1+ X\, (0)d; que incluye la familia
de modelos anteriormente mencionados.

= Modelo de error AR(1): cuando en el modelo FLM el termino de error ¢ es generado por un
proceso autoregresivo estacionario e invertible de orden (p = 1) (AR(1)) donde el primer retardo
(pasado inmediato) de error €;_1 es estadisticamente significativo en la prediccién de €; (presente
inmediato) como una esperanza condicionada Elejle;_1].

gj=¢ej—1+E& con |¢| <1(j =0,%1,%2,...), (3.10)

para i > 1 la expresion es de forma
P
=D ¢t con |9 <1(j=0,%1,42, ), (3.11)
i=1

la matriz de covarianza se expresa como

P=r2  &=0(¢) = f¢2 (¢1) (3.12)

Otras propuestas con respecto a los modelos AR y su expansiéon a FDA que pueden consultarse,
tal es el caso de los procesos Hilbertianos auto regresivos (ARH) y los procesos Hilbertianos
autoregresivos con variables exégenas (ARHX) propuestos por Damon y Guillas (2005), los
modelos de dependencia de Hormann y Kokoszka (2010) aplicados, tanto, a lineales como a
dependencia no lineal, el anélisis de dependencia desde un contexto no paramétrico de Battey y
Sancetta (2013).

Un FLM que en termino de error € es generado por un proceso mas complejo en términos de
parametros, pero, de igual manera estacionario e invertible denominado modelo autoregresivo de
medias mdviles de orden (p =1,¢ = 1) = ARMA(1,1), por tanto, el ¢; es explicado de forma
lineal por un valor del pasado (¢;_1) y un valor del pasado de un proceso de ruido blanco (a;_1)
de forma

g =¢ej_1+& +9£j71 con |¢,0| <1(j =0,£1,£2,...), (3.13)
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para ¢ > 1 la expresion es de forma

p q
=Y de G- D 0i& 1 con |60 <1(G=0,£1,42,.),  (314)
i=1 i=1

= Modelo Equi-correlacionado: el termino de € del modelo satisface

Var(e;) =12 Cov(eiej) =720 (i # 7), (3.15)
para algunos 72 > 0y 6 € (—ﬁ, 1) = O, significa que, la matriz de covarianza (2 es
1 46 0
0 1 :
Q=r? (3.16)
. . 0
0 .. 6 1

= Modelo heterocedastico: El modelo [3.3]siguen la siguiente estructura

y=1 : |:nel, X= : cnxk, e=|  |:nal (3.17)

y matriz de covarianza Omega

0?1, 0
Q= € S(n) (3.18)
0 O'%Inr
donde p varianzas son distintas.

= Modelo de regresién aparentemente no relacionadas (SUR): Cuando el sigue una

estructura
Y1 X, 0 b1 €1
y= : tnxl, X = cnxk, (= : tkxl, e= : tnxl
Yp 0 Xp Bp €p
(3.19)
con estructura de covarianza
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donde ® es el producto Kronecker para matrices P = (p;;) : azby Q = (gi5) : cxd de la siguiente
manera

Pn@Q - PpQ

PQ=1": © | :aczbd (3.21)

PalQ PabQ

25



CAPITULO 3. MODELOS DE REGRESION FUNCIONAL (FRM)

Minimos cuadrados generalizados (GLS)

La extension practica del modelo cldsico GLS de Kariya and Kurata (2004) a funcional se puede
consultar en Quiedo y et al. (2018), la propuesta fue utilizada para estimar la tasa de influenza en
Galicia (Espana) con variables multivariantes y funcionales, aproximados por métodos de estimacién
de los modelos de minimos cuadrados generalizados funcionales FGLS. La extensién en un espacio de
Hilbert £2 estd dada por

GLS(B,6) = (y— (X, 8))S(9) ' (y — (X, 8)) (3.22)
X; y 8 dada una muestra se aproximan
K. Kg
Xi(t) = Y Cathi(t),  Bt) =Y brp(t), (3.23)
k k
de forma matricial
X=CUV, B=Vbyp (3.24)

donde X es una matriz neM en [a,b] y C es una matriz neK con representacion en base, 1) es la
matriz KyxM. B es la matriz 1lxM con evaluaciones del pardmetro 3 en en la cuadricula, ¢ es la
matriz Kgzn con evaluaciones de la base p; y b es el vector de coeficientes de 5 en la base.

Los términos pueden ser aproximados al modelo lineal multivariado de la forma {(X;,5)} ~ C¥¢'b =
Zb, suponiendo que ¢ se conoce, se puede definir W = ¥(¢)~! donde b y su MELI esta dada por

bs = (ZWZ) 1 Z'Wy,

con covarianza

Cov(bs) = 0*(ZW2Z)™1,

por tanto el ajuste se obtiene por la matriz H

§=Z(ZWZ)'ZWy = Hy

El criterio de estimacién de los parametros K, y K3 relacionados con las bases para X' Y § se obtiene
minimizando

in GLS = { — Zb)'S(¢) "My — Zb
i, o, i, Sy = Z0E(0) " (y — 20)
dado los errores dependientes, este proceso de generacién de datos utiliza validacion cruzada correla-
cionada generalizada (GCCV) de la forma siguiente

n

)2
GCCV(Kz7 Kﬁ, b, (ﬁ) = Zi:l(yl yz,b)

(-2

Minimos cuadrados generalizados iterativos (iGLS)

Los Modelos de regresién iterativo funcional de minimos cuadrados generalizados (FIGLS) son una
version alternativa de los FGLS que separa la estimacion de la estructura de dependencia temporal
correspondiente un AR o ARMA (ver expresiones Yy de los parametros asociados a la
regresién K, Kg,b de forma iterativa para reducir la carga computacional, esto y més detalles puede
consultarse en QOuiedo et al. (2018). Es posible que en la prictica la mayoria de los modelos de depen-
dencia se resuelvan con un modelo autorregresivo (AR) de orden P = 1,2 a través de combinaciones
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lineales de las componentes del pasado (retardos) como una esperanza condicional y la componente
del termino aleatorio con las propiedades de ruido blanco, este niimero de parametros se define a
través de criterios, donde el méas conocido es el Criterio de Informacion de Akaike (AIC), definido el
nimero de parametros obteniendo el menor AIC. Para nimero de parametros altos es factible aprove-
char las propiedades conjuntas de los modelos AR y MA, las cuales permiten reducir conformemente
el nimero de parametros utilizando en AIC anteriormente mencionado o el Criterio de Informacion
Bayesiana de Schwarz (BIC), donde de varios modelos generados el de menor valor en ambos criterios
0<sp<P y 0<¢=<Q.
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Capitulo 4
Simulacion

La simulacién de los datos para los modelos de regresion funcional (FRM) se encuentran en Cardot y
et al. (2003), especificamente, para modelos lineales (LM). En el proceso se generaron np = 500 réplicas
de un proceso aleatorio de Wiener con longitud M = 101 definidos en un intervalo entre [0, 1]. Para
fines de comparacién, se pusieron a prueba varios modelos de regresiéon funcional (FRM) con respuesta
escalar donde la viabilidad y eficiencia de cada uno esta sujeta a los siguientes escenarios: 1. “la relacién
lineal entre las variables estd controlada por un pardmetro integrado & (proporcion de linealidad)
multiplicado por una componente no lineal”, 2. “el cambio de la sefial de ruidos (snr) como efecto en
la dispersién en la estructura de dependencia de los errores en adicién a la variable respuesta existe”
y 3. “la creaciéon de una version iterativa para cada uno de los modelos que contempla la estimacion
del pardametro ¢ y 6 correspondiente a la estructura de covarianza del error € en las predicciones.”
Los resultados obtenidos en ambos escenarios serdn presentados en tablas simultaneamente y de forma
cruzada. La ecuacién general de los modelos FLM esta dada por

Y = E[Y|X] = (X,8) + ¢

Ecuacién del modelo FLM controlado por el factor 6 que regula la proporcién de linealidad.

Y = E[Y|X] = 6(X,8) + (1 - 9)[|X] + ¢

Si el factor que pondera la linealidad es § = 1 la componente no lineal ||X|| se hace cero resultando
un modelo lineal, si § < 1 tiene como resultante un modelo con proporcionalidad lineal menor. El g
tedrico es un pardmetro con representacién positivas construido a partir del modelo (a) donde con tres
componentes principales tiene representacién exacta, una alternativa de construccién es el modelo (b)
donde se necesita un niimero mayor de componentes para estar bien representado.

a) B(t) = 2sin(0,57t) + 4sin(1,57t) + 5sin(2,57t), ¢ € [0,1]
b) B(t) = log(15t* + 10) + cos(4mt), t€0,1]

El término de error € es una variable aleatoria perturbada por un modelo temporal autoregresivo
(AR) con pardmetro ¢ de orden (p = 1,2) en adiccién al modelo anterior . Esta simulacién de mo-
delos con dependencia de errores estd incluidas en cédigo de R elaborado por Quiedo y Febrero en
"https://github.com/moviedod /fda.usc”, en una nueva actualizacién, se incorporé un modelo autore-
gresivo de medias méviles (ARMA) de pardmetros ¢ y 6 de orden (p = 1, = 1) con el objetivo de
comparar el efecto dependencia de cada uno de los procesos, la capacidad de los modelos para estimar
los parametros y para predecir valores futuros a un horizonte yp+ h; h=1,..,10 .

La perturbacién incluida de los procesos temporales son estrictamente estacionarias con variabilidad
controlada por efecto de su desviacién teérica multiplicada por una sefial de ruido (snr) de la forma
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Varle] = snrVar[(X, 8)]. El clculo de la desviacién sd[e] para cada uno de los modelos segin Mauricio
(2007), Metcalfe y et al. (2009) y Monsalve y et al. (2015) estd dado por

» Autoregresivo de orden 1 AR(p =1)

con varianza

2 2
0A 0A

1—gip1 1—¢?

ot =

la desviacién control esta dada por

dsle] = | S”T“;ar[g B)]

= Autoregresivo de orden 2 AR(p = 2)

con varianza

2 2
0A 0A

1—1p1 — dop2 1 —¢F — ¢3

oy =

la desviacion control estd dada por

o = VD

= Autoregresivo de medias méviles ARMA(p=1,q=1)

con varianza

1—2¢10; + 607

(¢1 — 91)1 2

1—¢2 |74

la desviacién control estd dada por

2
dsle] = \/{1 + W} x snrVar[{X, 5)
1 —¢7

Para el conjunto de datos se utilizé representacién en base de B-spline (BSP) y de componentes
principales (FPC) expresada como (¥ = ¢) con un mismo numero de componentes (K, = Kg) entre
5—11y de 1 — 8, respectivamente. El nimero 6ptimo de componentes es determinado por un método
alternativo al de validacién cruzada generalizada (GCV) cuando los errores son dependientes. Para
estos casios se recomienda usar validacién cruzada correlacionada generalizada (GCCV) propuesto por
Carmack (2012). Para estimar el pardmetro mininizador O de la forma siguiente.

1 (g — f(a)?
- n (1 . t’l"[QSCfSCS'})Q

n

GCCV(0) (4.1)

Donde f(a:) = > o, w;y; es el estimador de la funcién de suavizado lineal §, wy, ..., w, son los pe-
sos de la funcién de x, los grados de libertad residuales cuando hay correlacion estan definidos por
n —tr[25C — SCV’].
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Este método es usado por Ouiedo y et al. (2018) para estimar los pardmetros K, Kg, b, ¢ de la forma
siguiente.

o 1 Z?:l(yi - Qz‘,b)z
(1 Gy (42)

n

GCCV (K., Kg,b, )

donde G = 2H > (¢) — H) (¢)H; H es la matriz sombrero y la traza de G estima los grados de
libertad del modelo.

A continuacién se presentan los resultados correspondientes al modelo donde 3 fue construido de la
forma (a) y el error es generado por un proceso AR(p = 1,2) y ARMA(L,1).

PC BSP
§=1 | §=0.70 5=1 | 5 =0.70
$01=03]¢1=05|¢1=0,7|01=03|¢1 =05 =071 =031 =0,5{¢1 =0,7]¢1 =031 =0,5|¢1 =07
0,=036,=05/0,=0,7(6,=03|6,=05[6,=0,710,=03]0,=05|6,=07|6,=03|60,=0,5|60,=0,7

snr

0.05 2.2 2.1 2.1 2.2 2.1 2.1 4.1 4.2 3.9 4.1 4.0 3.9
0.10 2.1 2.1 2.0 2.1 2.1 2.1 3.9 3.8 3.8 3.9 3.9 3.8

Tabla 4.1: Promedio de Numero de bases seleccionados por el criterio de GCCV en ng = 402 para
una proporcién de linealidad es § = 1 y ng = 389 cuando la proporcién del linealidad es § = 0,70 del
Modelo (a). ARMA(1,1). (np < 500 por generacion de proceso no estacionario).

En la tabla se muestra el nimero promedio de componentes y de bases obtenidos mediante el
criterio de GCCV. Con un nimero de réplicas razonables para la representacion de las curvas por
componentes principales (PC) se obtiene un ntimero promedio de K, que se aproximan conformemente
al valor exacto (PC = 3) de componentes vistos en la metodologia, por otro lado, para bases de B-
spline (BSP) el K, para representar el conjunto de curvas tiende al valor minimo de bases especificado,
esto significa que con un nimero mayor de réplicas (np > 500) se tendrian valores promedios més
satisfactorios. Dentro de eso, se destaca que en los modelos donde la proporcién de linealidad () es baja
el nimero promedio de bases de PC y BSP es menor, al menos para los modelos donde la dependencia
temporal de los errores incluida viene dada por un AR(1) y AR(2), para un ARMA(1,1) el nimero
promedio es relativamente igual. Los resultados de procesos con errores dependientes correspondientes
aun AR(1) y AR(2) estdn en las tablas y del apéndice.

E[l8 - 1]
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Figura 4.1: Comparativo del 3 vs ajuste # de los modelos LM, GLS e iGLS. ARMA(1,1). 6 = 1.
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Figura 4.2: Comparativo del 8 vs ajuste 3 de los modelos LM, GLS e iGLS. ARMA(1,1). 6 =0,7.

En las figuras y se puede apreciar el efecto de la proporcién de linealidad (§) de la relacién
entre las variables para estimar el 8 (linea negra) . Cuando § = 1 los B tejen toda la curva, sin embargo,
una leve reduccién del § = 0,7 hace que las estimaciones queden por debajo en la cresta de la curva
del 8 y mejorando su aproximacién al final. Los resultados para un modelo AR(1) pueden consultarse

en las figuras y del apéndice.
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snr = 0.05 snr = 0.10
b=1 | 5 =015 i=1 H §=0.15
01 =03 ¢p=05 ¢ =071 =03 ¢p1 =05 ¢1=0,7|¢1 =03 ¢ =0,5 ¢, =0,7|¢1 =03 ¢1 =05 ¢1 =0,7
=03 6,=05 6,=076,=03 6,=05 6,=07|6,=03 6,=05 6,=0,76,=03 6, =05 6, =077
PC LM 0.442 0.440 0.457 0.939 0.937 0.991 4.070 4.066 4.075 |4.128 4.119 4.126
PC GLS-ARMA(1,1) |0.403  0.403 0.438 |0.534 0.553 0.883 |4.068 4.067 4.075 4.126  4.119 4.128
PC iGLS-ARMA(1,1) [0.403  0.403 0.438 |0.534 0.553 0.883 |4.068 4.067 4.075 |4.126  4.119 4.128
BSP LM 0.482 0.494 0.513 1.145 1.179 1.294 4.065 4.061  4.082 4.126  4.108 4.133
BSP  GLS-ARMA(1,1) |0.422 0.434 0.495 0.684 0.740 1.138 4.068 4.061  4.081 4.127 4.105  4.132
BSP  iGLS-ARMA(1,1) | 0.422 0.434 0.495 0.684 0.740 1.138 4.067 4.061  4.081 4.127 4.105  4.132

Base Modelo

Tabla 4.2: Error cuadrético medio del pardmetro 5. Modelo (a), ng = 402 para una proporcién de
linealidad es # = 1 y np = 389 cuando la proporcién del linealidad es § = 0,70. ARMA(1,1).

En la tabla se muestran varios escenarios de comparacién del error cuadratico medio (MSE) del
pardmetro § y su estimacién. El conjuntos curvas representadas en base PC con un nivel de ruido
snr = 0,05 presentan resultados maés favorables que si son representadas por BSP con snr = 0,05
en todos los escenarios haciendo uso de los modelo GLS e iGLS, con snr = 0,10 la efectividad para
estimar el pardmetro disminuye y no se define un patrén; el efecto de disminuir a § afecta en los
resultados de estimacién del pardmetro como era de esperarse. Se puede observar que un aumento
en los pardmetros ¢ y 6 como efecto de dependencia temporal de los errores de los modelos AR Y
ARMA incluidos provoca un aumento (empeoran) en los resultados del MSE para todos los modelos
estimados, sin embargo, los modelos con capacidad para detectar dependencia GLS e iGLS funcionan
de con mayor eficiencia que los modelos lineales LM, atin cuando la dependencia es casi cero. Ver mas
resultados en las tablas [A-3]y [A4] del apéndice.

PC BSP

s=1 | § =0.70 =1 | 6 =0.70

snr Modelo [61=03 61 =05 $1=07[61 =03 ¢1 =05 61 =0.7[91 =03 ¢1 =05 61 =0.7[¢1 =03 61 =05 ¢ =07
0.05 GLS-ARMA(1,1) |0.042  0.013  0.005 |0.074 0.020 0.006 |0.042 0.0l14 0.005 |0.074 0.019  0.006
0.05 iGLS-AR(1,1) |0.039 0.012 0.005 |0.065 0018 0006 |0.035 0.012 0.005 |0.056 0.016  0.006
0.10 GLS-AR(L,1) 0.055 0014  0.005 [0.074 0015 0.005 [0.057 0014 0.005 [0.075 0015  0.005
0.10 iGLS-ARMA(1,1)|0.052  0.013  0.005 |0.067 0.014 0.005 |0.050 0.012 0.005 |0.062 0.013 0.005
snr Modelo [0,=03 6:=05 6, =07[0.=03 61 =05 6, =0,7[6=03 =05 6, =076 =03 6, =05 6, =07
0.05 GLS-AR(L,1) 0.124  0.266  0.49% |0.193  0.355 0.631 |0.126  0.266  0.495 |0.191  0.351  0.629
0.05 iGLS-AR(1,1) |0.111 0.252 0.482 |0.164 0332  0.606 |0.106 0248 0473 |0.158 0319  0.594
0.10 GLS-AR(1L,1) 0.119  0.259 0491 [0.166  0.309  0.564 |0.122  0.260  0.489 |0.168  0.309  0.562
0.10 iGLS-AR(1,1)  |0.109  0.246  0.475 |0.145 0.290 0.544 |0.100 0.243 0.468 |0.138 0.283 0.535

Tabla 4.3: Error cuadrdtico medio del pardmetro ¢ y 6. Modelo (a), ng = 402 réplicas para una
proporcién de linealidad es 6 = 1 y ng = 389 cuando la proporcion del linealidad es § = 0,70.
ARMA(1,1).

En las tabla se muestran los resultados del error cuadrético medio (MSE) para los pardmetros ¢ y
f con su estimacién, obtenidas de los modelos GLS e iGLS, los cuales son propicios para detectar esa
dependencia, modelar y predecir bajo este escenarios. En general, los resultados obtenidos presentan
mejora (disminuye) al aumentar (efecto de autocorrelacidn) el valor de ¢ de los modelos AR(p =1,2) y
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ARMA(1,1) incluidos. Caso contrario para el pardmetro 6 del modelos ARMA(1,1) que al aumentar el
valor del efecto aleatorio los resultados del MSE también aumentan (empeoran). El MSE del pardmetro
¢ aumenta cuando el snr aumenta y ¢ = 0,3 (es pequerio), sin embargo, para valores de ¢ = 0,5 y
¢ = 0,7 las diferencias del MSE son minimas, por otro lado, el MSE del efecto aleatorio del parametro
0 disminuye (mejora) cuando snr aumenta de 0.05 a 0.10 entre modelos del mismo tipo, tanto en el
escenario de proporcionalidad lineal § = 1 como cuando proporcionalidad disminuye § = 0,70. Las
tablas y del apéndice muestran que cuando los errores son generados por proceso un AR(1) y
AR(2) no hay patrén de variacién notable de los resultados del MSE para los pardmetros ¢ al aumentar
la senal de ruido snr de 0.05 a 0.10 y la proporcién de linealidad § = 1, bajo ese mismo escenario,
pero con § = 0,15 el MSE obtiene mejores resultados al aumentar el snr 0.05 a 0.10 y los valores de ¢
presentan autocorrelacion alta.

A continuacién se presentan los resultados del error cuadrético medio de las predicciones (MSPE)
para cada uno de los modelos vistos a horizonte 1, 5 y 10, en donde se comparan los resultados bajo
escenarios especificos como: una variacién en proporcién de linealidad § y las sefial de ruido (snr),
la base en la que se representa el conjunto de datos y la dependencia temporal o no de los errores.
Entre los modelos a comparar se encuentra el modelo lineal funcional clasico FLM que contempla
independencia en los errores (fregre.lm de R), modelos lineales donde hay dependencia de error como
el de minimos cuadrados generalizado funcional (GLS) (fregre.gls de R) y su versién iterativa (iGLS)
(fregre.igls de R); se integr6 los modelos de regresién aditiva espectral generalizada funcional (GSAM)
(fregre.gsam de R) y los modelos aditivos de kerner generalizados funcional (GKAM) (fregre.gkam
de R) con capacidad para predecir relaciones no lineales entre covariables, cada uno con una versién
iterativa que agrega a las estimaciones las predicciones de la dependencia temporal de los errores
manualmente.

np

1 2
_ § b ~b
MSPE = (yn+h - yn+h)
np
b=1
Im.pc_h gls.pc_h igls.pc_h Im.bsp_h gls.bsp_h gls.bsp_h

t+h t+h t+h t+h t+h t+h

gsam.pc_h igsam.pc_h gsam.bsp_h igsam.bsp_h gkam_h igkam_h

newy

t+h t+h t+h t+h t+h t+h

Figura 4.3: Predicciones de los modelos a horizonte h = 10. ARMA(1,1). § =1
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Figura 4.4: Predicciones de los modelos a horizonte h = 10. ARMA(1,1). § = 0,7.

En las figuras [4.3| y [4.4] se hace una comparacién grafica de las predicciones (4 + h) (negro) de los
modelos a horizonte h = 1, ..., 10 con las observaciones (y+h) (verde) sin el efecto de la dependencia de
error generado por un proceso temporal estacionario y con el efecto (y+e)+h) (rojo). Estos resultados
se pueden interpretar de varias manera, comprobar por la distancia minima cual de los modelos tuvo
mejores resultados, ademads, comprobar si el contexto y las especificaciones metodolégicas de aplicacion
para cada uno de los modelos tienen concordancia con estos resultados. Los modelos GLS, IGLS,GSAM
E iGSAM con base de componentes principales tienen mejores resultados que el resto de modelo cuando
los modelos son enteramente lineales. La reduccién de proporcion de linealidad permitida de § = 0,7
para conservar la estacionalidad no son suficiente para lograr mejoras sustanciales de los modelos no
paramétricos. Otros resultados graficos pueden verse en las figuras y
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ARMA(1,1) ,0=1
$1=0,3 1=05 =07
6 =03 0 =05 0 =07
[snr  Modelo Bases [ t+1 t+5 t+10] t+1 t4+5 t+10] t+1 t+5 t+10
0.05 LM PC 0.086 0.078 0.085 | 0.116 0.116 0.132 | 0.290 0.268 0.269
0.05 GLS-ARMA(1,1) PC 0.080 0.078 0.084 | 0.098 0.115 0.132 | 0.148 0.253 0.266
0.05 iGLS-ARMA(1,1)  PC 0.081 0.078 0.084 | 0.097 0.115 0.132 | 0.148 0.253 0.267
0.05 GSAM PC 0.089 0.079 0.086 | 0.118 0.117 0.133 | 0.294 0.266 0.274
0.05 iGSAM-ARMA(1,1) PC 0.093 0.075 0.095 | 0.103 0.164 0.153 | 0.158 0.278 0.296
0.05 LM BSP | 0.087 0.079 0.087 | 0.117 0.117 0.131 | 0.295 0271 0.279
0.05 GLS-ARMA(1,1) BSP | 0.081 0.078 0.086 | 0.097 0.117 0.130 | 0.150 0.251 0.270
0.05 iGLS-ARMA(1,1) ~ BSP | 0.082 0.079 0.087 | 0.096 0.117 0.130 | 0.150 0.251 0.271
0.05 GSAM BSP | 0.091 0.080 0.089 | 0.118 0.121 0.126 | 0.302 0.269 0.278
0.05 iGSAM-ARMA(1,1) BSP | 0.093 0.079 0.084 | 0.095 0.160 0.149 | 0.162 0.293 0.315
0.05 GKAM 0472 0361 0426 | 0.437 0404 0.557 | 0.506 0.475 0.677
0.05 iGKAM-ARMA(1,1) 0479 0376 0428 | 0.434 0.417 0.576 | 0.500 0.465 0.745
0.10 LM PC 0.158 0.157 0.171| 0.261 0.246 0.269 | 0.499 0.518 0.532
0.10 GLS-ARMA(1,1) PC 0.157 0.159 0.172 | 0.215 0.242 0.267 | 0.294 0.530 0.527
0.10 iGLS-ARMA(1,1)  PC 0.157 0.159 0.172 | 0.215 0.242 0.267 | 0.294 0.529 0.527
0.10 GSAM PC 0.159 0.155 0.176 | 0.268 0.254 0.271 | 0.513 0.530 0.538
0.10 iGSAM-ARMA(1,1) PC 0204 0.189 0.171 | 0.233 0.241 0.224 | 0.288 0.586 0.662
0.10 LM BSP | 0.164 0.164 0.168 | 0.273 0.251 0.269 | 0.506 0.524 0.525
0.10 GLS-ARMA(1,1) BSP | 0.162 0.162 0.168 | 0.225 0.245 0.267 | 0.301 0.529 0.520
0.10 iGLS-ARMA(1,1) ~ BSP | 0.162 0.163 0.168 | 0.225 0.245 0.268 | 0.301 0.528 0.519
0.10 GSAM BSP | 0.173 0.163 0.172 | 0.269 0.261 0.270 | 0.505 0.541 0.545
0.10 iGSAM-ARMA(1,1) BSP | 0.208 0.183 0.157 | 0.243 0.251  0.226 | 0.277 0.563 0.655
0.10 GKAM 0.716 0.483 0.367 | 0.522 0.406 0.436 | 0.887 0.793 0.692
0.10 iGKAM-ARMA(1,1) 0.719  0.508 0.370 | 0.508 0.421 0.446 | 0.784 0.792  0.722

Tabla 4.4: Error cuadratico medio de las predicciones a horizonte 1, 5 y 10. Modelo (a), np = 402.
ARMA(1,1). § = 1.
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ARMA(1,1),6 =0,70

¢1 = 073 ¢1 = 075 ¢1 = 077

6 =03 0 =05 0 =07
[snr  Modelo Bases [ t+1 t+5 t+10] t+1 t4+5 t+10] t+1 t+5 t+10
0.05 LM PC 0.059 0.046 0.054 | 0.075 0.078 0.071 [ 0.147 0.130 0.153
0.05 GLS-ARMA(1,1) PC 0.056 0.046 0.055 | 0.063 0.077 0.070 | 0.087 0.130 0.151
0.05 iGLS-ARMA(1,1)  PC 0.059  0.046 0.055 | 0.063 0.077 0.070 | 0.087 0.130 0.152
0.05 GSAM PC 0.048 0.041 0.047 | 0.067 0.070 0.066 | 0.138 0.127 0.145
0.05 iGSAM-ARMA(1,1) PC 0.044 0.037 0.047 | 0.052 0.082 0.075 | 0.089 0.149 0.152
0.05 LM BSP | 0.060 0.046 0.053 | 0.074 0.079 0.071 | 0.144 0.132 0.158

0.05 GLS-ARMA(1,1) BSP 0.058 0.047 0.053 | 0.062 0.078 0.069 | 0.086 0.132 0.152
0.05 iGLS-ARMA(1,1) BSP 0.058 0.047 0.053 | 0.062 0.078 0.068 | 0.086 0.131 0.153

0.05 GSAM BSP 0.049 0.041 0.046 | 0.066 0.070 0.064 | 0.139 0.126 0.150
0.05 iGSAM-ARMA(1,1) BSP 0.046 0.040 0.042 | 0.048 0.082 0.074 | 0.086 0.145 0.156
0.06 GKAM 0.233 0.177 0.207 | 0.215 0.199 0.276 | 0.247 0.238 0.339
0.05 iGKAM-ARMA(1,1) 0.239 0.190 0.207 | 0.215 0.205 0.285 | 0.243 0.232 0.368
0.10 LM PC 0.095 0.085 0.096 | 0.127 0.128 0.127 | 0.276 0.273 0.267

0.10 GLS-ARMA(1,1) PC 0.094 0.085 0.096 | 0.105 0.128 0.127 | 0.157 0.262 0.266
0.10 iGLS-ARMA(1,1) PC 0.094 0.084 0.096 | 0.105 0.128 0.127 | 0.157 0.261 0.266

0.10 GSAM PC 0.111 0.093 0.075 | 0.126 0.105 0.086 | 0.213 0.252 0.246
0.10 iGSAM-ARMA(1,1) PC 0.105 0.098 0.083 | 0.119 0.124 0.114 | 0.144 0.291 0.334
0.10 LM BSP 0.096 0.085 0.096 | 0.128 0.131 0.131 | 0.281 0.276 0.266

0.10 GLS-ARMA(1,1) BSP 0.094 0.084 0.096 | 0.105 0.130 0.131 | 0.160 0.261 0.265
0.10 iGLS-ARMA(1,1) BSP 0.093 0.085 0.095|0.105 0.130 0.131 | 0.160 0.261 0.265

0.10 GSAM BSP 0.113 0.092 0.074 | 0.134 0.108 0.088 | 0.208 0.257 0.253
0.10 iGSAM-ARMA(1,1) BSP 0.110 0.093 0.081 | 0.119 0.129 0.118 | 0.143 0.282 0.338
0.10 iGKAM 0.353 0.238 0.180 | 0.261 0.205 0.218 | 0.444 0.387 0.348
0.10 iGKAM-ARMA(1,1) 0.355 0.252 0.181 | 0.254 0.215 0.223 | 0.388 0.389 0.363

Tabla 4.5: Error cuadratico medio de las predicciones a horizonte 1, 5 y 10. Modelo (a), np = 402.
ARMA(1,1). 6 = 0,70.

En la tabla[£.4] se muestran los resultados del MSPE donde los errores fueron generados por un proceso
ARMA(1,1) y la relacién entre covariables es lineal 6 = 1, se observa que los resultados de los modelos
GLS e iGLS superan el resto de modelos en todos los escenarios cuando la senal de ruido snr = 0,05
y el valor predicho es a horizonte ¢ + 1, sin embargo, al aumentarla a snr = 0,10 los modelo lineales
tienen resultados del MSPE relativamente iguales para valores de ¢ y € pequenos, cuando aumenta
el valor de estos pardametros las diferencias son mas marcadas a favor de los modelos GLS e iGLS de
igual manera para horizonte ¢ + 1, a horizonte ¢ + 5 y ¢ + 10 los modelos tienen resultados similares.
En la tabla se reducen las especificaciones de la proporcion de linealidad a § = 0,70 y los modelos
GSAM e iGSAM superan al resto cuando snr = 5, sin embargo, para snr = 10 los modelos con mejores
resultados son los GLS e iGLS a horizonte t + 1, a horizontes mas largos t + 5, .,10 modelos GSAM e
iGSAM vuelven y mejoran la precision con resultados que superan al resto de modelos. La reduccién de
la proporcién de linealidad permitida hasta 6 = 0,70 para tener un nimero razonable de muestras de
errores generadas por un procesos ARMA(1,1) estacionarios no permite apreciar la bondad del modelo
GKAM e iGKAM, sin embargo, para los procesos autoregresivos AR(p=1,2) donde el § = 0,15 es
cercano a cero los modelos no paramétricos tuvieron resultados maés favorables a todos los horizontes
de prediccién, en caso contrario, cuando d = 1 los GLS e iGLS tienen mejores resultados y a todos los

horizontes de prediccién. Para ver estos resultados ir a las tablas y
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Capitulo 5

Aplicaciéon de FRM para predecir la
incidencia acumulada de contagio
del Covid-19

En esta parte del documento se utilizar los modelos de regresién funcional (FRM) para aplicarlos
datos reales y para predecir la incidencia de contagio del Covid-19 en las comunidades auténomas
(CCAA) de Espana. El origen de este mal que azota al mundo inicié en la provincia Hubei-China a
finales de diciembre del ano 2019, luego de identificar unos casos de neumonia agrupados de forma
inusual en una comunidad de la provincia. Su rdpida expansion y forma de propagacién provocd que
se denominara como “brote de virus” SARS-CoV-2 y su enfermedad Covid-19 por al Organizacion
Mundial de la Salud (OMS) el 7 de enero del 202@ El estado de emergencia sanitaria se reconocié
como pandemia global el 11 de marzo de 2020; mediante el “Real Decreto 46’5’/2020”EI del 14 de marzo
del 2020 se declara el estado de alarma para la gestién de la situacién de crisis sanitaria ocasionada
por el COVID-19 en Espana de cara a preservar la salud y la economia del pais.

La “nueva normalidad” a la que se adaptan las CCAA de Espana durante todo este tiempo de pande-
mia depende del seguimiento de registro de nuevos casos y la velocidad con la que propaga el virus en
tiempo/espacio dentro de las mismas. Con esta informacién los investigadores y organismos de salud
construyen indicadores de alerta y elaboran estrategias locales para reducir en niimero de casos, evitar
las oleadas, mantener la salud y la dinamica de la economia. Como fuentes de informacién fidedignas el
estado se apoya de Red Nacional de Vigilancia Epidemiolégica (RENAVE) con el Sistema de Vigilancia
de Espana (SiViES). Este sistema estd implementado en una plataforma informdtica virtual gestio-
nada por el Centro Nacional de Epidemiologia (CNE) donde se cargan los datos e informaciones del
Covid-19 reportados de toda Espana. De las informaciones que se pueden consultar en esta plataforma
estd la tasa de incidencia a 7 y 14 dias construidas con criterios y pardametros claramente especificados
por las fechas sintomaticas o no, y la confirmacién de positividad al momento de hacerse alguna de las
pruebas diagnosticas.

El archivo de datos utilizado para el anélisis se llama casos_tecnica_ccaa.csv que corresponde al “Nime-
ro de casos por técnica diagnéstica y CCAA (de residencia)’ﬂ que diariamente se actualiza en el SiVIiES
en horarios de 15:00h a 16:00h. La fecha de corte de la data corresponde al periodo desde 01/01/2020
hasta 10/06/2021, esto equivale a un total 527 observaciones diarias para cada una de las 19 CCAA.

Thttps://www.who.int /news/item/30-01-2020-statement-on-the-second-meeting-of-the-international-health-
regulations-(2005)-emergency-committee-regarding-the-outbreak-of-novel-coronavirus-(2019-ncov).

2https://boe.es/eli/es/rd/2020/03/14/463.

Shttps://cnecovid.isciii.es/covid19/#documentaci %C3 %B3n-y-datos.
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El registro de contagios diarios (variable temporal) depende de la informacién suministrada por la
persona “afectada’, en ese sentido, la fecha con la que se registra el caso de contagio esta determinado
por los siguientes criterios:

= Si al momento de aplicar una prueba diagnostica se registra el caso el dia que se sintieron los
sintomas.

= De no estar seguro el caso se registra menos 6 dias después de la persona ser diagnosticado
positivo hasta la fecha del 10 de mayo 2020 y 3 dias después de ser diagnosticado a partir del 11
de mayo 2020 en adelante.

= Para las personas asintomaticas la fecha registro coincide con la fecha de diagnostico positivo.

Para construir las tasas se utilizo el registro de padron municipal del Instituto Nacional de Estadistica
(INE) la tabla 3.1 “Poblacidon por comunidades y ciudades auténomas y sexo.”lﬂ

EL cédigo de prediccién utilizado fue proporcionado por Manuel Oviedo, se realizé una adaptacion de la
version codigo original de Manuel Oviedo y Manuel Febrero para predecir la tasa de crecimiento de casos
de confirmados y de muerte mundiales por Covid-19 (http://modestya.usc.es:3838/covid19prediction/)
utilizando modelos FLM, FKAM y FSAM (ain no publicado), como propuesta se incorporan los
modelos GLS, iGLS dado que los datos de contagio del Covid-19 capturados por las entidades de salud
no son oportunos al momento de actualizar los cortes diarios, ademas, para fines de comparacion se
incluyd una version iterativa que incluye el efecto de dependencia de los errores en las predicciones de
los modelos FLM, FKAM y FSAM.

5.1. Metodologia

La incidencia acumulada “casos de contagios de Covid-19” a 15 dias de registro para cada una de
las CCAA de Espana se tom6 a partir de 50 dias después de la fecha de inicié de registro el 1/01/2020
hasta la fecha de corte 10/06/2020. Esto se debe a los registros escasos de casos que presenta la data
en la mayoria de las CCAA en esos primeros dias. Con la incidencia acumulada se plantea evaluar la
dindmica de aparicién de nuevos casos de contagio acumulados en un tiempo para una determinada
poblacién en riesgo.

5.1.1. Definicion de las variables

= Poblacion total de las CCAA de Espana Pob : xY:nl), donde m € {1,...,19} poblacién total
registrada al 2020.

= Casos registrados acumulados al dia ¢ : ng ); donde j € {1, ...,15} casos confirmados.

(4)

= Casos nuevos ¢ : x;”’ — xij_)l

_ ) ) ) 2@ @ g0
» Incidencia acumulada casos registrados Hy, : r;”" (t) = =5 = R 0 parat = ..., to—1

. [€))
i=1" T4k i=1 " Tt4504+k

y numero de saltos k=1, ..., 5.

El objetivo principal es obtener los modelos 6ptimos para predecir la incidencia acumulada de contagio
a un horizonte determinado como dindmica de riesgo de contagio (nuevos casos) que experimentan las

4https://www.ine.es/dynt3/inebase/es/index.htm?padre=517&capsel=523.
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poblaciones de las CCAA al cabo de 15 dias. Para la incidencia de contagio H; se puede expresar de
la siguiente manera.

R.(0) = {@(-14),...,@(0)} (5.1)

Los ajustes de los modelos de regresién funcional general: Y = a + (X, ) + ¢ expresados como
r,(f ) (0) = m(R1(0)) + ¢, donde m es la funcién desconocida de diferenciacién.

» FLM: usa funcién lineal: m(R,(0)) = [ R1(t)B(t)dt
= GIS: m usa funcién lineal y detecta dependencia en los errores (autocorrelacién).

= iGIS: m usa funcién lineal, con una version iterativa para detecta dependencia en los errores
(autocorrelacion).

= GSAM: m usa combinacién aditiva de funciones suaves de su representacién en base.
= GKAM = m usa modelo no paramétrico tipo kernel y ancho de banda.

El esquema de prediccion puede replicarse para nuevos datos de incidencia de casos de contagio de
manana u otro horizonte de prediccién.

5.2. Explotacion del conjunto de datos

Durante todo este tiempo de pandemia Espana ha experimentado 3 oleadas importantes antes de
disponer una vacuna y un protocolo de distribucién. La primera a mediados de marzo y principio de
abril 2020, para épocas de verano las medidas se relajaron un poco. Una segunda oleada para los meses
de octubre y noviembre del mismo ano. Antes de la fecha de corte de la data, una tercera oleada de
contagio, luego de los fiestas de navidad a principios de enero del 2021 y extendiéndose hasta mediados
de febrero.

ccaa_iso
75004 ] — AN
| — AR
— AS
| — CB
— CE
— CL
— cm

o
=
S
=

Casos de contagio

25007

2020-01 2020-07 2021-01 2021-07
Dias

Figura 5.1: Curvas epidémicas de las CCAA de Espafia. Periodo 01/01/2020 a 10/06/2021. Construido
en base a los datos del nimero de casos de contagio Covid-19 de la plataforma del CNE.
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Figura 5.2: Comparativo de Curvas epidémicas de las CCAA de Cataluna, Galicia y Madrid. Periodo
01/01/2020 a 10/06/2021. Construido en base a los datos del nimero de casos de contagio Covid-19
de la plataforma del CNE.

Las curvas de la figura |5.1| muestran en su mayoria el comportamiento similar a lo largo del periodo
donde las oleadas afectan a todas las comunidades en tiempos especificos, aunque no en la misma mag-
nitud. Las CCAA con mayor nimero de habitantes, densamente pobladasﬂ y con atractivos turl’sticosﬂ
son las mdas afectados. Un caso particular es el de la comunidad de Madrid (ver figura , por ser
uno de los principales atractivo turistico para resto de paises del mundo y con el aeropuerto con ma-
yor numero de entradas de Espana se observa que el aumento en los reportes de casos de contagio
comienzan por esta comunidad al menos en las dos primeras oleadas, en ese mismo orden las medidas
restrictivas para controlar la situacién comienzan a implementarse aqui. Al 10/06/2021 se registra un
total de 3,729,468 casos de contagios, lo que representa aproximadamente un 7,86 % de una poblacién

Shttps://datosmacro.expansion.com /demografia/poblacion /espana-comunidades-autonomas
Shttps://es.wikipedia.org/wiki/Anexo:Aeropuertos_de_Espa %C3 %B1a
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de 47,450,795 personas registradas en el padron.
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Figura 5.3: Porcentaje de casos confirmados en las CCAA de Espana. Periodo 01/01/2020 a
10/06/2021.

Anteriormente se habia dicho que las CCAA con mayor niumero de habitantes, densamente pobladas y
con entradas internacionales de turistas son los mds afectados. El 7,86 % de afectados de la poblacién
general, es excedido por las CCAA que cumplen con al menos dos de estas caracteristicas, tal es el
caso de Madrid, Melilla, Castilla y Leén, Castilla-La mancha, entre otros. Ver figura
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Figura 5.4: Acumulado de casos confirmados en las CCAA de Espana. Periodo 01/01/2020 a
10/06/2021.
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Figura 5.5: Acumulado de casos confirmados en las CCAA de Catalunia, Galicia y Madrid. Periodo
01/01/2020 a 10/06/2021.

Las figuras muestran como curvas suaves el acumulado de casos de contagio a lo largo del
periodo. Claramente, el aumento progresivo de casos en las comunidades con las caracteristicas ante-
riormente mencionadas hace que el comportamiento acumulado de las que tienen menos casos se vea
como una recta que no se aprecia su pendiente. Las comunidades de Cataluna y Madrid tiene pen-
dientes mas pronunciadas que Galicia (ver figura por ser grandes ciudades, densamente pobladas
y con entradas masivas de turistas diarias.

2000
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Figura 5.6: Incidencia acumulada de casos confirmados a 15 dias en las CCAA de Espana por cada
100,000 habitantes. Periodo 19/02/2020 a 03/06,/2021.
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El comportamiento de la incidencia de casos de contagio a 15 dias con nimero de saltos k£ = 1 refleja
un comportamiento similar que el de los casos diarios, se ven los picos de las oleadas cuando relajan
las medidas y un valle cuando las restricciones se ajustan, la variabilidad de las curvas se ha reducido
obteniendo curvas més suaves con dientes de sierra menos pronunciados. Con respecto a las curvas
diarias el efecto de la poblacién provocd un reduccién considerable en las distancias del conjuntos de
curvas. Ver figura [5.0]

— Catalufia
_| — Galicia
Madrid

1000

800
1

Incidencia acumulada a 15 dfas / poblacién
400
L

2020 2020 2020 2020 2020 2020 2020 2020 2021 2021 2021 2021

Dias

Figura 5.7: Incidencia acumulada a 15 dias de casos confirmados en Cataluna, Galicia y Madrid por
cada 100,000 habitantes. 19 de febrero 2020 a 18 de mayo de 2021.

En la figura [5.7] se presenta la incidencia acumulada con respecto a la poblacién de las comunidades
de Cataluna, Galicia y Madrid. Se observa que la incidencia en Madrid de los pasados 15 dias tiene un
efecto desfavorable con respecto a las demas CCAA; Galicia se mantiene por debajo hasta la tercera
oleada para épocas de las fiestas de navidad y ano nuevo, donde su incidencia de casos supera a
Cataluna, pero no a Madrid.

fecha \idx\Hl\Hz\H3\H4\H5\H6\H7\ccaa\

2020-03-20 | 16 | 246 | 260 | 277 | 288|295|304|308| CT
2020-03-21| 17 | 260|277 | 288 |295|304|308|307| CT
2020-03-22 | 18 | 277|288 | 295 | 304 | 308 | 307|302 | CT
2020-03-23 | 19 | 288 | 295 | 304 |308|307|302|299| CT
2020-03-24 | 20 | 295 | 304 | 308 |307|302|299|291| CT
2020-03-25| 21 | 304 | 308 | 307 [302|299|291|287| CT

Tabla 5.1: Predicciones a horizonte H = 1,...,7 de las curvas de incidencia a 15 dias de la comunidad
de Cataluna con saltos k = 1.

Para ver la metodologia més clara se presenta la tabla[5.1] de las predicciones de incidencia de contagio
de Covid-19 a horizonte H = 1, ..., 7 de las 6 primeras curvas funcionales pasado 15 dias en la comunidad
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de Catalufia (CT), cada curva da un salto de k = 1 dias, esta variacién se puede ver en el campo variable
tde = :vgj), mg_)k = 16,17, ..., lo que significa que las curvas tamano 15 aumentan en una unidad de
tiempo. A modelo de ejemplo traducimos las predicciones a horizonte H1 = 246 como la incidencia
acumulada de casos de contagio un dia después del 20 de marzo del 2020 por cada 100,000 habitantes.
El campo variable fecha sitia el contexto en el que la poblaciéon se encuentra, corresponden a dias

antes de iniciar la Semana Santa y pertenece a la curva tamano 15 que predice los valores futuros.

5.2.1. Derivadas de las curvas de incidencia

(1) Curvas de incidencia (2) C deriv. bspline

‘ N

200 300
1 1
dix(t))
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1 1

Xit)
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1

50 100
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10 15 20 25

dixit))

5
1

Figura 5.8: Curvas de incidencia acumulada y su derivada a 15 dias de casos confirmados en Cataluna.
Salto entre las cuervas de K = 1.

En la figura se muestran las primeras 6 curvas funcionales de incidencia de Catalufia y sus deriva-
das por diferentes métodos. En el grafico (1) las 6 curvas que ha su dia 15 corresponden a las ultimas
fechas del 20 al 25 de marzo del 2020 (ver fechas tabla , estas tienen un comportamiento creciente
durante el transcurso, fechas préximo a semana santa y luego de flexibilizar las medidas restrictivas de
la primera oleada. El efecto de cambio de las derivadas en las curvas provocan cambios de direccién.
El gréfico (2) que utiliza métodos de B-spline genera curvas suaves que al dia 10 cambia de direccidn,
por otro lado, en los graficos (3) y (4) las curvas vienen con mds oscilaciones que se entremezclan y no
permiten claramente diferenciar el comportamiento de entre curvas por la variabilidad aportada por
estos métodos de derivacién.

5.3. Predicciones de incidencia acumulada de contagio del Covid-
19.

Para las predicciones se seleccionaron tres de las CCAA para tener estimaciones de manera local.
Los modelos parcialesﬂ se generaron para las comunidades de Cataluna, Galicia y Madrid (m = 1,2, 3).

7 Ver resultados de la aplicacidn de los modelos FRM en el apéndice B.

Luis Fidel Herrera de los Santos



5.3. PREDICCIONES DE INCIDENCIA ACUMULADA DE CONTAGIO DEL
COVID-19.

Cada comunidad tiene un total de ¢ = 434 de longitud j = 1,...n = 15 construidas a partir de datos
diarios correspondientes al 20 de marzo del 2020 hasta el 3 de junio del 2021 en saltos tamano k£ = 1.
El horizonte de prediccién corresponde a los siete dias después (H = 1,...,7) de la fecha final, especifi-
camente los dias del 4 al 10 de junio del 2021 comparados con las observaciones para misma fecha
utilizando el MSEP ya visto en el capitulo de simulacién.

En la tabla siguientes, se muestran los resultados de MSPE para la incidencia de contagio de cada
uno de los modelos a un horizonte especifico (H = 1, ...,7). Los resultados sombreados con gris claros
representa los modelos con mejores resultados en el H especificado y los resultados con gris méas oscuro
y en negrita el modelo ganador en el horizonte.

5.3.1. Error cuadratico medio de las predicciones.

1z 2
MSPE=— > % (4sn = Uin) (5:2)
j=n+1r=1
| htl,..H |
MODELO H, H, Hj Hy H; Hg H;
“04/06/20217 | “05/06,/2021” | “06/06,/2021” | “07/06/2021” | “08/06/2021” | “09/06,/2021” | “10/06/2021”
LM 5 11 13 13 21 28 44
LM-AR(1) 3 4 2 6 8 10 24
LM-ARMA(1,1) 4 0 2 9 3 9 23
SAM 3 8 9 6 110 15 30
SAM-AR(1) 2 2 1 6 9 22
SAM-ARMA(1,1) 3 1 0 8 9 22
KAM 2 5 4 1 7 19
KAM-AR(1) 7 10 13 18 22 28 46
KAM-ARMA(1,1) 2 4 5 2 4 0 12
GLS-AR(1) 4 16 16 21 25 25 38
GLS-ARMA(1,1) 4 15 15 23 22 26 36
iGLS-AR(1) 4 16 16 21 25 25 38
iGLS-AR(P) 2 2 1 18 14 15 26
iGLS-ARMA(1,1) 8 3 0 26 18 310 23

Tabla 5.2: Error cuadratico medio de las predicciones de incidencia acumulada de contagio de la
enfermedad Covid-19 a horizonte H = 1,..,7 para las comunidades de Catalunia. Perfodo 04/06/2020
al 10/06/2020.

En la tabla se muestran los resultados del MSEP para la CCAA de Cataluna. A modo general se
evidencia mejores resultados de prediccién los modelos que no tienen restricciones de linealidad, la cual
mejora al incorporarle las predicciones de un modelo AR(1) O ARMA(1,1). Los modelos con mejores
resultados son el KAM-ARMA(1,1), seguido del modelo KAM. De cerca le siguen los modelos SAM-
AR(1), SAM-ARMA(1,1) con buenas predicciones a lo largo del horizonte de prediccién. Los modelos
LM-AR(1) y iGLS-AR(P) presentan resultados bastante buenos en horizontes cortos de prediccién del
1 al 3 luego aumentan considerablemente su valor de MSEP.
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| htl,..H
MODELO , s Hs H, s He Hy

“04/06/20217 | “05/06/2021” | 06/06/2021” | “07/06/2021” | “08/06/2021” | “09/06/2021” | “10/06/2021"
LM 5 9 11 12 16 21 2
LM-AR(1) 4 7 8 10 13 15 17
LM-ARMA(1,1) 4 7 9 11 14 14 18
SAM 5 7 7 6 7 9 11
SAM-AR(1) 4 7 8 9 12 13 14
SAM-ARMA(L,1) 4 7 9 10 13 13 15
KAM 20 25 27 30 35 41 47
KAM-AR(1) 17 22 25 28 33 37 1
KAI\'I—ARl\rIA(l,l) 19 25 29 34 41 44 51
GLS-AR(1) 4 8 9 11 15 17 19
GLS-ARMA(1,1) 4 8 10 12 16 16 19
iGLS-AR(1) 4 8 9 11 15 17 19
iGLS-AR(P) 4 8 9 11 15 17 19
{GLS-ARMA(1,1) 4 160 35 18 113 238 177

Tabla 5.3: Error cuadratico medio de las predicciones de incidencia acumulada de contagio de la
enfermedad Covid-19 a horizonte H = 1,..,7 para las comunidades de Galicia. Perfodo 04/06/2020 al

10,/06,/2020.

Para la CCAA de Galicia los modelos con mejores predicciones a lo largo del horizonte corresponden a

los SAM, seguidos bien de cerca por sus modelos con versién iterativa SAM-AR(1) y SAM-ARMA(1,1).
Los modelos LM-AR(1), LM-ARMA(1,1), GLS-AR(1), iGLS-ARMA(1) e iGLS-AR(P) obtienen bue-
nos resultados de prediccién, pero solo hasta el horizonte 3.

| ht 1, H
MODELO H, Hy Hy Hy Hy H Hy

“04/06/20217 | “05/06/2021” | “06/06/2021” | “07/06/2021” | “08/06/2021” | “09/06/2021” | “10/06/2021”
LM 8 14 16 18 27 34 15
LM-AR(1) 8 10 9 12 14 14 19
LM-ARMA(1,1) 9 6 11 12 13 15 18
SAM 12 24 30 36 a7 55 69
SAM-AR(1) 12 18 20 25 30 30 38
SAM-ARMA(1,1) 14 15 21 2 28 30 36
KAM 1 35 31 28 21 17 12
KAM-AR(1) 52 53 54 55 56 61 68
KAM-ARMA(1,1) 39 13 39 39 10 12 15
GLS-AR(1) 9 26 23 30 36 31 36
GLS-ARMA(1,1) 10 7 14 31 36 31 33
iGLS-AR(1) 9 2 22 30 36 31 36
iGLS-AR(P) 9 2 22 30 36 31 36

Tabla 5.4: Error cuadratico medio de las predicciones de incidencia acumulada de contagio de la
enfermedad Covid-19 a horizonte H = 1, ..,7 para las comunidades de Madrid. Periodo 04/06,/2020 al

10,/06,/2020.
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5.3. PREDICCIONES DE INCIDENCIA ACUMULADA DE CONTAGIO DEL
COVID-19.

En la CCAA de Madrid los resultados favorecen notablemente a los modelos LM-AR(1) y LM-
ARMA(1,1) durante todo el horizonte de prediccién con respecto al resto de modelos. Particularmente,
para esta comunidad los modelos més préximos en buenos resultados de prediccion corresponde los
modelos GLS-AR(1), GLS-ARMA(1,1), iGLS-AR(1) e iGLS-ARMA(1,1), tnicamente a horizonte de
prediccién 1.

Predicciones la comunidad de Cataluna

A continuacién se presentas los graficos de las predicciones (color rojo) a horizonte H = 1,..,7 con
su intervalos de confianza del 95 % (color verde) para la CCAA de Cataluna. En estos se muestran los
modelos tratados en la teoria y en la simulacién individualmente, comparados con los valores observa-
dos (color negro).
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Figura 5.9: Comparativo de las predicciones de incidencia acumulada de contagio de Covid-19 del mo-
delo LM, su versién iterativa AR(1) y ARMA(1,1) con las observaciones en la comunidad de Cataluna
por cada 100,000 habitantes. H = 1, ..., 7. Perfodo 04/06/2021 al 10/06/2021.
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Figura 5.10: Comparativo de las predicciones de incidencia acumulada de contagio de Covid-19 del
modelo SAM, su versién iterativa AR(1) y ARMA(1,1) con las observaciones en la comunidad de
Catalufia por cada 100,000 habitantes. H = 1,...,7. Perfodo 04/06/2021 al 10/06/2021.
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Figura 5.11: Comparativo de las predicciones de incidencia acumulada de contagio de Covid-19 del
modelo KAM, su versién iterativa AR(1) y ARMA(1,1) con las observaciones en la comunidad de
Cataluna por cada 100,000 habitantes. H = 1, ..., 7. Perfodo 04/06/2021 al 10/06,/2021.
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Figura 5.12: Comparativo de las predicciones de incidencia acumulada de contagio de Covid-19 del
modelo GLS-AR(1) y GLS-ARMA(1,1) con las observaciones en la comunidad de Catalufia por cada
100, 000 habitantes. H = 1, ..., 7. Perfodo 04/06/2021 al 10/06,/2021.
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Figura 5.13: Comparativo de las predicciones de incidencia acumulada de contagio de Covid-19 del
modelo iGLS-AR(1) y iGLS-AR(P) con las observaciones en la comunidad de Cataluna por cada
100, 000 habitantes. H = 1, ..., 7. Perfodo 04/06,/2021 al 10/06,/2021.

Los modelos LM presenta unas predicciones cercanas pero con tendencia contraria a las
observaciones y fuera de los intervalos de confianza. En cuanto a las salidas del modelo, presenta un
R? ajustado alto y componentes significativas, graficamente se evidencia violacién los supuestos de
normalidad, homocedasticidad e independencia de los errores ver los resultados del modelo en
y las salidas grdficas en . La estructura de autocorrelacion de los errores para este modelo es alta
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ver y , no tomarlas en cuenta refleja las debilidades en las predicciones, como se ve en la
grafica. Los resultados favorables son notables al incluirle su versién iterativa AR(1) y ARMA(1,1),
las cuales se acercan considerablemente a los valores observados, siguen la tendencia, pero no logran
captar la caida brusca de la prediccién del horizonte H = 7. Viendo los graficos del modelo SAM ,
es notable la mejora con respecto a los modelos FLM; sus salidas proporcionan valores similares ver
Y y graficamente no se evidencia una correccién notable con respecto al comportamiento
de los errores. La versién iterativa AR(1) y ARMA(1,1) del SAM mejora considerablemente, pero al
igual que los modelos FLM se aleja fuera de los intervalos de prediccion del horizonte H = 7. El
modelo KAM es hasta ahora el modelo con los resultados més proximos. Su versién iterativa
AR(1) se aleja sobrestimando los valores, cambiando la tendencia y dejando las predicciones a H = 6,7
fuera del limite inferior. Por otro lado, su version ARMA(1,1) supera todos los modelos anteriores y
su versién iterativa tejiendo los valores de las observaciones y manteniendo la tendencia a lo largo de
los horizontes de prediccién. Con estos resultados se confirma lo esperado de la tabla del MSEP .
Finalmente, los modelo GLS e iGLS solo tienen resultados razonables a horizontes de

prediccién cortos. Ver resultados de los modelos en . (B-3), Y .

Predicciones la comunidad de Galicia

A continuacién se presentas los gréficos de las predicciones (color rojo) a horizonte H = 1,..,7 con su
intervalos de confianza del 95 % color verde para la CCAA de Galicia. En estos se muestran los modelos
tratados en la teoria y en la simulacién individualmente, comparados con los valores observados (color
negro).
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Figura 5.14: Comparativo de las predicciones de incidencia acumulada de contagio de Covid-19 del
modelo LM, su versién iterativa AR(1) y ARMA(1,1) con las observaciones en la comunidad de Galicia
por cada 100,000 habitantes. H = 1, ..., 7. Perfodo 04/06/2021 al 10/06/2021.
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Figura 5.15: Comparativo de las predicciones de incidencia acumulada de contagio de Covid-19 del
modelo SAM, su versién iterativa AR(1) y ARMA(1,1) con las observaciones en la comunidad de
Galicia por cada 100,000 habitantes. H = 1, ..., 7. Perfodo 04/06/2021 al 10/06/2021.
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Figura 5.16: Comparativo de las predicciones de incidencia acumulada de contagio de Covid-19 del
modelo KAM, su versién iterativa AR(1) y ARMA(1,1) con las observaciones en la comunidad de
Galicia por cada 100,000 habitantes. H =1, ..., 7. Perfodo 04/06/2021 al 10/06/2021.
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Figura 5.17: Comparativo de las predicciones de incidencia acumulada de contagio de Covid-19 del
modelo GLS-AR(1) y GLS-ARMA(1,1) con las observaciones en la comunidad de Galicia por cada
100, 000 habitantes. H = 1,..., 7. Perfodo 04/06/2021 al 10/06/2021.
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Figura 5.18: Comparativo de las predicciones de incidencia acumulada de contagio de Covid-19 del
modelo iGLS-AR(1) y iGLS-AR(P) con las observaciones en la comunidad de Galicia por cada 100,000
habitantes. H = 1,..., 7. Periodo 04/06/2021 al 10/06/2021.

Los resultados de prediccion de Galicia para decidir cual es el modelo 6ptimo difieren de los resul-
tados obtenidos de la CCAA de Cataluna. El modelos FLM (5.14) estima por encima los valores de
las observaciones, sus versiones iterativa AR(1) y ARMA(1,1) mejoran considerablemente la tendencia
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y su acercamiento al limite inferior. Ver , , Los modelos SAM (j5.15)), segin el MSEP
(5.3) son los modelos més acertados a nivel de prediccién para CCAA de Galicia. Los resultados de

las iteraciones AR(1) y ARMA(1,1) aumentan las distancias con respecto de las observaciones, sin
embargo, en su favor detectan los picos de mejor manera y siguen la tendencia. Ver Yy .
El modelo KAM y sus y sus iteraciones AR(1) y ARMA (1,1) en su construccién bésica pro-
porciona predicciones fatales, sobrestiman los valores y se amplia las distancia conforme un aumento
adicional de H quedando todos los valores fuera de los intervalos de confianza y con tendencia opuesta
a lo esperado. Finalmente, los modelos GLS e iGLS funcionan eficientemente hasta el
tercer horizonte de prediccion y ligeramente la tendencia a la baja de las observaciones. Ver resultados

y salidas de los modelos en el apéndice , , , .
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Figura 5.19: Comparativo de las predicciones de incidencia acumulada de contagio de Covid-19 del
modelo LM, su versién iterativa AR(1) y ARMA(1,1) con las observaciones en la comunidad de Madrid
por cada 100,000 habitantes. H = 1, ..., 7. Perfodo 04/06/2021 al 10/06/2021.
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Figura 5.20: Comparativo de las predicciones de incidencia acumulada de contagio de Covid-19 del
modelo SAM, su versién iterativa AR(1) y ARMA(1,1) con las observaciones en la comunidad de
Madrid por cada 100,000 habitantes. H = 1, ..., 7. Perfodo 04/06/2021 al 10/06/2021.

Predicciones

40 60 B0 100 120 140 160 160 200

20

o

r
2021-06-04

Madrid

S

— yobs
— kam
Iwr 95%
upr 95%

T
2021-08-06

Horizonte

T
2021-08-08

1
2021-06-10

Predicciones

40 60 B0 100 120 140 160 160 200

20

o

2021-06-04

Madrid

— yobs

— kam_ar(1)
Iwr 95%
upr 95%

r T T
2021-08-06

T
2021-08-08

Horizonte

1
2021-06-10

Predicciones

40 60 B0 100 120 140 160 160 200

20

o

T
2021-06-04

Madrid

— yobs

— kam_arma(1,1)
Iwr 95%
upr 95%

T T T
2021-08-06

T
2021-08-08 2021-06-10

Horizonte

Figura 5.21: Comparativo de las predicciones de incidencia acumulada de contagio de Covid-19 del
modelo KAM, su versién iterativa AR(1) y ARMA(1,1) con las observaciones en la comunidad de
Madrid por cada 100,000 habitantes. H = 1,..., 7. Perfodo 04/06/2021 al 10/06,/2021.
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Figura 5.22: Comparativo de las predicciones de incidencia acumulada de contagio de Covid-19 del
modelo GLS-AR(1) y GLS-ARMA(1,1) con las observaciones en la comunidad de Madrid por cada

100, 000 habitantes. H = 1,..., 7. Perfodo 04/06/2021 al 10/06/2021.
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Figura 5.23: Comparativo de las predicciones de incidencia acumulada de contagio de Covid-19 del
modelo iGLS-AR(1) y iGLS-AR(P) con las observaciones en la comunidad de Madrid por cada 100,000
habitantes. H = 1,..., 7. Periodo 04/06/2021 al 10/06/2021.

En la CCAA de Madrid las predicciones del modelo FLM (/5.19)) deja fuera del limite todos los, sin
embargo, al agregar las predicciones de las iteraciones AR(1) y ARMA(1,1) mejoran considerablemente
al modelo inicial. Ademaés de seguir la tendencia conformemente, alcanza los valores del limite inferior
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hasta traslaparse en mas de 5 valores de los horizontes de predicciéon. Ver , . El modelo
SAM tiene un comportamiento similar al de los modelos FLM dado que sobrestima los valores
de las observaciones y todos los valores fuera de los intervalos de prediccién. Su version iterativa apro-
xima los resultados al limite inferior, sin embargo, no tan eficientemente como los modelos FLM. Ver
resultados y salidas gréificas del modelo en El modelos KAM deja las predicciones
se por debajo muy por debajo de las observaciones en los tres primeros valores del horizonte de predic-
cidn, el resto los predice favorablemente, las versiones iterativas AR(1) y ARMA(1,1) no proporcionan
mejoria en las distancias, mas bien se alejan del limite superior. Los modelos GLS e iGLS
funcionan bien el primer horizonte de prediccion. De estos modelos los mejores resultados corresponden
al modelo iGLS-ARMA(1,1) con a penas los tres primeros valores de horizonte de prediccién dentro de
los intervalos de confianza. Ver resultados y salidas graficas del modelo en (B.1.4), (B.11}) y (B.1.3).
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Conclusion

Como ya se ha visto en la simulacién y en la aplicacién a datos reales este documento pone en
contexto las bondades de los diversos modelos de regresiéon funcional para respuesta escalar. Con la
premisa de encontrar estructuras de dependencia de los errores, en este caso temporal AR(1), AR(P)
y ARMA(1,1). Se propusieron el modelos de minimos cuadrados generalizados (GLS), ya que con-
templa estas estructuras de dependencia en modelos lineales y su version iterativa iGLS que funcionan
bastante bien aunque con una carga computacional mas elevada. En el campo real, la relacién entre las
variables trascienden estas perspectivas y supuestos, por tanto, otros modelos de la estadistica clasica
y no paramétrica extendidos al marco funcional se evaluaron y compararon a partir de las predicciones
bajo diversos escenarios llegando las siguientes conclusiones.

En la simulaciéon de FRM para escalar y se demostré que agregando una estructura temporal de error
e, los modelos GLS e iGLS tienen mejores resultados al momento de predecir que el resto de modelo
que no contemplan este tipo de estructuras, este resultado se afianza a valores mayores de la autoco-
rrelacién incorporada y con la salvedad que en este modelo simple la relacién entre las variables es
enteramente lineal. Cuando la relacién entre las variables no es enteramente lineal (aumenta o dismi-
nuye proporcion de linealidad) se comprueba que los modelos FLM y GLS no funcionan de manera
o6ptima. Como alternativa queda evidenciado que los modelos SAM con sus propiedades de suavizado
trabajan bastante bien. Escenarios donde hay evidencia de estructura de dependencia sus versiones
iterativas iISAM-AR(1) e iSAM-ARMA(1,1) superan de manera més eficiente el modelo bésico y los
modelo donde el supuesto de linealidad es esencial. Particularmente, cuando la estructura de depen-
dencia temporal de los errores corresponde a aun modelo AR(1) y AR(2) resultaron ser eficientes las
predicciones en todos los horizontes sin importar que el valor del parametro ¢ sea grande o pequeno.
Por otro lado, cuando es un ARMA(1,1) son eficientes a todo horizonte de prediccién si el valor de los
parametros de la estructura de dependencia y su variabilidad es baja.

En la aplicacién se utilizaron los FRM para estimar la incidencia acumulada de contagio de la enfer-
medad del Covid-19 en las CCAA de Espana. Predecir la incidencia de estos casos tiene importancia al
momento de aplicar politicas publicas de salud para minimizar las perdidas de vidas humanas, contro-
lar el nimero de nuevos casos y recuperar la economia de pais. Se estimé un modelo local simple para
3 de las 19 CCAA (Cataluna, Galicia y Madrid) por la carga computacional que implica modelar el
nimero de curvas para el periodo. Este proceso de estimacion arrojé resultados interesantes. De mane-
ra general, se evidencié correlacion alta de los errores resultantes de los modelos; las versién iterativa
minimiza el MSEP con respecto a los modelos clésicos en la mayoria de los casos. Los modelos 6ptimos
obtenidos mediante el MSEP y los graficos de prediccién varian conforme a la CCAA trabajada.

Los modelos GLS e iGLS propuesto no fueron los méas sobresalientes, fueron superados por el modelo
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KAM y su versiones iterativas KAM-ARMA(1,1) para predecir los valores futuros de la CCAA de
Cataluna. En las perdiciones de la CCAA de Galicia fueron superados por los modelos SAM, SAM-
AR(1) y SAM-ARMA(1,1). Finalmente, en la CCAA de Madrid los modelos GLS e iGLS fueron
superados por los modelos LM-AR(1) y LM-ARMA(1).

6.1. Investigaciones futuras

Este tesis de iniciacion en el andlisis de datos funcionales abre nuevas iniciativas de investigacién
como propuestas futuras de las cuales se resaltan a continuacién

= Una ampliacién de los procesos de simulacién autoregresivos de medias moéviles que tome en
cuenta estructuras més complejas ARMA (p,q), asi como otras estructuras de dependencia citadas
en este documento como la espacial y espacio-temporal.

= La ampliacién de modelo simple a multivariante donde se incluyan nuevas variables relacionadas
al contexto del procesos de vacunacién, medidas restritivas, sexo, grupos etareos, etc.

= Aplicar los modelos a el resto de CCAA incorporando nuevas variables y lograr resultados més
interesantes.

= Aplicar estos modelos en otros escenarios, grupos pequefios, paises como por ejemplo Repiblica
Dominicana agregando otras variables de interés.

= Profundizar sobre los modelo de regresién no paramétricos con dependencia de los errores de
Opsomer y Wang (1991) para extender al contexto de datos funcionales.

Luis Fidel Herrera de los Santos
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Apéndice A

Resultados de la simulacion

A.1. Tablas
A.1.1. Numero de bases estimado
PC BSP
§=1 ﬂ § =0.15 5 =1 | §=0.15
sur [¢=01]p=05]0=09]s=01[p=05]¢=09]s=01][¢=05]p=09]¢=01[s=05]p=09]
005 33 | 32 [ 30 | 20 | 20 [ 22 [ 63 | 61 | 56 | 55 | 54 | 54
010/ 32 | 31 | 29 | 29 | 29 | 17 | 59 | 58 | 55 | 55 | 54 | 55

Tabla A.1: Promedio de Numero de bases seleccionados por el criterio de GCCV en ng = 500 del
Modelo (a). AR(1).

PC BSP
§=1 H §=0.15 §=1 H §=0.15
1 =07%|d1 =05|d1 =031 =0,7|d1 =05|¢1 =031 =071 =051 =0,3| 1 =0,7| 1 = 0,51 =0,3
s P2 =02 |p2 =042 =02|¢po=02|¢po =04 |p2 =0,2| 0o =0,2| o = 0,4 | p2 = 0,2 | po = 0,2 | p3 = 0,4 | po = 0,2
0.05 3.3 3.3 3.3 2.9 2.9 2.9 6.5 6.5 6.4 5.5 5.4 5.4
0.10 3.2 3.2 3.2 2.9 2.9 2.9 6.0 6.0 6.1 5.5 5.4 5.5

Tabla A.2: Promedio de Numero de bases seleccionados por el criterio de GCCV en ng = 500 del
Modelo (a). AR(2).
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A.1.2. MSE del parametro [
snr = 0.05 snr = 0.10
§=1 | §=0.15 §=1 | §=0.15
Base Modelo [¢=01 ¢=05 ¢6=09]¢=01 ¢=05 ¢=09]¢=01¢=05 ¢=09[¢=01 ¢6=05 ¢=009]
PC LM 0.451 0.490 0.949 ]0.964 1.232 3.278 |4.064 4.073 4.237 |4.122 4125 4.259
PC GLS-AR(1) [0.450 0.465 0.580 |0.958 1.001 1.221 |4.064 4.074 4.280 [4.122 4.126 4.134
PC iGLS-AR(1) [0.450 0.465 0.580 |0.958 1.001 1.221 |4.064 4.074 4.280 [4.122 4.126 4.134
PC iGLS-AR(p) [0.450 0.466 0.580 |0.963 1.006 1.224 |4.064 4.073 4.281 [4.122 4.126 4.122
BSP LM 0.491 0.563 1.382 |1.165 1.478 4.377 |4.070 4.070 4.396 |4.135 4.115 4.412
BSP GLS-AR(1) |0.490 0.521 0.954 |[1.157 1.209 1.571 [4.071 4.071 4.451 [4.135 4.114 4.164
BSP iGLS-AR(1)|0.490 0.521 0954 |[1.157 1.209 1.572 |4.071 4.071 4.451 |4.135 4.114 4.164
BSP iGLS-AR(p)|0.490 0.521 0955 |[1.162 1.208 1.572 [4.070 4.071 4.449 |4.134 4.113 4.155
Tabla A.3: Error cuadréitico medio del pardmetro 5. Modelo (a), ng = 500. AR(1)
snr = 0.05 snr = 0.10
=1 H §=10.15 F=1 | 5=0.15
Base Modelo 91 =07 ¢1=05 ¢1=03¢1 =07 ¢1 =05 ¢1 =031 =07 ¢1 =05 ¢1=03|¢1 =07 ¢1 =056 ¢1 =0,3
$2=02 ¢2=04 ¢2=02|d2=02 ¢2=04 ¢2=02|¢2 =02 ¢ =04 ¢p2=02|¢2 =02 ¢2 =04 ¢2=0,2
PC LM 0442 0440 0457 [0.939  0.937 0991 [4.070 4066  4.075 [4.128 4119  4.126
PC  CGLS-AR(2) |0.403 0403 0438 |0.534 0553  0.883 |4.068  4.067  4.075 [4.126 4119 4128
PC  iGLS-AR(2) |0.403  0.403 0438 |0.534 0553  0.883 |4.068  4.067 4075 [4.126 4119 4128
PC  iGLS-AR(p)|0.403 0403 0438 |0.535 0555  0.887 |4.068  4.067 4076 |4.126 4118  4.128
BSP LM 0482 0494 0513 1145 1179  1.294 [4.065 4061  4.082 [4.126 4108  4.133
BSP GLS-AR(2) [0.422 0434 0495 |0.684 0740 1138 |4.068  4.061  4.081 [4.127 4105  4.132
BSP iGLS-AR(2)[0.422 0434 0495 |0.684  0.740  1.138 |4.067  4.061  4.081 [4.127 4105  4.132
BSP iGLS-AR(p)|0.423  0.434 0495 |0.686  0.741 1140 |4.067  4.061  4.082 |4.128 4104  4.133
Tabla A.4: Error cuadrético medio del pardmetro 5. Modelo (a), np = 500. AR(2).
A.1.3. MSE del parametro ¢
PC BSP
0=1 [ 0=0,15 0=1 H 0=0,I5
[snr modelo  [6=0,1 =05 6=09][6=0,1 6=05 6=09]6=01 6=05 6=09][6=0,1 6=05 6=009]
0.05 GLS-AR(1) | 0.004 0.003 0.001 | 0.012 0.206 0.121 | 0.004 0.004 0.001 | 0.012 0.205 0.114
0.05 iGLS-AR(1)| 0.004 0.003 0.001 | 0.013 0.209 0.124 | 0.004 0.003 0.001 | 0.013 0.208 0.114
0.10 GLS-AR(1) | 0.004 0.003 0.001 | 0.012 0.167 0.054 | 0.004 0.003 0.001 | 0.012 0.167 0.048
0.10 iGLS-AR(1)| 0.004 0.003 0.001 | 0.012 0.170 0.057 | 0.004 0.003 0.001 | 0.013 0.169 0.048
Tabla A.5: Error cuadrético medio del pardmetro ¢. Modelo (a), np = 500. AR(1).
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PC BSP
§=1 | §=0,15 J=1 [ §=0,15
sar_ Modelo  [¢1 =07 ¢1=05 ¢1=03[d1=07 61 =05 61 =03[61=07 61 =05 61 =03[1 =07 ¢1 =05 ¢, =03]
0.05 GLS-AR(2) |0.004 0.004 0.004 0.423 0.213 0.081 0.004 0.004 0.004 0.422 0.213 0.081
0.05 iGLS-AR(2)|0.004 0.004 0.004 0.428 0.217 0.083 0.004 0.004 0.004 0.426 0.216 0.083
0.10 GLS-AR(2) |0.004 0.003 0.004 0.378 0.177 0.069 0.004 0.003 0.004 0.377 0.177 0.069
0.10 iGLS-AR(2)|0.004 0.003 0.004 0.382 0.180 0.071 0.004 0.003 0.004 0.381 0.180 0.070
sur Modelo  [¢2 =02 62 =04 ¢2=02[¢2=02 ¢2=04 ¢>=02[s =02 d2 =04 ¢ =02[¢p =02 ¢ =04 ¢ =0.2]
0.05 GLS-AR(2) |0.004 0.003 0.004 0.030 0.134 0.039 0.004 0.003 0.004 0.030 0.134 0.039
0.05 iGLS-AR(2)|0.004 0.004 0.004 0.031 0.137 0.040 0.004 0.004 0.004 0.031 0.137 0.040
0.10 GLS-AR(2) |0.004 0.004 0.004 0.021 0.111 0.031 0.004 0.004 0.004 0.021 0.111 0.032
0.10 iGLS-AR(2)|0.004 0.004 0.004 0.022 0.113 0.033 0.004 0.004 0.004 0.022 0.113 0.033

Tabla A.6: Error cuadratico medio del pardmetro ¢1 y ¢2 . Modelo (a), ng = 500. AR(2).

A.1.4. MSPE de los modelos
AR(1) , NSL =1
=01 I ¢ =05 I ¢=09

[ snr  Modelo Bases | t+1 t+5 t+10[ t+1 t+5 t+10[ t+1 t+5 t+ 10|
0.05 LM PC 0.071 0.062 0.075 [ 0.119 0.114 0.131 [ 2.054 1.980 2.021
0.05 GLS-AR(1) PC 0.070 0.062 0.074 | 0.097 0.114 0.130 | 0.367 1.233 1.777
0.05 iGLS-AR(1) pPC 0.070 0.062 0.074 | 0.097 0.114 0.130 | 0.368 1.233 1.772
0.05 iGLS-AR(p) PC 0.072 0.062 0.074 | 0.097 0.114 0.130 | 0.371 1.229 1.782
0.05 GSAM PC 0.073 0.063 0.075 | 0.121 0.114 0.132 | 2.074 1.947 2.047
0.05 iGSAM-AR(1) PC 0.144 0.124 0.174 | 0.275 0.260 0.288 | 0.921 2.805 4.506
0.05 LM BSP | 0.071 0.063 0.076 | 0.122 0.116 0.130 | 2.068 2.000 2.076
0.05 GLS-AR(1) BSP 0.071 0.063 0.075 | 0.098 0.115 0.129 | 0.366 1.231 1.794
0.05 iGLS-AR(1) BSP 0.071 0.063 0.075 | 0.098 0.115 0.129 | 0.367 1.230 1.788
0.05 iGLS-AR(p) BSP 0.072 0.063 0.075|0.098 0.115 0.128 | 0.372 1.220 1.789
0.05 GSAM BSP | 0.073 0.064 0.077|0.120 0.118 0.129 | 2.075 2.020 2.089
0.05 iGSAM-AR(1) BSP |0.154 0.142 0.171|0.273 0.279 0.253 | 0.785 2.763 4.295
0.05 GKAM 0375 0.343 0.337 | 0.426 0.383 0.407 | 2.675 2.688 2.879
0.05 iGKAM-AR(1) 0.388 0.356 0.333 | 0.414 0.416 0.433 | 0.939 1.903 2.755
0.10 LM PC 0.145 0.138 0.143 [ 0.250 0.267 0.277 | 3.379 3.409 3.597
0.10 GLS-AR(1) pPC 0.147 0.138 0.144 | 0.201 0.261 0.275 | 0.830 2.473 3.283
0.10 iGLS-AR(1)  PC 0.147 0.138 0.144 | 0.201 0.261 0.275 | 0.828 2.458 3.263
0.10 iGLS-AR(p) PC 0.151 0.138 0.144 | 0.201 0.261 0.276 | 0.858 2.543 3.300
0.10 GSAM PC 0.147 0.138 0.148 | 0.254 0.272 0.277 | 3.481 3.410 3.713
0.10 iGSAM-AR(1) PC 0.144 0.124 0.174 | 0.275 0.260 0.288 | 0.921 2.805 4.506
0.10 LM BSP | 0.148 0.140 0.144 | 0.257 0.272 0.279 | 3.420 3.452 3.631
0.10 GLS-AR(1) BSP 0.150 0.140 0.144 | 0.208 0.265 0.276 | 0.789 2.465 3.303
0.10 iGLS-AR(1) BSP 0.150 0.140 0.144 | 0.208 0.265 0.276 | 0.787 2.450 3.283
0.10 iGLS-AR(p) BSP 0.153 0.140 0.144 | 0.209 0.265 0.277 | 0.803 2.502 3.288
0.10 GSAM BSP | 0.154 0.141 0.147 | 0.258 0.276 0.278 | 3.328 3.509 3.743
0.10 iGSAM BSP | 0.154 0.142 0.171|0.273 0.279 0.253 | 0.785 2.763 4.295
0.10 GKAM 0.494 0.287 0.427 | 0.561 0.460 0.551 | 3.557 3.507 4.082
0.10 iGKAM 0.493 0.287 0.425 | 0.484 0.485 0.567 | 1.128 3.074 4.594

Tabla A.7: Error cuadratico medio de las predicciones a horizonte 1, 5 y 10. Modelo
AR(1). 6 =1.

(a), np = 500.
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AR(1),6=0,15
=01 I $»=0, I $»=09
[snr  Modelo Bases [ t+1 t+5 t+10[ t+1 t+5 t+10] t+1 t+5 t+ 10|
0.05 LM PC 0.095 0.086 0.086 | 0.097 0.086 0.117 | 0.239 0.250 0.235
0.05 GLS-AR(1) PC 0.094 0.086 0.086 | 0.097 0.086 0.116 | 0.158 0.239 0.232
0.05 iGLS-AR(1) PC 0.094 0.086 0.086 | 0.097 0.086 0.116 | 0.158 0.239 0.232
0.05 iGLS-AR(p) PC 0.094 0.086 0.086 | 0.098 0.087 0.117 | 0.139 0.213 0.221
0.05 GSAM PC 0.007 0.006 0.008 | 0.011 0.011 0.013 | 0.171 0.171 0.171
0.05 iGSAM-AR(1) PC 0.007 0.007 0.006 | 0.009 0.012 0.015 | 0.052 0.114 0.191
0.05 LM BSP 0.094 0.086 0.086 | 0.100 0.086 0.117 | 0.237 0.243 0.235
0.05 GLS-AR(1) BSP 0.094 0.086 0.086 | 0.100 0.086 0.117 | 0.155 0.228 0.229
0.05 iGLS-AR(1) BSP 0.094 0.086 0.086 | 0.100 0.086 0.117 | 0.155 0.228 0.229
0.05 iGLS-AR(p) BSP 0.093 0.086 0.086 | 0.101 0.086 0.117 | 0.138 0.203 0.216
0.05 GSAM BSP 0.007 0.006 0.008 | 0.011 0.012 0.013 | 0.170 0.168 0.171
0.05 iGSAM-AR(1) BSP 0.007 0.008 0.008 | 0.008 0.015 0.014 | 0.049 0.108 0.199
0.05 GKAM 0.021 0.017 0.021 | 0.024 0.023 0.023 | 0.204 0.191 0.203
0.05 iGKAM-AR(1) 0.021 0.017 0.021 | 0.023 0.025 0.023 | 0.065 0.118 0.204
0.10 LM PC 0.095 0.088 0.089 | 0.103 0.101 0.099 | 0.359 0.370 0.375
0.10 GLS-AR(1) PC 0.095 0.088 0.089 | 0.103 0.101 0.099 | 0.196 0.323 0.363
0.10 iGLS-AR(1) PC 0.095 0.088 0.089 | 0.103 0.101 0.099 | 0.196 0.324 0.364
0.10 iGLS-AR(p) PC 0.096 0.088 0.089 | 0.105 0.101 0.099 | 0.197 0.303 0.347
0.10 GSAM PC 0.014 0.013 0.014 | 0.021 0.023 0.024 | 0.288 0.287 0.313
0.10 iGSAM-AR(1) PC 0.014 0.011 0.017 | 0.022 0.021 0.021 | 0.079 0.245 0.366
0.10 LM BSP 0.094 0.087 0.090 | 0.106 0.100 0.102 | 0.356 0.374 0.377
0.10 GLS-AR(1) BSP 0.095 0.087 0.090 | 0.106 0.100 0.102 | 0.189 0.317 0.360
0.10 iGLS-AR(1) BSP 0.095 0.087 0.090 | 0.106 0.100 0.102 | 0.189 0.318 0.361
0.10 iGLS-AR(p) BSP 0.095 0.087 0.090 | 0.106 0.100 0.102 | 0.187 0.302 0.349
0.10 GSAM BSP 0.014 0.013 0.013 | 0.022 0.024 0.024 | 0.276 0.294 0.322
0.10 iGSAM-AR(1) BSP 0.014 0.013 0.017 | 0.023 0.023 0.019 | 0.064 0.219 0.337
0.10 GKAM 0.021 0.018 0.027 | 0.039 0.032 0.036 | 0.273 0.270 0.328
0.10 iGKAM-AR(1) 0.021 0.018 0.027 | 0.032 0.033 0.038 | 0.074 0.239 0.335
Tabla A.8: Error cuadratico medio de las predicciones a horizonte 1, 5 y 10. Modelo (a), ng = 500.

AR(1). delta = 0,15.
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AR, 6 =1
¢1 = 077 ¢1 = 075 ¢l = 073
¢a = 0,2 P2 = 0,4 $g = 0,2
[snr  Modelo Bases [ t+1 t+5 t+10[ t+1 t+5 t+ 10| t+1 t+5 t+ 10
0.05 LM PC 0.070 0.063 0.079 | 0.075 0.069 0.070 | 0.070 0.067 0.074
0.05 GLS-AR(2) PC 0.017 0.042 0.065 | 0.020 0.040 0.058 | 0.057 0.066 0.073
0.05 iGLS-AR(2) PC 0.017 0.041 0.065 | 0.020 0.040 0.058 | 0.057 0.066 0.073
0.05 iGLS-AR(p) PC 0.017 0.042 0.065 | 0.020 0.040 0.058 | 0.057 0.066 0.073
0.05 GSAM PC 0.071 0.065 0.078 | 0.075 0.070 0.071 | 0.070 0.067 0.076
0.05 iGSAM-AR(2) PC 0.020 0.050 0.077 | 0.024 0.059 0.085 | 0.062 0.074 0.075
0.05 LM BSP 0.071 0.065 0.079 | 0.076 0.070 0.072 | 0.072 0.069 0.076
0.05 GLS-AR(2) BSP 0.017 0.042 0.065 | 0.020 0.039 0.058 | 0.058 0.068 0.075
0.05 iGLS-AR(2) BSP 0.017 0.042 0.065 | 0.020 0.039 0.058 | 0.0568 0.068 0.075
0.05 iGLS-AR(p) BSP 0.017 0.042 0.064 | 0.020 0.040 0.059 | 0.0568 0.068 0.075
0.05 GSAM BSP 0.071 0.065 0.079 | 0.075 0.071 0.073 | 0.075 0.069 0.077
0.05 iGSAM-AR(2) BSP 0.023 0.050 0.078 | 0.025 0.060 0.085 | 0.070 0.072 0.077
0.05 GKAM 0.338 0.320 0.334 | 0.394 0.307 0.355 | 0.378 0.439 0.393
0.05 iGKAM-AR(2) 0.340 0.425 0.345 | 0.423 0.355 0.380 | 0.382 0.451 0.425
0.10 LM PC 0.127 0.138 0.138 | 0.140 0.144 0.158 | 0.135 0.145 0.131
0.10 GLS-AR(2) PC 0.034 0.088 0.116 | 0.040 0.086 0.126 | 0.122 0.147 0.129
0.10 iGLS-AR(2) PC 0.034 0.088 0.116 | 0.040 0.086 0.126 | 0.122 0.147 0.129
0.10 iGLS-AR(p) PC 0.035 0.089 0.117 | 0.039 0.085 0.125 | 0.122 0.148 0.129
0.10 GSAM PC 0.128 0.139 0.141 | 0.142 0.145 0.157 | 0.138 0.152 0.136
0.10 iGSAM-AR(2) PC 0.035 0.108 0.162 | 0.059 0.089 0.172 | 0.105 0.161 0.159
0.10 LM BSP 0.130 0.137 0.137 | 0.141 0.149 0.161 | 0.138 0.144 0.133
0.10 GLS-AR(2) BSP 0.034 0.088 0.112 | 0.040 0.087 0.127 | 0.122 0.146 0.132
0.10 iGLS—AR(2) BSP 0.034 0.088 0.112 | 0.040 0.087 0.127 | 0.122 0.146 0.132
0.10 iGLS-AR(p) BSP 0.035 0.089 0.114 | 0.040 0.088 0.127 | 0.122 0.147 0.132
0.10 GSAM BSP 0.131 0.139 0.140 | 0.142 0.147 0.165 | 0.141 0.151 0.138
0.10 iGSAM-AR(2) BSP 0.037 0.121 0.171 | 0.071 0.095 0.169 | 0.110 0.155 0.159
0.10 GKAM 0.497 0.345 0.455 | 0.398 0.358 0.481 | 0.431 0.375 0.414
0.10 iIGKAM-AR(2) 0.501 0.377 0.498 | 0.355 0.386 0.573 | 0.479 0.433 0.468
Tabla A.9: Error cuadrdtico medio de las predicciones a horizonte 1, 5 y 10. Modelo (a), np = 500.

AR(2). 6 = 1.
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AR(2),6=0,15
¢1 = 077 ¢1 = 075 ¢l = 073
¢a = 0,2 2 =04 ¢ =0,2
[snr  Modelo Bases | t+1 t+5 t+10[ t+1 t+5 t+10[ t+1 t+5 t+ 10]
0.05 LM PC 0.098 0.087 0.086 | 0.092 0.082 0.109 | 0.079 0.093 0.081
0.05 GLS-AR(2) PC 0.096 0.086 0.086 | 0.093 0.082 0.109 | 0.080 0.093 0.081
0.05 iGLS-AR(2) PC 0.096 0.086 0.086 | 0.093 0.082 0.109 | 0.080 0.093 0.081
0.05 iGLS-AR(p) PC 0.096 0.086 0.086 | 0.092 0.082 0.109 | 0.079 0.093 0.081
0.05 GSAM PC 0.007 0.006 0.008 | 0.007 0.007 0.007 | 0.007 0.007 0.008
0.05 iGSAM-AR(2) PC 0.002 0.005 0.007 | 0.003 0.006 0.008 | 0.009 0.008 0.009
0.05 LM BSP 0.097 0.087 0.087 | 0.094 0.082 0.110 | 0.081 0.091 0.082
0.05 GLS-AR(2) BSP 0.095 0.087 0.087 | 0.096 0.082 0.110 | 0.081 0.091 0.082
0.05 iGLS-AR(2) BSP 0.095 0.087 0.087 | 0.096 0.082 0.110 | 0.081 0.091 0.082
0.05 iGLS-AR(p) BSP 0.095 0.087 0.087 | 0.095 0.082 0.110 | 0.080 0.091 0.082
0.05 GSAM BSP 0.007 0.006 0.008 | 0.008 0.008 0.008 | 0.007 0.007 0.008
0.05 iGSAM-AR(2) BSP 0.004 0.006 0.008 | 0.003 0.007 0.010 | 0.008 0.008 0.011
0.05 GKAM 0.019 0.015 0.020 | 0.020 0.017 0.016 | 0.024 0.021 0.023
0.05 iGKAM-AR(2) 0.018 0.019 0.022 | 0.020 0.020 0.019 | 0.024 0.022 0.023
0.10 LM PC 0.093 0.086 0.091 | 0.093 0.093 0.090 | 0.096 0.096 0.090
0.10 GLS-AR(2) PC 0.094 0.086 0.091 | 0.094 0.094 0.090 | 0.096 0.096 0.090
0.10 iGLS-AR(2) PC 0.094 0.086 0.091 | 0.094 0.094 0.090 | 0.096 0.096 0.090
0.10 iGLS-AR(p) PC 0.095 0.086 0.091 | 0.094 0.093 0.090 | 0.096 0.096 0.090
0.10 GSAM PC 0.012 0.013 0.013 | 0.012 0.013 0.014 | 0.014 0.015 0.014
0.10 iGSAM-AR(2) PC 0.006 0.012 0.016 | 0.005 0.008 0.013 | 0.010 0.015 0.014
0.10 LM BSP 0.093 0.086 0.093 | 0.095 0.093 0.093 | 0.096 0.099 0.091
0.10 GLS-AR(2) BSP 0.094 0.085 0.093 | 0.095 0.093 0.093 | 0.097 0.098 0.091
0.10 iGLS-AR(2) BSP 0.094 0.085 0.093 | 0.095 0.093 0.093 | 0.097 0.098 0.091
0.10 iGLS-AR(p) BSP 0.094 0.086 0.093 | 0.096 0.092 0.093 | 0.096 0.099 0.091
0.10 GSAM BSP 0.013 0.013 0.014 | 0.012 0.014 0.014 | 0.014 0.016 0.014
0.10 iGSAM-AR(2) BSP 0.007 0.013 0.016 | 0.008 0.009 0.013 | 0.011 0.015 0.014
0.10 GKAM 0.021 0.022 0.026 | 0.025 0.024 0.029 | 0.026 0.025 0.021
0.10 iIGKAM-AR(2) 0.021 0.023 0.031 | 0.017 0.024 0.034 | 0.027 0.028 0.021
Tabla A.10: Error cuadrético medio de las predicciones a horizonte 1, 5 y 10. Modelo (a), np = 500.

AR(2). 6 = 0,15.

A.2.
A.2.1.

Resumen de los modelos

Modelos con ¢ generado por proceso ARMA(1,1) y 6 =1

1summary (res_lm . pc)

> Call:

slm(formula = pf, data = XX, x = TRUE)
i Residuals:
Min 1Q

7 Coefficients:
Estimate Std.

o(Interc
10x.PC1
nx.PC2
12x . PC3
13

14 Signif.

ept) 0.10684
—1.50699
—3.08635
—4.27303

; Median
6—2.15989 —0.49978 —0.04725

3Q

0.49928

Max
2.23531

Error t value Pr(>|t])

0.04928 2.168
0.07683 —19.614
0.22617 —13.646
0.35802 —11.935

0.0311
<2e—16
<2e—16
<2e—16

*

*Ok %
* 3k ok
FOok %

codes: 0 ?7%xx?7 0.001 ?7%xx? 0.01 ?%x? 0.05 7.7 0.1 7 ? 1
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15 Residual standard error:
16 Multiple R-squared:
i7F—statistic:

0.7441,
238.4 on 3 and 246 DF,

0.7792 on 246 degrees of freedom

Adjusted R—squared:

Residuals vs Fifted

0.7409

p—value: < 2.2e—16

Normal Q-Q
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Fitted values

Figura A.1: Resultados resumen del modelo LM representado por PC. ARMA(1,1). § =1

1> summary (res_gls.pc)

>Generalized least squares fit by REML
Model: pf

1 Data: XX

5 AlIC BIC logLik

6 446.155 470.6923 —216.0775

7Correlation Structure: ARMA(1,1)

Leverage

s Formula: 71

o Parameter estimate(s):

10 Phil Thetal

11 0.7465880 —0.1015861

12 Coefficients :

13 Value Std.Error t—value p—value

14 (Intercept) 0.104096 0.12566023 0.828395 0.4082

15x . PC1 —1.420746 0.04625874 —30.713030 0.0000

16x . PC2 —2.932424 0.14048970 —20.872879 0.0000

17x.PC3 —3.671562 0.21507636 —17.070968 0.0000

15 Correlation :

19 (Intr) x.PCl1 x.PC2

20x.PC1 0.000

21x.PC2  0.000 —0.030

22x.PC3 —0.005 0.068 —0.038

23 Standardized residuals:

24 Min Q1 Med Q3 Max
25 —2.78917386 —0.69735189 —0.05489716 0.68898214 2.86684215
26 Residual standard error: 0.7893607

27 Degrees of freedom: 250 total; 246 residual

1> res_igls .pc
2Call:

31list (” fregre.pc”)
1

s Coefficients:
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x.PC1
—1.4086

6 (Intercept)
7 0.1059

1> summary (res_lm . bsp)
2Call:

x.PC2

—2.9390

x.PC3
—3.6263

Error t value Pr(>|t])

slm(formula = pf, data = XX, x = TRUE)

1 Residuals:

3 Min 1Q Median 3Q Max
6—2.1999 —0.5396 —0.0842 0.4930 2.2166
7 Coefficients:

8 Estimate Std.
o(Intercept) 0.10684 0.04925 2.169

10x.bspl4.1 —9.00882 4.76767 —1.890
11x.bspld.2 27.02550 4.43593 6.092
12x. bspl4 .3 —14.52732 5.77085 —2.517
13x.bspl4 .4 0.57382 4.21232 0.136
11x.bspld .5 5.19667 2.83145 1.835
15

16 Signif. codes:

17 Residual standard error:
1s Multiple R-squared: 0.7464,
ioF—statistic: 143.6 on 5 and 244 DF,

Residuals vs Fitted

o
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0 ?x%x7 0.001 ?xx? 0.01 ?%? 0.05 7.7 0.1 7 7 1
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Adjusted R—squared:
p—value: < 2.2e—16
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Figura A.2: Resultados resumen del modelo LM representado por BSP.ARMA(1,1). § =1

1> summary (res_gls.bsp)

2> Generalized least squares fit by REML
Model: pf

1 Data: XX

5 AIC BIC logLik

6 430.0935 461.568 —206.0467

7Correlation Structure: ARMA(1,1)
¢ Formula: 71

o Parameter estimate(s):

10 Phil Thetal

11 0.74472529 —0.09192754

12 Coefficients :

13 Value Std.Error
14 (Intercept) 0.103026 0.125390
15x.bspld.1 —4.483239 2.746557

Luis Fidel Herrera de los Santos

t—value p—value
0.821647
—1.632312
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16x.bspl4d .2 21.400016 2.662887 8.036398 0.0000
17x.bspl4 .3 —9.649922 3.493478 —2.762268 0.0062
15x.bspld .4 —0.931555 2.543566 —0.366240 0.7145
lox.bspl4 .5 4.916255 1.699514 2.892742 0.0042
o Correlation :

1 (Intr) x.b4.1 x.b4.2 x.b4.3 x.b4.4

x.bspld.1 —0.001

x.bspld.2 0.001 —0.824

x.bspl4d.3 0.001 0.629 —0.935

5x.bspld.4 —0.002 —0.487 0.815 —0.953
6x.bspld.5 0.003 0.387 —0.676 0.820 —0.941
7Standardized residuals:

2
2
2
2
2

8 Min Q1 Med Q3 Max

0 —2.83145326 —0.68800556 —0.05232443 0.64048656 2.77432368

30 Residual standard error: 0.7883615

31 Degrees of freedom: 250 total; 244 residual

1> resT

> Call:

slist (” fregre . basis”)

1 Coefficients :

5 (Intercept) x.bspld.1 x.bspld .2 x.bspld .3 x.bspld .4
6 0.1048 —4.1012 20.8042 —8.8890 —1.3945
1> summary (res_gsam . pc)

2> Family: gaussian

sLink function: identity

1 Formula :

5y T +s(x.PCl, k = —1) + s(x.PC2, k = —1) + s(x.PC3, k = —1)

s<environment: 0x000001923e22e710>

7Parametric coefficients:

Estimate Std. Error t value Pr(>|t])
0.10684 0.04834 2.21 0.028

o(Intercept)
10
11 Signif. codes: 0 ?7xxx? 0.001 ?xx? 0.01 ?%? 0.05
12 Approximate significance of smooth terms:

edf Ref.df F p—value

13

128 (x.PCl) 1.000 1.000 398.39 <2e—16 x*x
158 (x.PC2) 3.532 4.459 45.49 <2e—16 #x*x
6s(x.PC3) 1.000 1.000 151.54 <2e—16 =x*x

17—

12 Signif. codes: 0 ?7xxx? 0.001 ?xx? 0.01 ?%? 0.05
1wR-sq.(adj) = 0.751 Deviance explained = 75.6%
20GCV = 0.59979 Scale est. = 0.58412 n = 250

*

7.7 0.1 771

7.7 0.1 771

x.bspld.5
5.0965
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s(xPC31)

s(xPC1,1)
s(xPC2,353)

L o =
v TR 1 [ L 0y b L
T I T T T 1 T 1 T T T

-15 -10 -05 00 05 10 15 -06 -02 00 02 04 08 -04 -02 0o 0z 04

*PC1 x PC2 *PC3

Figura A.3: Comportamiento de las PC del modelo GSAM. ARMA(1,1). 6 =1

1> summary (res_gsam . bsp)
2Family: gaussian
sLink function: identity

+Formula :
5y ~ +s(x.bspld.1, k = —1) + s(x.bspld.2, k = —1) + s(x.bspl4.3,
6 k = —1) + s(x.bspld.4, k = —1) + s(x.bspld.5, k = —1)

7<environment: 0x000001923fee9868>

sParametric coefficients:

9 Estimate Std. Error t value Pr(>|t])

10 (Intercept) 0.10684 0.04816 2.219 0.0275 =x

11—

12 Signif. codes: 0 ?x%x? 0.001 ?xx? 0.01 ?x? 0.05 7.7 0.1 ? 7 1
13 Approximate significance of smooth terms:

14 edf Ref.df F p—value

i58(x.bspld.1) 7.38 8.356 2.310 0.0246 =

6s(x.bspl4.2) 1.00 1.000 32.078 <2e—16 s*x*x

178 (x.bspl4.3) 1.00 1.000 6.020 0.0149 =

1ss(x.bspl4d.4) 1.00 1.000 0.020 0.8865

19s(x.bspl4d.5) 1.00 1.000 3.664 0.0568

20

21 Signif. codes: 0 ?7xxx? 0.001 ?xx? 0.01 ?%? 0.05 7.7 0.1 7 7 1
22R-sq.(adj) = 0.753 Deviance explained = 76.4%

23GCV = 0.61004 Scale est. = 0.57983 n = 250
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10

o

s(x.bspl4.1,7.38)
1]

7

<10

-0.10

10

[}

s(x.bspld.4,1)
0

@

=10

Figura

-0.05  0.00 0.05

x.bspl.1

-04 02 00 02 04

xbepld 4

A .4: Comportamiento de las BSP del modelo GSAM.

1> summary (res_gkam)
> *x% Summary Functional Data Regression with backfiting algorithm =xx

s Family :
1+ Link function:
salpha= 0.153

s Algorithm converged? Yes

IETEL * k%
8 h cor(
of(x) 0.271

10 ok % % ok ok K
11edf:

12 Residual deviance= 231.788
722.378 Deviance explained= 60.3 %
R-sq.(adj)= 0.579

influence curves:

15 AIC=

141R—sq.= 0.603

15 Names of possible

gaussian

identity

n= 250

kK K ok k%

f(X),eta) edf
1 13.9

* K kK FOk KOk

Number

s(x.bspld.2,1)
1]
|
s(x.bspld.3,1)
1]
1

T 1 1 1 1 T 1 T 1 1 1
01 02 03

x.bspi.2 x.bspl.3

s(x.bspl4.5,1)
0
|

00 04 02 032

#bepld.5

ARMA(1,1). 6 =1

of iterations 2
* 3%k %k *k % %
*k %k * % %k

Equivalent degrees of freedom
Null deviance= 583.492

46 76 88 113 115 121 122 124 164
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R-sq= 0.6 Residuals vs fitted.values Scale-Location
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Figura A.5: Resultados resumen del modelo GKAM. ARMA(1,1). 6 = 1.

A.2.2. Modelos con ¢ generado por proceso ARMA(1,1) y § =0,70

rsummary (res_lm . pc)

> Call:

slm(formula = pf, data = XX, x = TRUE)

1 Residuals:

5 Min 1Q Median 3Q Max
6—1.52229 —0.39049 —0.03436 0.34884 1.61058

7 Coefficients:

8 Estimate Std. Error t value Pr(>|t])
o(Intercept) 0.26795 0.03539 7.571 7.45e—13 soxx
x.PC1 —1.05782 0.05518 —19.170 < 2e—16 sx*x
11x.PC2 —2.15434 0.16244 —13.263 < 2e—16 *xxx
12x . PC3 —3.02223 0.25713 —11.754 < 2e—16 sx*x
| o I

14 Signif. codes: 0 7xxx? 0.001 7xx? 0.01 7«7 0.05 7.7 0.1 ? 7 1

15 Residual standard error: 0.5596 on 246 degrees of freedom
16 Multiple R—squared: 0.7352, Adjusted R—squared: 0.732
7F—statistic: 227.7 on 3 and 246 DF, p—value: < 2.2e—16
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Figura A.6: Resultados resumen del modelo LM representado por PC. ARMA(1,1). § =

1> summary (res_gls .pc)

Normal Q-Q

930
gm0, 7

Standardized residuals
0
1

Theoretical Quantiles

Residuals vs Leverage

o
=
©
=1 o~
=
i
[—_—
=
N2
N
5 < -
<
2
£ o
® o |~~~ Cooks disfance
T T T T T T
0.00 0.01 0.02 0.03 0.04 0.05

Leverage

0,7.

>Generalized least squares fit by REML

3 Model: pf

. Data: XX

5 AIC BIC logLik

6 284.0677 308.605 —135.0339

7Correlation Structure: ARMA(1,1)

s Formula: 71

o Parameter estimate(s):

10 Phil Thetal

11 0.7655765 —0.1436800

12 Coefficients :

13 Value Std.Error t—value p—value
14 (Intercept) 0.2655112 0.09305899 2.853149 0.0047
15x.PC1 —1.0000839 0.03365820 —29.712940 0.0000
16x . PC2 —2.0265291 0.10175543 —19.915685 0.0000
17x . PC3 —2.5964833 0.15651318 —16.589550 0.0000
15 Correlation:

19 (Intr) x.PCl1 x.PC2

20x.PC1 0.000

21x.PC2  0.000 —0.031

22x.PC3 —0.005 0.067 —0.036

23 Standardized residuals:

24 Min Q1 Med Q3 Max
25 —2.68786767 —0.67977532 —0.03005017 0.68469790 2.75312034
26 Residual standard error: 0.5671286

>7Degrees of freedom: 250 total; 246 residual

1> res_igls .pc

> Call:

3list (” fregre.pc”)

1 Coefficients:

s(Intercept) x.PC1 x.PC2 x.PC3
6 0.2676 —0.9865 —2.0153 —2.5551

7
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1> summary (res_lm . bsp)
2> Call:

slm(formula = pf, data = XX, x = TRUE)

1 Residuals:

5 Min 1Q Median 3Q Max

6 —1.45029 —0.38812 —0.02839 0.36325 1.59710

7 Coefficients:

8 Estimate Std. Error t value Pr(>|t])
o(Intercept) 0.26795

0.03542 7.565 7.88e—13 xx%x%
10x.bspl4 .1 —6.80719 3.42866 —1.985 0.0482 =
11x. bspld.2 19.09941 3.19009 5.987 7.59e—09 *xx
12x. bspl4.3 —10.10480 4.15009 —2.435 0.0156 =
13x. bspld .4 0.17053 3.02928 0.056 0.9552

5 3.88806 2.03623 1.909 0.0574

14x.bspl4.
1

16 Signif. codes: 0 ?7xxx?7 0.001 7%x? 0.01 ?%x? 0.05 7.7 0.1 ? 7 1
17 Residual standard error: 0.56 on 244 degrees of freedom

1s Multiple R-squared: 0.7369, Adjusted R—squared: 0.7316
wkF—statistic: 136.7 on 5 and 244 DF, p—value: < 2.2e—16

Residuals vs Fitted Normal Q-Q
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Figura A.7: Resultados resumen del modelo LM representado por BSP. ARMA(1,1). 6 = 0,7

1> summary (res_gls .bsp)

>Generalized least squares fit by REML
5 Model: pf

. Data: XX

5 AIC BIC logLik

6 272.1418 303.6163 —127.0709
7Correlation Structure: ARMA(1,1)

¢ Formula: 71
o Parameter estimate(s):
10 Phil Thetal

11 0.7639815 —0.1403396
12 Coefficients:

13 Value Std.Error t—value p—value
14 (Intercept) 0.264803 0.0928292 2.852586 0.0047
15x.bspld.1 —3.313190 2.0166908 —1.642884 0.1017

16X . bspl4 .2 14.835558 1.9540523 7.592201 0.0000
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17x.bspld.3 —6.397434 2.5616626 —2.497376 0.0132

1sx.bspl4d .4 —1.041967 1.8640198 —0.558989 0.5767

1ox.bspld .5 3.817041 1.2452599 3.065256 0.0024

20 Correlation:

21 (Intr) x.b4.1 x.b4.2 x.b4.3 x.b4d.4

22x.bspld.1 —0.001

23x.bspl4d.2 0.001 —0.824

24x.bspl4d.3 0.000 0.630 —0.935

25x.bspld.4 —0.002 —0.488 0.815 —0.952

26x.bspl4.5 0.003 0.386 —0.675 0.820 —0.941

27 Standardized residuals:

28 Min Q1 Med Q3 Max
20 —2.585530826 —0.695516851 —0.006003346 0.660336106 2.781890278
30 Residual standard error: 0.5672723

31 Degrees of freedom: 250 total; 244 residual

1> res_igls .bsp

2> Call:

31list (” fregre . basis”)

1

s Coefficients:

6(Intercept) x.bspld.1 x.bspld .2 x.bspld .3 x.bspld .4 x.bspld .5
7 0.267 —2.597 13.884 —5.267 —1.761 4.184
1> summary (res_gsam . pc)

2> Family: gaussian

sLink function: identity

1 Formula:

5y T +s(x.PCl, k = —1) + s(x.PC2, k = —1) + s(x.PC3, k = —1)
s<environment: 0x000001924c87c9e8>

7Parametric coefficients:

8 Estimate Std. Error t value Pr(>|t])

o(Intercept) 0.26795 0.03414 7.849 1.34e—13 sk

10

11 Signif. codes: 0 ?7xxx? 0.001 ?xx? 0.01 ?%? 0.05
12 Approximate significance of smooth terms:

13 edf Ref.df F p—value

11s(x.PCL) 2.186 2.757 145.00 <2e—16 %xx

158 (x.PC2) 3.483 4.398 45.92 <2e—16 #x*x
6s(x.PC3) 1.000 1.000 149.94 <2e—16 *x*x

17—

12 Signif. codes: 0 ?7xxx? 0.001 ?xx? 0.01 ?%? 0.05
1wR-sq.(adj) = 0.751 Deviance explained = 75.7%

Scale est. 0.29132 n = 250

20GCV = 0.30054

7.7 0.1 771

7.7 0.1 771
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s(xPC1,2.19)
s(x PC2,3.48)
s(xPC31)

1 I T T
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Figura A.8: Comportamiento de las PC del modelo GSAM. ARMA(1,1). 6 = 0,7

1> summary (res_gsam . bsp)
>Family: gaussian
3Link function: identity

+Formula:
5y ~ +s(x.bspld.1, k = —1) + s(x.bspld.2, k = —1) + s(x.bspl4.3,
6 k = —1) + s(x.bspl4.4, k = —1) + s(x.bspld.5, k = —1)

7<environment: 0x000001924f046978>

s Parametric coefficients:

9 Estimate Std. Error t value Pr(>|t])

10 (Intercept) 0.2680 0.0341 7.858 1.37e—13 sxx

I

12Signif. codes: 0 7x%x?7 0.001 7xx? 0.01 ?%? 0.05 7.7 0.1 ? 7 1
13 Approximate significance of smooth terms:

14 edf Ref.df F p—value

15s(x.bspld.1) 7.326 8.316 2.634 0.0104 =
16s(x.bspl4.2) 1.000 1.000 31.087 <2e—16 =*x*x
17s(x.bspl4.3) 1.000 1.000 5.618 0.0186 =
158 (x.bspl4d.4) 1.000 1.000 0.004 0.9504
1os(x.bspld.5) 2.008 2.544 3.049 0.0406 =

21 Signif. codes: 0 ?xxx? 0.001 ?xx? 0.01 ?%x? 0.05 7.7 0.1 7 ? 1
22R—sq.(adj) = 0.751 Deviance explained = 76.3%
23GCV = 0.30709 Scale est. = 0.29071 n = 250
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Figura A.9: Comportamiento de las BSP del modelo GSAM. ARMA(1,1).

1> summary (res_gkam)

2 %% Summary Functional Data Regression with backfiting

sFamily: gaussian

1Link function: identity

salpha= 0.321 n= 250

6 Algorithm converged? Yes Number of iterations 2
7KKk ok EEE T * KKk Kk ok k kKK * kK k

8 h cor(f(X),eta) edf

of (x) 0.271 1 13.9

10 % % % % ok Kk ok Kk KoKk K ok Kk * ok Kk
11edf: Equivalent degrees of freedom

12 Residual deviance= 115.008

13 AIC=
11R—sq.=

15 Names of possible

0.605
influence

Null deviance= 290.897

547.174 Deviance explained= 60.5 %
R—sq.(adj)= 0.581

curves :

46 76 88 113 115 121 122 124

0,7

algorithm =xx%x

164
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R-sq= 0.6 Residuals vs fitted.values Scale-Location
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Figura A.10: Resultados resumen del modelo GKAM. ARMA(1,1). 6 = 0,7

A.2.3. Modelos con ¢ generado por proceso AR(1) y 6 =1

1 Call:

2lm (formula = pf, data = XX, x = TRUE)

s Residuals:

4 Min 1Q Median 3Q Max

5 —3.9760 —1.1529 —0.1884 1.1055 5.3364

s Coefficients:

7 Estimate Std. Error t value Pr(>|t])
s(Intercept) —0.8116 0.1202 —6.752 1.04e—10 =x*x

ox.PC1 1.4030 0.1841 7.621 5.43e—13 #xx%x%
1ox . PC2 2.7253 0.5453 4.998 1.10e—06 **=*
11x.PC3 3.5679 1.0137 3.520 0.000515 #x*x%

12
13 Signif. codes: 0 ?x%x?7 0.001 ?xx? 0.01 ?x? 0.05 7.7 0.1 ? 7 1
12 Residual standard error: 1.9 on 246 degrees of freedom

15 Multiple R—squared: 0.2803, Adjusted R—squared: 0.2716
isF—statistic: 31.94 on 3 and 246 DF, p—value: < 2.2e—16
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Figura A.11: Resultados resumen del modelo LM representado por PC. AR(1). § = 1.

1> summary (res_gls .pc)

2Generalized least squares fit by REML
Model: pf

. Data: XX

5 AIC BIC logLik

s 646.5505 667.5825 —317.2753

7Correlation Structure: AR(1)
s Formula: “ind
o Parameter estimate(s):

10 Phl

110.8955645

12 Coefficients :

13 Value Std.Error t—value p—value
14(Intercept) —0.817286 0.5016122 —1.629319 0.1045
15x.PC1 1.353891 0.0594211 22.784693 0.0000

16x . PC2 2.746543 0.2020782 13.591481 0.0000

17x . PC3 4.019182 0.3338892 12.037473 0.0000

15 Correlation :

19 (Intr) x.PCl1 x.PC2

20x.PC1  0.000

21x.PC2 0.004 —0.055

22x.PC3  0.003 0.054 —0.014

o3 Standardized residuals:

24 Min Q1 Med Q3 Max
25 —2.0586993 —0.5962592 —0.0924313 0.5948318 2.7894436
26 Residual standard error: 1.924396

27 Degrees of freedom: 250 total; 246 residual

1> res_igls.pc
2Call:

31list (7 fregre.pc”)
1 Coefficients:

5 (Intercept)

6 —0.817

x.PC1
1.354

1> res_igls .pcp
>Call:

x.PC2
2.747

x.PC3
4.019
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31list (” fregre.pc”)
1 Coefficients:

5 (Intercept) x.PC1 x.PC2 x.PC3
6 —0.8171 1.3539 2.7465 4.0190
1> summary (res_lm . bsp)
2> Call:
slm(formula = pf, data = XX, x = TRUE)
1
s Residuals:
6 Min 1Q Median 3Q Max
7—4.0104 —1.1619 —0.2357 1.1079 5.5686
s Coefficients :
9 Estimate Std. Error t value Pr(>|t])
10(Intercept) —0.8116 0.1199 —6.768 9.64e—11 sk
1ix.bspld.1 —20.5131 12.3990 —1.654 0.099329 .
12x.bspl4d .2 37.1886 10.9968 3.382 0.000839 xxx
135x.bspld .3 —31.3805 13.5270 —2.320 0.021175 =
14x . bspl4 .4 15.7275 9.6990 1.622 0.106189
i15x.bspld.5 —5.7575 6.7578 —0.852 0.395067
16
17 Signif. codes: 0 ?x%x? 0.001 ?=xx? 0.01 ?x? 0.05 7.7 0.1 ? 7 1
1s Residual standard error: 1.896 on 244 degrees of freedom
1o Multiple R—squared: 0.2895, Adjusted R—squared: 0.275
20F—statistic: 19.89 on 5 and 244 DF, p—value: < 2.2¢—16
Residuals vs Fitted MNormal Q-Q
3 o 2
7 oo B |
e | R
LIRS
3 2 1 0 1 2 3
Fitted values Theoretical Quantiles
Scale-Location Residuals vs Leverage
= W _| o
E e R o ©o® o @ @
& o | & o o0 Cools distdhcaTs®
o

Fitted values

Figura A.12: Resultados resumen del modelo

1> summary(res_gls.bsp)

> Generalized least squares fit by REML
Model: pf

+  Data: XX

5 AIC BIC logLik

6 634.5995 662.5769 —309.2998

7Correlation Structure: AR(1)
¢ Formula: 71

o Parameter estimate(s):

Phi

10

Luis Fidel Herrera de los Santos
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LM representado por BSP. AR(1). § = 1.
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110.8940023
12 Coefficients:

13 Value Std.Error t—value p—value

14 (Intercept) —0.821418 0.497190 —1.652119 0.0998

15x.bspld .1 —8.426613 4.118364 —2.046107 0.0418

16x. bspld .2 25.203266 3.741146 6.736776 0.0000

17x.bspld .3 —14.506736 4.706188 —3.082481 0.0023

15x.bspl4d .4 1.499356 3.454434 0.434038 0.6646

19x.bspld.5 4.330366 2.398588 1.805381 0.0722

20 Correlation:

21 (Intr) x.b4.1 x.b4.2 x.b4.3 x.b4.4

22x.bspld.1 0.001

23x.bspld.2 —0.001 —0.860

24x.bspl4d.3 0.003 0.701 —0.937

25x.bspld.4 —0.004 —0.554 0.790 —0.937

26x.bspld.5 0.005 0.426 —0.610 0.766 —0.927

27 Standardized residuals:

28 Min Q1 Med Q3 Max

20 —2.0979775 —0.5960423 —0.1004069 0.5794466 2.8555836

30 Residual standard error: 1.921405

31 Degrees of freedom: 250 total; 244 residual

1> res_igls .bsp

2Call:

31list (” fregre . basis”)

1 Coefficients:

5 (Intercept) x.bspld.1 x.bspld .2 x.bspld .3 x.bspld .4 x.bspld .5
6 —0.8209 —8.4348 25.2118 —14.5190 1.5097 4.3230
1> res_igls .bspp

2Call:

31list (” fregre . basis”)

1+ Coefficients:

5 (Intercept) x.bspld.1 x.bspld .2 x.bspld .3 x.bspld .4 x.bspld .5
6 —0.8212 —8.4294 25.2062 —14.5109 1.5029 4.3279
1> summary (res_gsam . pc)

>Family: gaussian

sLink function: identity

+Formula:

sy ~ +s(x.PCl, k = —1) + s(x.PC2, k = —1) + s(x.PC3, k = —1)

s<environment: 0x0000019249a91c38>

7Parametric coefficients:

8 Estimate Std. Error t value Pr(>|t])

o(Intercept) —0.8116 0.1202 —6.752 1.04e—10 =x*x

10—

11 Signif. codes: 0 ?%x%x?7 0.001 7%x? 0.01 ?%? 0.05
12 Approximate significance of smooth terms:

13 edf Ref.df F  p—value

145 (x.PC1) 1 1 58.09 < 2e—16 *x*:x
5s(x.PC2) 1 1 24.98 1.31e—06 #xx

168 (x.PC3) 1 1 12.39 0.000515 =xx

17

15 Signif. codes: 0 ?%x%x?7 0.001 7%x? 0.01 ?%? 0.05
wR-sq.(adj) = 0.272 Deviance explained = 28%

20GCV = 3.6704 Scale est. = 3.6116 n = 250

7.7 0.1 7 71

7.7 0.1 771
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s(xPG2,1)
s(xPC31)

s(xPC1,1)
i
1

1 I u u 1 11 I
L L LI E I B B R | T T T T T T T
-15 -0.5 0.5 15 -06 -02 02 06 -03 =01 01 02 03
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Figura A.13: Comportamiento de las PC del modelo GSAM. AR(1). 6 = 1.

1> summary (res_gsam . bsp)
2Family: gaussian
sLink function: identity

+Formula :
5y ~ +s(x.bspld.1, k = —1) + s(x.bspld.2, k = —1) + s(x.bspl4.3,
6 k = —1) + s(x.bspld.4, k = —1) + s(x.bspld.5, k = —1)

7<environment: 0x000001925077b6b8>

sParametric coefficients:

9 Estimate Std. Error t value Pr(>|t])

10 (Intercept) —0.8116 0.1165 —6.967 3.35e—11 xxx

11—

12 Signif. codes: 0 ?x%x? 0.001 ?xx? 0.01 ?x? 0.05 7.7 0.1 ? 7 1
13 Approximate significance of smooth terms:

14 edf Ref.df F p—value

15s(x.bspld.1) 7.014 8.023 1.445 0.17362

16s(x.bspld.2) 1.000 1.000 9.927 0.00184 xx

178 (x.bspl4d.3) 1.000 1.000 4.511 0.03473 =

1ss(x.bspld.4) 2.403 3.219 1.236 0.28778

10s(x.bspld.5) 6.345 7.448 1.367 0.22581

20

21 Signif. codes: 0 ?7xxx? 0.001 ?xx? 0.01 ?%? 0.05 7.7 0.1 7 7 1
2R-sq.(adj) = 0.316 Deviance explained = 36.5%

23sGCV = 3.668 Scale est. = 3.3927 n = 250
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Figura A.14: Comportamiento de las BSP del modelo GSAM. AR(1). § = 1.

-04 02 00 0.z

®.bspl4.3

1 #%x% Summary Functional Data Regression with backfiting algorithm xxx

>Family: gaussian

sLink function: identity

ralpha= —0.831 n= 250

5 Algorithm converged? Yes Number of iterations 2

6 Kok &k Kok Kk ok ok & e ok % ook ok
7 h cor(f(X),eta) edf
<f(x) 0.268 1 15
9 3k %k sk ok %k 3k 3k ok kK sk ok %k %k >k k 3k 3k sk ok kK sk ok

i0edf: Equivalent degrees of freedom

11 Residual deviance= 884.206 Null deviance= 1234.573
2AIC= 1059.25 Deviance explained= 28.4 %

13sR—sq.= 0.284 R-sq.(adj)= 0.238

1«Names of possible influence curves: 5 17 21 84 86 149

220

0.4
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Figura A.15: Resultados resumen del modelo GKAM. AR(1). § = 1.
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A.3. Graficos

A.3.1. Comparativo de los 3 estimados

values

beta
Im.pc
gls.pc
igls.pc
igls.pc.p
Im.bsp
gls.bsp
igls_.bsp
igls.pcp
| | | | | |
0.0 0.2 04 0.6 0.8 1.0

time
Figura A.16: Comparativo del 8 vs ajuste B de los modelos LM, GLS e iGLS. AR(1). 6 = 1.
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— Impc
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Figura A.17: Comparativo del 8 vs ajuste B de los modelos LM, GLS e iGLS. AR(1). § = 0,15.
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A.3.2. Ajuste de modelo
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Figura A.18: Ajustes de los modelos LM, GLS, iGLS, GSAM y GKAM. ARMA(1,1). § = 1.
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Figura A.19: Ajustes de los modelos LM, GLS, iGLS, GSAM y GKAM. ARMA(1,1). § = 0,7.
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Figura A.20: Ajustes de los modelos LM, GLS, iGLS, GSAM y GKAM. AR(1). 6 = 1.
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Figura A.21: Ajustes de los modelos LM, GLS, iGLS, GSAM y GKAM. AR(1). 6 = 0,15.
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A.3.3. Predicciones
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Figura A.22: Predicciones de los modelos a horizonte h = 10. AR(1). § = 1.
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Figura A.23: Predicciones de los modelos a horizonte h = 10. AR(1). § = 0,15.
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Apéndice B

Resultados de la aplicaciéon

B.1. Resultados de los modelos FRM para estimar la inciden-
cia acumulada de contagio del Covid-19.

En esta seccién del apéndice se encuentran los resultados de la salidas y graficos de manera parcial
para las CCAA de Cataluna, Galicia y Madrid.

B.1.1. Salida de modelos para la comunidad de Cataluna.

Resultados del modelo FLM.

rsummary (mod. lin .c[[1]])

> Call:
slm(formula = pf, data = XX, x = TRUE)
i Residuals:
Min 1Q Median 3Q Max

6 —44.803 —4.997 —0.661 4.023 46.376
7 Coefficients:

8 Estimate Std. Error t value Pr(>|t])

o(Intercept) 2.831e+02 4.950e—01 571.9 <2e—16 *xxx*
10x.PC1 3.629e—01 2.609e—03 139.1 <2e—16 *xx
11x.PC2 5.362e—01 3.272e—03 163.9 <2e—16 %%
12x.PC3 8.605e—01 2.030e—02 42.4 <2e—16

133ignif. codes: 0 7xxx?7 0.001 7xx? 0.01 7«7 0.05 7.7 0.1 ? 7 1
141 Residual standard error: 10.31 on 430 degrees of freedom

15 Multiple R—squared: 0.9975, Adjusted R-squared: 0.9975
isF—statistic: 5.683e+04 on 3 and 430 DF, p—value: < 2.2e—16
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Residuals vs Fitted

Normal Q-Q

21402150

Fo0

w

. o2140215 PR
]
2 4 2
w 8 g o~
£ -
3 o R
o 5
¢ o | 2
o G
=
=] @
T 210 + 4
T T T T T
0 200 400 600 800 3 2 -1 0 1
Fitted values Theoretical Quantiles
Scale-Location Residuals vs Leverage
o 2142218 2180
A P o °
@
2 . 2 ol
8 -
s RS
H B
@
L2l [ZI |
o | =~~~ Cook's distance
e 5 T T T T T T T T T
0 200 400 600 800 0.00 0.01 0.02 0.03 0.04
Fitted values Leverage

Figura

Resultados del modelo SAM.

1summary (mod.sam.c [[1]])

>Family: gaussian

sLink function: identity

1 Formula:

sH1 ~ +s(x.PCl, k = —1) + s(x.PC2, k = —1) + s(x.PC3, k = —1)
s<environment: 0x0000022bb049a458>

7Parametric coefficients:

8 Estimate Std. Error t value Pr(>|t])

o(Intercept) 283.1037 0.4681 604.8 <2e—16 #x#x

10Signif. codes: 0 ?%xx? 0.001 7%x? 0.01 ?%? 0.05 7.7 0.1 ? 7 1

11 Approximate significance of smooth terms:
12 edf Ref.df F p—value

38 (x.PCl) 7.730 8.502 1163.12 <2e—16 =x*x
1as(x.PC2) 5.907 7.008 3805.06 <2e—16 *x*x
158 (x.PC3) 8.668 8.925 91.23 <2e—16 #xx

16 Signif. codes: 0 7%xxx? 0.001 7xx? 0.01 7«7 0.05
17R—sq.(adj) = 0.998 Deviance explained = 99.8%
1sGCV = 100.49 Scale est. = 95.094 n = 434

Luis Fidel Herrera de los Santos
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B.1: Resultados graficos del modelo FLM para la comunidad de Catalunia. Funcién fregre.lim.



B.1. RESULTADOS DE LOS MODELOS FRM PARA ESTIMAR LA INCIDENCIA
ACUMULADA DE CONTAGIO DEL COVID-19.
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Figura B.2: Resultados graficos del modelo SAM para la comunidad de Catalunia. Funcion fregre.gsam.

Resultados del modelo GLS.

= Modelo GLS-AR(1)

1summary (mod. gls .c[[1]])

> Generalized least squares fit by REML
Model: pf

+ Data: XX

5 AIC BIC logLik

6 3073.576 3097.959 —1530.788

7Correlation Structure: AR(1)

s Formula: 71

9 Parameter estimate(s):

10 Phl

110.687933

12 Coefficients :

13 Value Std.Error t—value p—value
14 (Intercept) 283.08816 1.2348851 229.24252 0
15x . PC1 0.34538 0.0057248 60.33087 0
16x . PC2 0.52826 0.0078774 67.06044 0
17x . PC3 0.72094 0.0436711 16.50847 0

18 Correlation:

19 (Intr) x.PCl1 x.PC2

20x.PC1 —0.004

21x.PC2 —0.004 —0.012

22x.PC3 —0.007 0.955 —0.013

23 Standardized residuals:

24 Min Q1 Med Q3 Max
25 —3.5645666 —0.4722616 —0.1274158 0.3538167 5.0576414
26 Residual standard error: 11.11705

27 Degrees of freedom: 434 total; 430 residual
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Figura B.3: Resultados grificos del modelo GLS-AR(1) para la comunidad de Cataluna. Funcién
fregre.gls.

= Modelo GLS-ARMA(1,1)

rsummary (mod. gls .1.1.c[[1]])

> Generalized least squares fit by REML
;. Model: pf

+ Data: XX

5 AIC BIC logLik

6 2991.37 3019.816 —1488.685

7Correlation Structure: ARMA(1,1)

¢ Formula: 71
o Parameter estimate(s):
10 Phil Thetal

110.2933865 0.6843714
12 Coefficients :

13 Value Std.Error t—value p—value
14(Intercept) 283.09968 0.8331398 339.7985 0

15x . PC1 0.35779 0.0043021 83.1667 0

16x . PC2 0.53470 0.0054823 97.5313 0

17x.PC3 0.81935 0.0333632 24.5586 0

15 Correlation:

19 (Intr) x.PCl1 x.PC2

20x.PC1 —0.002

21x.PC2 —0.001 —0.011

22x.PC3 —0.003 0.964 —0.010

>3 Standardized residuals:

24 Min Q1 Med Q3 Max
25 —3.92812295 —0.46729815 —0.09033135 0.35505121 4.68801221
26 Residual standard error: 10.43474

27 Degrees of freedom: 434 total; 430 residual
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Figura B.4: Resultados gréficos del modelo GLS-ARMA(1,1) para la comunidad de Cataluna. Funcién
fregre.gls.

Resultados del modelo iGLS.

= Modelo iGLS-AR(1)

1 mod.igls.1l.c[[1]]

2> Call:

3list (7 fregre.pc”)

1 Coefficients :

s(Intercept) x.PC1 x.PC2 x.PC3
6 283.0853 0.3492 0.5303 0.7514
7> mod.igls.1.c[[1]][25]

s$corStruct

s$corStruct$ar
10 Call:
inarima(x = x, order = c¢(p, d, q), include.mean = FALSE, transform.pars = TRUE)
12 Coefficients :

13 arl
14 0.6451
158 .€. 0.0365
16sigma "2 estimated as 64.52: log likelihood = —1520.33, aic = 3044.66

= Modelo iGLS-AR(P)

imod. igls.p.c[[1]]

2> Call:

3list (7 fregre.pc”)

1 Coefficients :

s(Intercept) x.PC1 x.PC2 x.PC3
6 283.1018 0.3619 0.5363 0.8520
7> mod.igls.p.c[[1]][25]

s$corStruct

s$corStruct$ar

10 Call:

i1arima(x = x, order = c(aa$order, 0, 0), include.mean = FALSE, transform .pars =
TRUE,

2 method = 7CSS”)

1
13 Coefficients :
14 arl ar2
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15 0.8548 —0.3907
6s.e. 0.0441 0.0441
17sigma”2 estimated as 55.55: part log likelihood =

» Modelo iGLS-ARMA(1,1)

imod. igls.1.1.¢c[[1]]

2Call:

3list (7 fregre.pc”)

1 Coefficients:

s(Intercept) x.PC1 x.PC2 x.PC3
6 285.0376 0.3676 0.5209 0.8968
7> mod. igls.1.1.c[[1]][25]

s$corStruct

9$corStruct$ar

10 Call :

narima(x = x, order = c¢(p, d, q), include.mean = FALSE,

12 Coefficients:

13 arl mal
14 0.9342 0.3657
ss.e. 0.0176 0.0634

16sigma "2 estimated as 63.4: log likelihood = —1517.65,

—1487.56

transform . pars = TRUE)

aic = 3041.3

B.1.2. Salida de modelos para la comunidad de Galicia.

Resultados FLM

1summary (mod. lin .g[[1]])

> Call:

slm(formula = pf, data = XX, x = TRUE)

1 Residuals:

5 Min 1Q Median 3Q Max
6 —25.1989 —2.4984 —0.3948 1.9365 24.8955
7 Coefficients:

8 Estimate Std. Error t value Pr(>|t])

o(Intercept) 1.638e+402 3.094e—01 529.51 <2e—16 *xx
10x . PC1 3.644e—01 1.626e—03 224.16 <2e—16 #xx*x
11x.PC2 5.342e—01 2.231e—03 239.51 <2e—16 **x%
12x . PC3 8.890e—01 1.271e—02 69.93 <2e—16 #*x*x

13 Signif. codes: 0 ?xxx? 0.001 ?xx? 0.01 7?%? 0.05 7.7 0.1 7 7 1

11 Residual standard error: 6.446 on 430 degrees of freedom
15 Multiple R—squared: 0.9988, Adjusted R—squared: 0.9988
icF—statistic: 1.164e+4+05 on 3 and 430 DF, p—value: < 2.2e—16
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Figura B.5: Resultados gréaficos del modelo FLM para la comunidad de Galicia. Funcién fregre.lm.

Resultados del modelo SAM.

rsummary (mod.sam.g [[1]])

>Family: gaussian

sLink function: identity

1 Formula:

sHI © 4s(x.PCL, k = —1) + s(x.PC2, k = —1) + s(x.PC3, k = —1)
s<environment: 0x0000022bad3745d0>

7Parametric coefficients:

8 Estimate Std. Error t value Pr(>|t])

o(Intercept) 163.8364 0.2318 706.7 <2e—16 #x#x

10Signif. codes: 0 ?%xx? 0.001 7%x? 0.01 ?%? 0.05 7.7 0.1 ? 7 1
11 Approximate significance of smooth terms:

12 edf Ref.df F p—value

38 (x.PCl) 8.991 8.998 2153.5 <2e—16 #*x*

148 (x.PC2) 9.000 9.000 9805.7 <2e—16 =*xx

155 (x.PC3) 8.374 8.896 200.8 <2e—16 *xx

16 Signif. codes: 0 ?7xxx? 0.001 ?7%x? 0.01 7«7 0.05 7.7 0.1 7 7 1
17R—sq.(adj) = 0.999 Deviance explained = 99.9%

1sGCV = 24.897 Scale est. = 23.328 n = 434
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Figura B.6: Resultados graficos del modelo SAM para la comunidad de Galicia. Funcién fregre.gsam.

Resultados del modelo GLS
= GLS-AR(1)

1summary (mod. gls .g[[1]])

> Generalized least squares fit by REML
Model: pf

+ Data: XX

5 AIC BIC logLik

6 2216.718 2241.101 —1102.359

7Correlation Structure: AR(1)

s Formula: 71

9 Parameter estimate(s):
10 Phl

110.9785129

12 Coefficients :
13 Value Std.Error t—value p—value

14 (Intercept) 163.20131 6.129887 26.62387 0
15x.PC1 0.32377 0.008073 40.10508 0
16x . PC2 0.49117 0.009523 51.57630 0
17x.PC3 0.66471 0.040243 16.51753 0

18 Correlation:

19 (Intr) x.PCl1 x.PC2

20x.PC1  0.031

21x.PC2 —0.012 0.007

22x.PC3  0.015 0.877 0.005

23 Standardized residuals:

24 Min Q1 Med Q3 Max
25 —0.8828536 —0.5726020 —0.1957088 0.2449665 4.2802594
26 Residual standard error: 14.62506

27 Degrees of freedom: 434 total; 430 residual
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Figura B.7: Resultados gréficos del modelo GLS-AR(1) para la comunidad de Galicia. Funcién fre-

gre.gls.

» GLS-ARMA(L,1)

rsummary (mod. gls .1.1.g[[1]])

> Generalized least squares fit by REML
;. Model: pf

+ Data: XX

5 AIC BIC logLik

6 2215.67 2244.116 —1100.835
7Correlation Structure: ARMA(1,1)

¢ Formula: 71
o Parameter estimate(s):
10 Phil Thetal

110.97508327 0.08460939

12 Coefficients :

13

14 (Intercept)
15x.PC1
16x . PC2
17x . PC3

Value
163.31378
0.32261
0.49096
0.65479

1s Correlation:

19 (Intr)
20x.PC1  0.030
21x.PC2 —0.012
22x.PC3 0.014
23 Standardized
24 Min

Std. Error
5.784913
0.008493
0.010233
0.042888

x.PCl x.PC2

0.007

0.876 0.004
residuals:

Q1

25 —0.8942805 —0.5789641

26 Residual standard error:
27 Degrees of freedom:

Med
—0.2053262
14.6693
434 total;

t—value p—value
28.23099 0
37.98502 0
47.97849 0
15.26757 0
Q3
0.2440050 4.3056577

430 residual
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Figura B.8: Resultados graficos del modelo GLS-ARMA(1,1) para la comunidad de Galicia
fregre.gls.

Resultados del modelo iGLS
= iGLS-AR(1)

imod. igls.1.g[[1]]

2> Call:

3list (7 fregre.pc”)

i Coefficients :

s(Intercept) x.PC1 x.PC2 x.PC3
6 163.7599 0.3417 0.5041 0.7342
7> mod.igls.1.g[[1]][25]

s$corStruct

9$corStruct$ar

10 Call:

. Funcion

inarima(x = x, order = c¢(p, d, q), include.mean = FALSE, transform.pars = TRUE)

12 Coefficients:

13 arl
14 0.9279
i5s.e. 0.0174
16sigma "2 estimated as 9.077: log likelihood = —1095.44, aic = 2194.89

= iGLS-AR(P)

imod. igls.p.g[[1]]

2> Call:

3list (7 fregre.pc”)

i Coefficients :

s(Intercept) x.PC1 x.PC2 x.PC3
6 163.7599 0.3417 0.5041 0.7342
7> mod.igls.p.g[[1]][25]

s$corStruct

9$corStruct$ar

10 Call:

inarima(x = x, order = c¢(p, d, q), include.mean = FALSE, transform.pars = TRUE)

12 Coefficients:
13 arl
14 0.9279
158.€. 0.0174
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B.1. RESULTADOS DE LOS MODELOS FRM PARA ESTIMAR LA INCIDENCIA
ACUMULADA DE CONTAGIO DEL COVID-19.

issigma”2 estimated as 9.077: log likelihood = —1095.44, aic = 2194.89

= iGLS-ARMA(1,1)

imod. igls .1.1.g[[1]]

> Call:

slist (7 fregre.pc”)

1 Coefficients :

5(Intercept) x.PC1 x.PC2 x.PC3
6 164.2567 0.3314 0.4944 0.6958
7> mod.igls.1.1.g[[1]][25]

s$corStruct

9$corStruct$ar

10 Call:
inarima(x = x, order = c¢(p, d, q), include.mean = FALSE, transform.pars = TRUE)
12 Coefficients :

13 arl mal
14 0.9573 0.0821
iss.e. 0.0137 0.0485
issigma "2 estimated as 8.95: log likelihood = —1092.74, aic = 2191.48

Salida de modelos para la comunidad de Madrid.

Resultados FLM

rsummary (mod. lin .m[[1]])

2Call:

slm(formula = pf, data = XX, x = TRUE)

1 Residuals:

5 Min 1Q Median 3Q Max
6 —63.326 —6.423 —1.358 5.355 90.802
7 Coefficients:

8 Estimate Std. Error t value Pr(>|t])

o(Intercept) 3.755e+02 7.455e—01 503.67 <2e—16 #xx
10x . PC1 3.643e—01 3.105e—03 117.33 <2e—16 #xx*x
11x.PC2 5.287e—01 3.832e—03 137.95 <2e—16 %%
12x . PC3 8.329e—01 2.409e—-02 34.58 <2e—16 #*x*x

13 Signif. codes: 0 ?%x%x?7 0.001 7%x? 0.01 ?%? 0.05 7.7 0.1 7?7 7 1
11 Residual standard error: 15.53 on 430 degrees of freedom

15 Multiple R—squared: 0.9971, Adjusted R—squared: 0.997
isF—statistic: 4.845e404 on 3 and 430 DF, p—value: < 2.2e—16
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Figura B.9: Resultados graficos del modelo FLM para la comunidad de Madrid. Funcién fregre.lm.

Resultados del modelo SAM.

1summary (mod.sam.m[[1]])

>Family: gaussian

sLink function: identity

1 Formula:

sHI © 4s(x.PCL, k = —1) + s(x.PC2, k = —1) + s(x.PC3, k =
s<environment: 0x0000022baff69db0>

7Parametric coefficients:

8 Estimate Std. Error t value Pr(>|t])
o(Intercept) 375.4631 0.6809 551.5 <2e—16 #x#x
10Signif. codes: 0 ?%x%x?7 0.001 7%x? 0.01 ?%? 0.05 7.7 0.1

11 Approximate significance of smooth terms:
edf Ref.df F p—value

12

38 (x.PCl) 8.011 8.734 1060.42 <2e—16 =x*x
1as(x.PC2) 7.837 8.638 2487.86 <2e—16 *x*x
158 (x.PC3) 8.356 8.871 96.33 <2e—16 sxx

0 7xxx?7 0.001 ?%x%x? 0.01 7«7 0.05
0.998 Deviance explained = 99.8%
Scale est. = 201.19 n = 434

16 Signif. codes:
17R—sq.(adj) =
1sGCV = 213.59

Luis Fidel Herrera de los Santos
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Figura B.10: Resultados graficos del modelo SAM para la comunidad de Madrid. Funcién fregre.gsam.

Resultados del modelo GLS
= GLS-AR(1)

rsummary (mod. gls .m[[1]])

>Generalized least squares fit by REML
Model: pf

1 Data: XX

5 AIC BIC logLik

¢ 3490.856 3515.238 —1739.428

7 Correlation Structure: AR(1)

s Formula: 71

9 Parameter estimate(s):

10 Phl

110.59573

12 Coefficients:

13 Value Std.Error t—value p—value
14 (Intercept) 375.4171 1.5450496 242.98063 0
15x . PC1 0.3485 0.0058753 59.31880 0
16x . PC2 0.5226 0.0077575 67.37232 0
17x.PC3 0.7071 0.0451393 15.66570 0

15 Correlation :

19 (Intr) x.PCl1 x.PC2

20x.PC1 —0.002

21x.PC2 —0.006 —0.031

22x.PC3 —0.003 0.966 —0.031

>3 Standardized residuals:

24 Min Q1 Med Q3 Max
25 —3.4562925 —0.3767072 —0.1626930 0.3506447 5.7453552
26 Residual standard error: 16.25548

27 Degrees of freedom: 434 total; 430 residual
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Figura B.11: Resultados graficos del modelo GLS-AR(1) para la comunidad de Madrid. Funcién fre-
gre.gls.

» GLS-ARMA(L,1)

rsummary (mod. gls .1.1.m[[1]])

> Generalized least squares fit by REML
5 Model: pf

+ Data: XX

5 AIC BIC logLik

6 3367.876 3396.323 —1676.938

7Correlation Structure: ARMA(1,1)

¢ Formula: 71
o Parameter estimate(s):
10 Phil Thetal

110.1042618 0.8553558

12 Coefficients :

13

14 (Intercept)
15x.PC1
16x . PC2
17x . PC3

1s Correlation:

19 (Intr)
20x.PCl1 —0.001
21x.PC2 —0.003
22x.PC3 —0.002
23 Standardized
24 Min

5 —3.9304857

26 Residual standard error:
27 Degrees of freedom:

434 total;

Luis Fidel Herrera de los Santos

430 residual

Value Std.Error t—value p—value
375.4528 1.1181309 335.7860 0
0.3596 0.0045929 78.3043 0
0.5274 0.0057237 92.1467 0
0.7954 0.0355759 22.3587 0
x.PCl x.PC2
—0.028
0.970 —0.027
residuals:
Q1 Med Q3 Max
—0.4062744 —0.1187129 0.3310361 5.8485879
15.64789
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Figura B.12: Resultados gréficos del modelo GLS-ARMA(1,1) para la comunidad de Madrid
fregre.gls.

Resultados del modelo iGLS
= iGLS-AR(1)

imod. igls.1.m[[1]]

2> Call:

3list (7 fregre.pc”)

i Coefficients :
s(Intercept) x.PC1
6 375.4198 0.3511
7> mod.igls.1.m[[1]][25]
s$corStruct
9$corStruct$ar

x.PC2
0.5237

x.PC3
0.7275

. Funcién

10 Call:
inarima(x = x, order = c¢(p, d, q), include.mean = FALSE, transform.pars = TRUE)
12 Coefficients :
13 arl
14 0.5626
158 .€. 0.0396
16sigma "2 estimated as 168.9: log likelihood = —1729.09, aic = 3462.19
» iGLS-ARMA(1,1)
imod. igls.p.m[[1]]
> Call:
3list (7 fregre.pc”)
1 Coefficients :
s(Intercept) x.PC1 x.PC2 x.PC3
6 375.4198 0.3511 0.5237 0.7275

7> mod.igls.p.m[[1]][25]
s$corStruct
9$corStruct$ar
10 Call:
arima(x = x,
12 Coefficients:
13 arl
0.5626
0.0396

order c(p, d, q), include.mean = FALSE,

14
158 .€.

transform . pars = TRUE)
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issigma”2 estimated as 168.9: log likelihood = —1729.09, aic = 3462.19

B.2. Tablas de error a H =1, ..., 7.

‘ | € =Yrtrh — Yrth ‘

MODELO Hy Hy Hs Hy Hs Hg Hy
“04,/06/2021” | “05/06/2021” | “06/06/2021” | “07/06,/2021” | “08/06/2021” | “09/06/20217 | “10/06/2021"
LM -5 -11 -13 -13 21 -28 -44
LM-AR(1) -3 -4 -2 -6 -8 -10 24
LM-ARMA(1,1) A 0 -2 -9 -3 9 -23
SAM -3 -8 -9 -6 -10 -15 -30
SAM-AR(1) -2 -2 -1 -6 8 9 22
SAM-ARMA(1,1) -3 1 0 -8 -3 9 -22
KAM -2 -5 -4 1 -3 -7 -19
KAM-AR(1) -7 -10 -13 -18 22 -28 -46
KAM-ARMA(1,1) -2 4 5 -2 4 0 -12
GLS-AR(1) A -16 -16 21 -25 -25 -38
GLS-ARMA(1,1) -4 -15 -15 23 22 -26 -36
iGLS-AR(1) -4 -16 -16 21 -25 -25 -38
iGLS-AR(P) -2 -2 -1 -18 -14 -15 -26
iGLS-ARMA(1,1) 8 3 0 26 -18 310 23

Tabla B.1: Error predicciones de los modelos FRM para la comunidad de Catalufia. Periodo 04/06/2020
al 10/06/2020.

| €="Yrth — Yr+n ‘

MODELO H, Hy Hs H, H Hg H:
“04/06,/2021” | “05/06/2021” | “06/06,/2021” | “07/06/2021” | “08/06/2021” | “09/06,/2021" | “10/06/2021”
LM -5 -9 -11 -12 -16 -21 -26
LM-AR(1) -4 -7 -8 -10 -13 -15 -17
LM-ARMA(1,1) -4 7 -9 -11 -14 -14 -18
SAM -5 7 -7 6 -7 9 -11
SAM-AR(1) A -7 -8 9 -12 -13 -14
SAM-ARMA(1,1) A -7 -9 -10 -13 -13 -15
KAM 20 25 27 -30 -35 -41 A7
KAM-AR(1) -17 22 -25 -28 -33 -37 -41
KAM-ARMA(1,1) -19 -25 -29 34 -1 44 -51
GLS-AR(1) -4 -8 -9 -11 -15 -17 -19
GLS-ARMA(1,1) -4 -8 -10 -12 -16 -16 -19
iGLS-AR(1) 4 -8 -9 -11 -15 -17 -19
iGLS-AR(P) -4 -8 -9 -11 -15 -17 -19
iGLS-ARMA(1,1) -4 160 -35 18 -113 238 177

Tabla B.2: Error predicciones de los modelos FRM para la comunidad de Cataluiia. Periodo 04/06/2020
al 10/06/2020.
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B.3. ESTIMACION DE LA ESTRUCTURAS DE DEPENDENCIA DE LOS

ERRORES
‘ | € =Yrth — Ur+h ‘
MODELO Hy Hs Hs Hy Hs Hg H;
“04/06/2021” | “05/06/2021” | “06/06,/2021” | “07/06/2021” | “08/06,/2021” | “09/06/2021” | “10/06/2021”
LM -8 -14 -16 -18 =27 -34 -45
LM-AR(1) -8 -10 -9 -12 -14 -14 -19
LM-ARMA(1,1) -9 -6 -11 -12 -13 -15 -18
SAM -12 -24 -30 -36 -47 -55 -69
SAM-AR(1) -12 -18 -20 -25 -30 -30 -38
SAM-ARMA(1,1) -14 -15 -21 -26 -28 -30 -36
KAM 41 35 31 28 21 17 12
KAM-AR(1) 52 53 54 55 56 61 68
KAM-ARMA(1,1) 39 43 39 39 40 42 45
GLS-AR(1) -9 -26 -23 -30 -36 -31 -36
GLS-ARMA(1,1) -10 -7 -14 -31 -36 -31 -33
iGLS-AR(1) -9 -26 -22 -30 -36 -31 -36
iGLS-AR(P) -9 -26 -22 -30 -36 -31 -36

Tabla B.3: Error predicciones de los modelos FRM para la comunidad de Madrid. Perfodo 04/06/2020
al 10/06/2020.

B.3. Estimacion de la estructuras de dependencia de los erro-
res

| | AR(1) del ¢ |

‘MODELO ‘LbMOD1 @MOD, | PMODs | PMOD, | PMODs | $MODs | PMOD,

LM-AR(1) 0.613 | 0.741 | 0.830 | 0.873 | 0.908 | 0.941 | 0.948
SAM-AR(1) | 0.590 | 0.736 | 0.820 | 0.855 | 0.890 | 0.922 | 0.930
KAM-AR(1)| 0.820 | 0.873 | 0.901 | 0.917 | 0.931 | 0.945 | 0.952
GLS-AR(1) | 0.688 | 0.993 | 0.994 | 0.995 | 0.996 | 0.997 | 0.997
iGLS-AR(1) | 0.645 | 0.988 | 0.990 | 0.991 | 0.993 | 0.994 | 0.994
iGLS-AR(P) | 0.855 | 1.141 | 1.326 | 1.270 | 1.281 | 1.389 | 1.459

Tabla B.4: Modelo autoregresivo de los errores AR(1) de los FRM de Cataluna.

| | AR(1) del |

dMOD;

dMODs

¢1\10D5

¢1WOD4

‘ MODELO ‘ dmMOD, PMODs

PMOD,

LM-AR(1) 0.873 | 0.929 | 0.951 | 0.963 | 0.969 | 0.974 | 0.976
SAM-AR(1) | 0.770 | 0.843 | 0.882 | 0.900 | 0.911 | 0.918 | 0.918
KAM-AR(1)| 0.806 | 0.855 | 0.883 | 0.905 | 0.920 | 0.932 | 0.941
GLS-AR(1) | 0.979 | 0.991 | 0.994 | 0.996 | 0.997 | 1.000 | 1.000
iGLS-AR(1) | 0.928 | 0.986 | 0.990 | 0.993 | 0.994 | 0.995 | 0.995
iGLS-AR(P) | 0.928 | 0.986 | 0.990 | 0.993 | 0.994 | 0.995 | 0.995

Tabla B.5: Modelo autoregresivo de los errores AR(1) de los FRM de Galicia.
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APENDICE B. RESULTADOS DE LA APLICACION

| | AR(1) del ¢ |

[MODELO [@rr0n,

Q/)AI()DZ chI()Dg @W()D_i PMOD; ‘ dﬁ\ﬂ)DG (/)J\IOD7

LM-AR(1) 0.532 | 0.700 | 0.822 | 0.846 | 0.880 | 0.942 | 0.957
SAM-AR(1) | 0.464 | 0.671 | 0.786 | 0.803 | 0.850 | 0.911 | 0.923
KAM-AR(1)| 0.780 | 0.846 | 0.871 | 0.870 | 0.913 | 0.939 | 0.142
GLS-AR(1) | 0.596 | 0.992 | 0.988 | 0.993 | 0.995 | 0.995 | 0.995
iGLS-AR(1) | 0.563 | 0.987 | 0.982 | 0.988 | 0.991 | 0.990 | 0.991
iGLS-AR(P) | 0.563 | 0.987 | 0.982 | 0.988 | 0.991 |0.990 0| 0.991

Tabla B.6: Modelo autoregresivo de los errores AR (1) de los FRM de Madrid.

‘ H ARMA(1,1) del ¢ ‘

| MODELO | mop, | mop, | mop, | mop, | Mmops | Mmops | Mop; |
| Lo flo oo folofofololo]olo]oel]eo]
LM-ARMA(1,1) [ 0.259[0.701 [ 0.536 ] 0.740][0.721 0.581 [[0.759 | 0.706 [ 0.820 [ 0.659 | 0.896 [ 0.567 ]| 0.913 [ 0.699
SAM-ARMA(L,1) | 0.207|0.700 | 0.516 |0.694| 0.702 | 0.541 || 0.726 | 0.651 || 0.788 | 0.602 || 0.864 | 0.514 || 0.884 | 0.646
KAM-ARMA(1,1) || 0.820| NA | 0.822|0.214|0.863|0.210|0.871 |0.302 || 0.886 | 0.365 || 0.911 | 0.368 || 0.917 | 0.454
GLS-ARMA(1,1) | 0.203]0.6840.293|0.684 0.293 | 0.6840.293 | 0.684 || 0.293 | 0.684 || 0.203 | 0.684 || 0.203 | 0.684
iGLS-ARMA(1,1) | 0.934]0.366 | 0.593 | 0.727| 0.728 | 0.508 || 0.792 | 0.780 || 0.850 | 0.694 || 0.996 | 0.825 || 0.979 | 0.678

Tabla B.7: Modelo autoregresivo de medias méviles de los errores ARMA(1,1) de los FRM de Catalunia.

| | ARMA(1,1) del ¢ |

| MODELO | mop, | mop, | mops | mops | mops | mops | mop; |
| Lo [ o olofolofolo]olofo]ol]o]eo]
LM-ARMA(1,1) | 0.834]0.175 [ 0.887]0.431][0.927] 0.308 [ 0.941 [ 0.539 [ 0.952 ] 0.594 [ 0.960 [ 0.620 ]| 0.966 [ 0.749
SAM-ARMA(L,1) | 0.656|0.304 0.760 | 0.350|| 0.804 | 0.484 0.830 | 0.527 || 0.845 | 0.585 || 0.858 | 0.652 || 0.854 | 0.623
KAM-ARMA(1,1) || 0.806 | NA |0.855| NA ||0.883| NA |[0.905| NA ||0.909|0.074 | 0.918|0.121 || 0.921 | 0.192
GLS-ARMA(1,1) [ 0.975]0.085|0.975 | 0.085 |[0.975 | 0.085 || 0.975 | 0.085 | 0.975 | 0.085 ||0.975 | 0.085 || 0.975 | 0.085
iGLS-ARMA(1,1) || 0.957|0.082  0.959 | 0.651|0.976 | 0.357|0.970 | 0.614 || 0.984| 0.763 || 0.962 | 0.649 || 0.999 | 0.826

Tabla B.8: Modelo autoregresivo de medias méviles de los errores ARMA(1,1) de los FRM de Galicia.

| | ARMA(1,1) del ¢ |

| MODELO | mop, | mop, | mops | mop, | mops | mops | moD; |
| | o [ o[ olofolofolofolo]olol]ol]eo]
LM-ARMA(L,1) | 0.874] NA [0.423]0.840[ 0.671]0.666 [ 0.658] 0.834][0.717] 0.815 [ 0.869 [ 0.637 ] 0.902 [0.748
SAM-ARMA(L,1) | 0.874| NA |0.351|0.800| 0.580|0.676 || 0.555| 0.812 || 0.656 | 0.802 || 0.828 | 0.528 || 0.836 | 0.749
KAM-ARMA(1,1) || 0.780 | NA | 0.742|0.337||0.871| NA ||0.870| NA ||0.820|0.417|/0.909 | 0.204 || -0.546 | 0.729
GLS-ARMA(L,1) [ 0.104]0.8550.104 | 0.855| 0.104 | 0.855 || 0.104| 0.855 ||0.104| 0.855 || 0.104 | 0.855 || 0.104 | 0.855

Tabla B.9: Modelo autoregresivo de medias méviles de los errores ARMA(1,1) de los FRM de Madrid.
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