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Resumen

Resumen en espaiol

Este trabajo trata de introducir las principales técnicas de la mineria de textos y sus diversas apli-
caciones. Para ello, en el primer capitulo, se comienza a explicar qué es la mineria de textos y cuéiles
son sus principales usos actualmente. Seguidamente, se explican varias formas de céomo obtener los
datos y luego se ilustra el preprocesado de los mismos con un ejemplo. En el tercer capitulo, se hace
un andlisis exploratorio de los datos y, a continuacién, se explican los métodos mas utilizados para la
clasificacién de documentos, se entrenan los modelos y se validan.

Por ultimo, se muestra una aplicacién Shiny del clasificador de textos que se ha construido siguien-
do paso a paso las explicaciones del trabajo. Su finalidad es una mejor comprensién del tema con la
ayuda de un método visual interactivo.

Para la realizacién de este trabajo, se ha recibido la ayuda de la empresa Oesia, experta en el
ambito de la mineria de textos.

English abstract

This project tries to introduce the main text mining techniques and their different applications. For
this, in the first chapter, it begins to explaining what text mining is and which are its main applications
at the moment. Consecutively, several ways of how to obtain the data are explained and then data
preprocessing is illustrated with an example. In the third chapter, an exploratory data analysis is done,
and then the most used methods for document classification are explained, the models are trained and
validated.

Finally, it shows a Shiny text classifier application that has been constructed following step by step
explanations of the project. Its objective is a better understanding of the subject with the help of an

interactive visual method.

For the realization of this project, the help of Oesia company, expert in the field of text mining,
was received.
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XII RESUMEN

Resumo en galego

Este traballo trata de introduci-las principais técnicas da mineria de textos e as stias diversas apli-
caciéns. Para isto, no primeiro capitulo, comézase a explicar que é a mineria de textos e cales son as
stas principais usos actualmente. Deseguido, explicanse varios xeitos de como obte-los datos e, logo
ilastrase o preprocesado dos mesmos cun exemplo. No terceiro capitulo, faise unha anéalise exploratoria
dos datos e, a continuacién, explicanse os métodos mais utilizados para a clasificacién de documentos,
adéstranse os modelos e validanse.

Por ultimo, amdsase unha aplicacion Shiny do clasificador de textos que se construiu seguindo paso
a paso as explicacions do traballo. A sia finalidade é unha mellor comprensiéon do tema coa axuda dun
método visual interactivo.

Para a realizacion deste traballo, recibiuse a axuda da empresa Oesia, experta no &mbito da mineria
de textos.



Capitulo 1

Introduccion

En los dltimos anos ha proliferado el almacenamiento de enormes cantidades de datos, y aunque
cada dia aumenta el volumen de informacién disponible, en comparacion, la capacidad de procesa-
miento de esta informacién permanece practicamente constante. El analisis de textos, o text analytics,
es un area nueva de investigacion en el andlisis de datos que trata de resolver esta sobrecarga de in-
formacion al combinar técnicas de mineria de datos, procesamiento del lenguaje natural, recuperacién
de informacién y gestién del conocimiento. Dicho término es sinénimo a mineria de textos, que es con
el que se trabajard en este documento, debido a que se utiliza con mayor frecuencia.

La mineria de textos estd conformada por un compendio de técnicas de diversos campos, entre ellos
la lingiiistica, la estadistica y el machine learning. Estas técnicas modelan y estructuran el texto de
entrada, que puede ser cualquier agrupacién de documentos basados en texto. Cabe destacar que estas
colecciones suelen oscilar entre miles y millones de documentos y pueden ser estiticas o dindmicas,
dependiendo de si el niimero inicial de documentos permanece invariable o si, por el contrario, se aplica
a colecciones que se caracterizan por afiadir documentos nuevos o actualizados con el paso del tiempo.

Es importante tener en cuenta que estas técnicas de mineria de textos no se aplican directamente
en las colecciones de documentos, sino que éstos necesitan una preparaciéon. Estas operaciones previas
reciben el nombre de preprocesado, el cual incluye una gran variedad de pasos, dependiendo del obje-
tivo al que se pretenda llegar con los documentos.

El analisis de los datos obtenidos, después del preprocesado, extrae informacién de los datos en
formato de texto de manera automatizada. Este es su objetivo principal, que normalmente se utiliza
para la toma de decisiones en el &mbito empresarial.

De entre las multiples aplicaciones de la mineria de textos, destacan las siguientes:

= Extraccién de informacién y enriquecimiento de contenidos: Aunque el trabajo con el contenido
del texto todavia requiere un esfuerzo humano, las técnicas de mineria de textos son capaces de
gestionar de forma cada vez mas eficaz grandes volimenes de informacion. Con ello, se revela
informacion seméantica significativa, que puede ser utilizada como metadatos o para resumir el
contenido disponible.

= Gestion del conocimiento: Se busca encontrar informacién importante lo més rdpidamente posible
con grandes volimenes de datos.

= Inteligencia de negocios: Este proceso es utilizado cominmente por las empresas para llevar a
cabo la toma de decisiones, trabajando con miles de fuentes y analizando grandes voliimenes de
datos para extraer de ellos sélo el contenido relevante.
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= Mineria de opiniones o andlisis de sentimientos: Consiste en extraer y analizar opiniones, emocio-
nes y sentimientos que generan principalmente los usuarios de redes sociales en relacion a diversas
marcas y productos, ya que ayuda a revelar informacién sobre un tema especifico apoyando a
campos como la inteligencia de negocios y jugando un papel muy importante en la toma de
decisiones. Las empresas lo utilizan principalmente para predecir las necesidades de los clientes
y comprender la percepciéon de su marca.

= Atencion al cliente: Se utiliza para proporcionar una respuesta rapida y automatizada al cliente,
reduciendo la dependencia de los operadores, tanto de los centros de llamadas para resolver
problemas, como en foros, correos o encuestas de opinion.

= Clasificacién de documentos: La mineria de textos puede implementarse para mejorar la eficacia
de los métodos de filtrado estadistico, como por ejemplo el filtrado de correo no deseado. Esto,
facilita la recuperacién y navegaciéon de documentos.

A continuacion, se procedera a explicar, pormenorizadamente, los pasos necesarios principales para
obtener un buen resultado a partir de técnicas de mineria de textos, utilizando para ejemplificar el
proceso la clasificacién de documentos.

El conjunto de datos con el que se va a trabajar es una coleccién de 19997 mensajes recopilados de
20 directorios, cada uno conteniendo los documentos de texto pertenecientes a un tema determinado.
Los temas de los directorios son muy diversos, como por ejemplo, ateismo, hockey o el espacio. Los
datos pueden obtenerse en el siguiente enlace:

http://www.cs.cmu.edu/afs/cs/project /theo-20/www/data/news20.html

Para llevar a cabo esta tarea, se partird de un preprocesado de los datos, utilizando un subconjunto
de 7500 documentos con el fin de agilizar el tiempo de computacion. Seguidamente se hard un andlisis
exploratorio de éstos para obtener informacion descriptiva de cada grupo y con ella, se procederd a
elaborar un clasificador. Lo que se busca es que éste, al proporcionarle un nuevo documento, sea capaz
de decir a qué carpeta de entre las 20 es més probable que pertenezca el texto. Este clasificador se
mostrard a través de una aplicaciéon Shiny, que es una herramienta para crear aplicaciones web inter-
activas programada en lenguaje R.

Todo el cédigo de R utilizado en este trabajo, tanto el del clasificador, como el de la aplicacién
Shiny, se puede consultar en el siguiente enlace de Dropboz:

https://www.dropbox.com/sh/5i3uccz6nvolyhy /AACDEqzBFZZIQDq7U100-NXva?dl=0

En este capitulo introductorio se ha utilizado principalmente la referencia [21] de la bibliografia.


http://www.cs.cmu.edu/afs/cs/project/theo-20/www/data/news20.html
https://www.dropbox.com/sh/5i3uccz6nvolyhy/AACDEqzBFZZIQDq7U10O-NXva?dl=0

Capitulo 2

Manipulaciéon de textos

2.1. Obtencién de los datos y creacion del corpus

En el campo de la mineria de textos normalmente se comienza con un conjunto de documentos de
entrada altamente heterogéneos, por lo tanto el primer paso serd importarlos a un entorno informatico.
Para ello, se utilizara el programa R [20] a través, principalmente, del paquete tm [7], ya que es el estdn-
dar actual para el andlisis estadistico de texto en R. Este paquete facilita el uso de formatos de texto
heterogéneos y cuenta con soporte de base de datos integrado para minimizar las demandas de memoria.

Para poder trabajar con estos documentos, se necesita de una entidad conceptual similar a una
base de datos que contenga y gestione documentos de texto de una manera genérica. Esta entidad
es el denominado corpus, el cual es una coleccién de documentos de texto. Existen diversos tipos de
corpus en tm. Los dos més importantes son el Volatile Corpus y el Permanent Corpus. Se utilizara uno
u otro dependiendo de si se desea almacenar los datos en la memoria y, que cuando el objeto R sea
destruido se elimine (Volatile Corpus), o de si se quiere que los documentos se almacenen fisicamente
fuera de R, por ejemplo en una base de datos, y que no se destruya en caso de eliminarse el objeto de
R (Permanent Corpus).

Dado que los documentos de texto pueden estar presentes en diferentes formatos de archivo, el
programa R tiene varios lectores de textos instalados para archivos .DOC, .PDF, . XML, etc. En el
ejemplo del clasificador, ya se dispone de los datos en archivos .txt, por lo que inicamente se necesita
generar un corpus con estos datos. A continuacion, se ve un ejemplo de como se podria hacer.

filePath<- "news20/20_newsgroup/alt.atheism/49960"
texto <- suppressWarnings(readLines(filePath))

corpus <- VCorpus(VectorSource(texto))

Para representar documentos en un corpus hay diversas formas de tomar los datos. Los tipos mas
utilizados son los presentados a continuacién:

= Caracteres: Las letras, los niimeros, los caracteres especiales y los espacios individuales. La re-
presentacién a nivel de cardcter incluye el conjunto completo de todos los caracteres de un
documento. Este tipo de representacion es dificil de manejar para algunos tipos de técnicas de
procesamiento de texto debido a que el espacio de caracteristicas para un documento no esta
suficientemente optimizado. A pesar de eso, este espacio de caracteristicas esté considerado como
el més completo de cualquier representacion de un documento de texto real.
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= Palabras: Seleccionar las palabras directamente de un documento es el nivel bésico de riqueza
semantica. Es posible que una representacién a nivel de palabra de un documento incluya una
caracteristica para cada palabra dentro de ese documento. Esto puede llevar a algunas represen-
taciones de nivel de palabra de colecciones de documentos de decenas o incluso cientos de miles
de palabras tnicas en su espacio de caracteristicas. Para minimizar el nimero de palabras, la
mayoria de las representaciones de documentos a nivel de palabra llevan a cabo algtn tipo de op-
timizacion; por lo tanto, el espacio consiste en un subconjunto de caracteristicas representativas
filtradas.

= Conceptos: Esta representacion tiene en cuenta la sinonimia y la polisemia. Las representaciones
basadas en conceptos pueden ser procesadas para soportar jerarquias de conceptos muy sofistica-
das, y posiblemente proporcionen las mejores representaciones. Aun asi, tienen la gran desventaja
de que su implementacion es muy compleja y de que depende del dominio de multiples conceptos.

Pueden existir enfoques hibridos de los tres tipos anteriores. Sin embargo, éstos necesitan una planifica-
cién, pruebas y optimizacion cuidadosas para evitar un crecimiento desmesurado en la dimensionalidad
de las caracteristicas de las representaciones de documentos.

La representacion de documentos del ejemplo se llevard a cabo utilizando palabras, después de un
debido filtrado para minimizar la dimensién del espacio de trabajo.

2.2. Preprocesamiento

Dado que la representacion del total de documentos puede tener una alta dimensién, una vez ya se
ha construido el corpus el siguiente paso es el procesado de éste, es decir, la aplicacién de métodos para
limpiar y estructurar el texto de entrada e identificar un subconjunto simplificado de las caracteristicas
del documento que puedan representarlo en un andlisis posterior. A continuacién, se presenta una lista
de las transformaciones mas habituales, utilizando la funcién tm_map del paquete tm:

= Conversién de las mayusculas en mindsculas:

tm_map (corpus,content_transformer (tolower))

Normalmente se convierte en mintsculas todas las letras para que los comienzos de oracién no
sean tratados de manera diferente por los algoritmos.

= Eliminacion de stopwords:

tm_map(corpus, removeWords, stopwords("english"))

Las stopwords, o palabras stop, son las méas utilizadas en la lengua con la que se esta trabajando y,
por lo tanto, no aportan informacién relevante en los textos. Los articulos, las preposiciones, las
conjunciones, los verbos y adjetivos mas comunes, los pronombres y los adverbios son palabras
stop. En cada idioma varian, por lo que hay que especificar el idioma en el que estan los textos.

Para la clasificacion de documentos, la inclusién de estas palabras no deberia ser muy til, ya que
se espera que tengan una distribucién uniforme entre los diferentes documentos. La eliminacién
de palabras stop se utiliza principalmente para aumentar el rendimiento computacional, no tanto
para mejorar la estimacion.
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= Eliminacion de signos de puntuacién:

tm_map(corpus, removePunctuation)
Se eliminan los simbolos: ! " # § % &’ () *+,-./:s<=>7Q[\]" _“{|} ~

Esta funcién simplemente elimina la puntuacién sin insertar espacios en blanco. Para insertar un
espacio en blanco en su lugar se haria de la siguiente forma:

tm_map(corpus, content_transformer(gsub), pattern = ’[-]+’, replacement= ’> ’)

= Eliminaciéon de nimeros:

tm_map (corpus,removeNumbers)

= Eliminacién de espacios en blanco innecesarios:

tm_map (corpus,stripWhitespace)
= Agrupacién de sinénimos:

Con el fin de disminuir la dimensién del espacio a trabajar, se pueden identificar palabras distintas
con el mismo significado y reemplazarlas por una sola palabra. Para ello se toman los sinénimos
de dicha palabra. Es comin llevar a cabo esta agrupacién de sinénimos en R utilizando la libreria
wordnet [8].

WordNet (Fellbaum 1998) [10] es una gran base de datos léxica de mas de 100.000 términos en
inglés donde los sustantivos, verbos, adjetivos y adverbios se agrupan en conjuntos de sinénimos
llamados synsets, cada uno de ellos expresando un concepto distinto.

Sys.setenv(WNHOME = "C:/Program Files (x86)/WordNet/2.1")
library(wordnet)

setDict ("C:/Program Files (x86)/WordNet/2.1/dict")
synonyms (’write’, "VERB")

## [1] "compose" "drop a line" "indite"
## [6] "spell" "write"

pen" "publish"

= Simplificacion:

Otro posible enfoque para disminuir las dimensién es la agrupacién de términos de un mismo
tema, por ejemplo, que cada vez que aparezca en el texto una marca de un coche, la palabra se
sustituya por carbrand. El siguiente c6digo muestra como se podrian cambiar los niimeros por la
etiqueta labelnum.
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corpus <- tm_map(corpus, content_transformer(gsub), pattern = ’[0-9]+’,
replacement= ’labelnum’)

Esta simplificacion solamente es util cuando existe un extenso nimero de palabras de un mismo
tema en los textos.

Lematizacion:

tm_map (corpus, stemDocument)

La lematizacién o stemming es la transformacion en lemas de todos los términos que componen
el corpus, entendiendo por lema la forma representante de todas las formas flexionadas de una
misma palabra.

Es una técnica que reduce la complejidad sin pérdida de informacién severa. Uno de los algorit-
mos més conocidos es el propuesto por Martin F. Porter en [19] que elimina las terminaciones
morfolégicas e inflexiones comunes de las palabras. Esto es necesario, ya que asi, palabras con el
mismo lema se tienen en cuenta como si fuesen una unica a la hora de contar la frecuencia de
cada término; por ejemplo, las palabras value, values y valuing comparten el lema, valu, por lo
que para calcular la frecuencia de éste se suman las apariciones de estas tres palabras.

Descartar las palabras debido a su frecuencia de aparicién, por ejemplo, las palabras que salgan
en todos los documentos o las que solo aparezcan en uno.

La funcién tm_map puede realizar varios preprocesados simultaneamente aunque se hayan explicado
por separado.

En el corpus que se estd tomando como ejemplo se llevd a cabo este mismo preprocesado, excep-
tuando la agrupacion de sinénimos debido a que ésto supondria trabajar con enormes bases de datos,
y la simplificacion, ya que los textos no albergaban ningin tema claro con el que poder hacerlo. El
ultimo punto se explicard méas a fondo en la seccion 4.2.

A continuacién se mostrara un trozo del primer texto de la carpeta alt.atheism, al que se le irdn
aplicando las distintas fases del preprocesado, para comprender mejor como es el texto que se obtiene
finalmente.

Ejemplo

El texto de partida pertenece a la primera parte del documento 49960 de la carpeta alt.atheism:

FREEDOM FROM RELIGION FOUNDATION

Darwin fish bumper stickers and assorted other atheist paraphernalia are
available from the Freedom From Religion Foundation in the US.

Write to: FFRF, P.0. Box 750, Madison, WI 53701.
Telephone: (608) 256-8900



2.3. EJEMPLO 7

Lo primero que se debe hacer es guardarlo en un corpus:

texto<-"FREEDOM FROM RELIGION FOUNDATION

Darwin fish bumper stickers and assorted other atheist paraphernalia are
available from the Freedom From Religion Foundation in the US.

Write to: FFRF, P.0. Box 750, Madison, WI 53701.
Telephone: (608) 256-8900"

corpus <- VCorpus(VectorSource(texto))

Antes de empezar a trabajar con los datos se debe inspeccionar que se han cargado correctamente
v que no ha habido ningtin error, para ello se utiliza la funciéon inspect():

inspect (corpus)

## <<VCorpus>>

## Metadata: corpus specific: O, document level (indexed): O
## Content: documents: 1

#it

## [[11]

## <<PlainTextDocument>>

## Metadata: 7

## Content: chars: 246

El primer paso del preprocesado es la transformacién en mintsculas:

corpus <- tm_map(corpus, content_transformer(tolower))

corpus[[1]]$content

## [1] "freedom from religion foundation\n\ndarwin fish bumper stickers and assorted
other atheist paraphernalia are\navailable from the freedom from religion foundation
in the us.\n\nwrite to: ffrf, p.o. box 750, madison, wi 53701.\ntelephone: (608)
256-8900"

El siguiente paso es la eliminacién o sustitucion de caracteres especiales y la supresion de las pala-
bras stop. En el caso del ejemplo se utilizan las SMART, que es una extensa lista de palabras stop en
inglés:

# Tratamiento para caracteres especiales:
corpus <- tm_map(corpus, content_transformer(gsub), pattern = ’[-]+’,
replacement= ’ ’)

corpus <- tm_map(corpus, removeWords, stopwords("SMART"))

corpus[[1]]$content
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## [1] "freedom religion foundation\n\ndarwin fish bumper stickers assorted
atheist paraphernalia \n freedom religion foundation .\n\nwrite : £ffrf,
. box 750,

madison, wi 53701.\ntelephone: (608) 256 8900"

A continuacién se elimina la puntuacién, los niimeros y una lista adicional de palabras stop:

# Eliminacidon puntuacion:
corpus <- tm_map(corpus, removePunctuation)

# Eliminacion numeros:
corpus <- tm_map(corpus, removeNumbers)

# Eliminacidén de palabras de la lista "mywords":
mywords <- readLines("./words/mywords.txt")
corpus <- tm_map(corpus, removeWords, mywords)

corpus[[1]]$content

## [1] "freedom religion foundation\n\ndarwin fish bumper stickers assorted
atheist paraphernalia \n freedom religion foundation \n\nwrite ffrf box
madison wi \ntelephone "

Seguidamente se suprimen los espacios en blanco innecesarios:

corpus <- tm_map(corpus, stripWhitespace)

corpus[[1]]$content

## [1] "freedom religion foundation darwin fish bumper stickers assorted atheist
paraphernalia freedom religion foundation write ffrf box madison wi telephone "

Finalmente, se lleva a cabo la lematizacién del texto y se obtiene el texto con el preprocesado
completo:

corpus <- tm_map(corpus, stemDocument)

corpus[[1]]$content

## [1] "freedom religion foundat darwin fish bumper sticker assort atheist
paraphernalia freedom religion foundat write ffrf box madison wi telephon"

En este capitulo se ha trabajado principalmente con las referencias [6], [9], [16] de la bibliografia y,
ademads, con el paquete tm [7] de R.



Capitulo 3

Analisis exploratorio de textos

3.1. Resumen numérico

3.1.1. La matriz de documentos-términos

A partir de que ya se ha depurado el corpus, un enfoque comiin de la mineria de textos es la creacién
de la matriz de documentos-términos, donde las filas corresponden a los documentos y las columnas a
los términos. Esto se debe a que muchas de las aplicaciones toman matrices de documentos-términos
como entrada. En dicha matriz, las celdas contienen un recuento del ntimero de apariciones de un
término especifico en un texto dado. Los términos con mayor nimero de ocurrencias en un texto son
catalogados como importantes.

Para la creacién de esta matriz en R se utiliza el comando DocumentTermMatrix():
dtm <- DocumentTermMatrix(corpus)

Para generar la matriz de documentos-términos se utilizan dos nuevas funciones, process_texts y
X_y_dataset. La primera transforma un vector de textos en una estructura tipo VCorpus y realiza el
preprocesado visto en el capitulo anterior. La segunda, genera y guarda la matriz documentos-términos
“X” a partir de corpus y el vector “y” de etiquetas numéricas para asignar grupo a cada documento
de “X” a partir de las etiquetas (1labels).

Debido a que la matriz de documentos-términos del clasificador de textos es muy grande y disper-
sa, para comprender mejor este capitulo se obtendra la matriz de documentos-términos de un nuevo
ejemplo.

textos <- c("The dog is man’s best friend and dogs love people.",
"My friend has a white cat.",
"Cats and dogs are not friends.",
"I live with a dog and a white cat.")

corpus <- process_texts(textos, stem= TRUE)

dtm_model <- X_y_dataset(corpus,
labels= numeric(),
tfidf= FALSE,
with.normalize= FALSE,
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word.length= c(2,15),
freq.bounds= c(0, Inf),
with.sparse= FALSE,
sparse= 0.95)

dtm<- dtm_model$X; dtm

## Terms

## Docs cat dog friend live love peopl white
## 1 0 2 1 0 1 1 0
## 2 1 0 1 0 0 0 1
## 3 1 1 1 0 0 0 0
## 4 1 1 0 1 0 0 1

dog
cat
friend
white
live
love
peopl

Figura 3.1: Diagrama de barras de la dtm del ejemplo.

3.1.2. Importancia de los términos

Para estudiar la importancia de los términos de un documento en particular, en lugar de utilizar
la frecuencia de cada uno de los términos directamente, se pueden utilizar diferentes ponderaciones
denominadas TF-IDF (Term Frequency-Inverse Document Frecuency) que se verdn a continuacion.
Una de las grandes ventajas es que estas ponderaciones se puede aplicar a cualquier idioma del mundo.

Estas ponderaciones se calculan como el producto de dos medidas, la frecuencia de aparicién del
término (tf) y la frecuencia inversa del documento (idf).

La féormula mateméatica para esta métrica es la siguiente:

thdf(t,d, D) = tf(t, d) x idf(¢, D) (3.1)

donde t es el término, d denota cada documento, D el espacio total de documentos y tfidf es el
peso asignado a ese término en el documento correspondiente [14].

La combinacion de los valores de tf e idf da una métrica que permite saber cémo de tinicas son
las palabras de un documento. La ponderacién asigna un alto peso a un término si se produce con
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frecuencia en ese documento, pero rara vez en la coleccién completa. Sin embargo, si el término ocurre
pocas veces en el documento, o aparece practicamente en todos ellos, disminuye el peso asignado por
la ponderacion tfidf.

El peso aumenta proporcionalmente al nimero de veces que una palabra aparece en el documento,
pero es compensada por la frecuencia de la palabra en la coleccién de documentos, lo que permite
filtrar las palabras mas comunes.

Frecuencia del término

tf(t,d) se define como frecuencia del término o term frecuency. Existen distintas formas de medir
esta frecuencia, entre las que destacan:

= Recuento: calculo del niimero de veces que el término ¢ aparece en el documento d. Se denota
como:

t£(t, d) = ne.q (3.2)

= Forma binaria (o booleana):

tf(t,d) =1 si t aparece en el documento d,

tf(t,d) =0 en otro caso.

= Frecuencia de término normalizada:

Nt.d

2
> Ny d
t'ed

Algunos autores definen esta frecuencia como tf(t,d) =

tf(t, d) = (3.4)

Nt.d

> ned

t'ed

Como cada documento tiene diferente longitud, es méas probable que un término aparezca un
numero mayor de veces en documentos largos que cortos. Por este motivo la frecuencia de término
se divide por una medida del nimero total de términos del documento.

= Frecuencia logaritmicamente escalada:

tf(t,d) = 1+ log (n4,q4) singqg >0,
tf(t,d) =0 en otro caso.
Frecuencia inversa del documento
Durante el célculo de la frecuencia del término se considera que todos los términos tienen igual
importancia, no obstante, se conocen casos en los que ciertos términos pueden aparecer muchas veces

pero tienen poca importancia. Este es el caso, por ejemplo, de las palabras stop. Esta segunda parte
de la férmula completa el analisis de evaluacién de los términos y acttia como corrector de tf.
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Los idf més utilizados son los que se presentan a continuacion:

» Unitario:
idf(¢, D) =1 (3.5)

En este caso no se llevaria a cabo ninguna correccién.

= Frecuencia inversa del documento:
. N

siendo:

e N = |Dj|, ntimero de documentos en el corpus.

e Frecuencia de documentos (df(¢)): nimero de documentos en la coleccién que contienen el
término t. Hay que tener en cuenta que no importa cuantas veces aparece un término en el
documento, tanto si es una o varias veces se contard como 1.

df(t) = |[{d e D : t € d}|

Si el término no estd en el corpus, esto conducird a una divisiéon por cero. Por lo tanto, es
comin ajustar el denominador a 1+ |{d € D : t € d}|.

El término (3.6) es una interpretacion estadistica de la especificidad, un término ideado por Karen
Spérck Jones [24]. Esta es una medida de cudnta informacién proporciona una palabra, es decir, si
el término es comtun en todos los documentos el idf es probable que sea bajo, y si es raro serd alto.

Los siguientes tipos de idf son modificaciones de éste.

= Frecuencia inversa del documento con suavizado:

idf(t, D) = log <1 + dﬁft))

N
Tomando —— = 0 si df(¢) = 0.

df(t)
= Frecuencia inversa del documento utilizando el maximo:
' mtz;x dfy
idf (¢, D) = log T dr)

Para trabajar con textos, aparte de la matriz de documentos-términos vista en la seccién 3.1.1, las
ponderaciones mas utilizadas son:

= Binaria:

weightBin(dtm)

Se define como el producto de la tf binaria (3.3) y la idf unitaria (3.5).

1x1=1 si t aparece en el documento d,
tfidf(¢, d, D) = tf(t,d) x idf (¢, D) =

O0x1=0 en otro caso.
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= tfidf estdndar:

weightTfIdf (tdm, normalize = TRUE) o weightTfIdf(tdm, normalize = FALSE)

Se define como el producto de tf, el recuento (3.2), o tf normalizada (3.4), con idf (3.6).

ng,q X log (diN(t)) sin normalizar,
tfdf(¢,d, D) = tf(t,d) x idf (¢, D) = N¢ g N .
: x log dfi(t) normalizada.

2
2:7%Qd
t'ed

Después de probar varias tfidf posibles, la de la frecuencia de término normalizada e idf suavizada
es con la que se han obtenido mejores resultados para el clasificador de textos. El cédigo utilizado se
muestra a continuacion:

# Vector de pesos <df:
idf <- log(nrow(dt)/(colSums(dt!=0))+1)

# Matriz tf-idf:
dtidf <- t(t(dt)*idf)

# Normalizacion:
if (with.normalize) {
dtidf <- dtidf/sqrt(rowSums(dtidf~2))

# En los documentos wvacios aparecen NaN al dividir por O,
# por lo que se asigna 0 a los Nal:
dtidf[is.nan(dtidf)] <- 0

b

Ademas de éstas, se pueden utilizar ponderaciones personalizadas dependiendo de lo que se desee.
En [17] se pueden ver més ponderaciones.

Ejemplo:

A continuacién, se explicard paso a paso la obtencién de esta tfidf a partir del ejemplo de la
subseccion 3.1.1. Primero se calcula la tfidf sin normalizar.

tfidf_model <- X_y_dataset(corpus,
labels= numeric(),
tfidf= TRUE,
with.normalize= FALSE,
word.length= c(2,15),
freq.bounds= c(0, Inf),
with.sparse= FALSE,
sparse= 0.95)
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idf <- tfidf_model$idf; idf

#i# cat dog friend live love peopl white
## 0.8472979 0.8472979 0.8472979 1.6094379 1.6094379 1.6094379 1.0986123

tfidf <- tfidf_model$X; tfidf

#Hit Terms

## Docs cat dog friend live love peopl white
## 1 0.0000000 1.6945957 0.8472979 0.000000 1.609438 1.609438 0.000000
## 2 0.8472979 0.0000000 0.8472979 0.000000 0.000000 0.000000 1.098612
#it 3 0.8472979 0.8472979 0.8472979 0.000000 0.000000 0.000000 0.000000
#Hit 4 0.8472979 0.8472979 0.0000000 1.609438 0.000000 0.000000 1.098612

3.0 4

25 4

2.0

15

1.0

0.5 -

0.0 -

dog
cat
friend
white
live
love
peopl

Figura 3.2: Diagrama de barras de la tfidf del ejemplo.

Se pretende obtener la columna de tfidf correspondiente al término cat, por ejemplo. La columna
de la matriz tf para cat es en este caso la columna de la dtm de la subseccién 3.1.1, es decir, (0,1, 1,1)%.
Para construir idf se necesitan:

= N, ntimero de documentos en el corpus. En este caso es 4.

= df(t), frecuencia de documentos. El término aparece en 3 documentos.

0 0
1 4 0,8472979
1 0,8472979

1 0,8472979

Se procederia de forma similar para cada uno de los términos.

Por ultimo, se lleva a cabo la normalizacién.
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tfidfnorm_model <- X_y_dataset(corpus,
labels= numeric(),
tfidf= TRUE,
with.normalize= TRUE,
word.length= c(2,15),
freq.bounds= c(0, Inf),
with.sparse= FALSE,
sparse= 0.95)

tfidfnorm <- tfidfnorm_model$X; tfidfnorm

#it Terms

## Docs cat dog friend live love peopl white
## 1 0.0000000 0.5722195 0.2861097 0.0000000 0.5434639 0.5434639 0.0000000
## 2 0.5212018 0.0000000 0.5212018 0.0000000 0.0000000 0.0000000 0.6757939
## 3 0.5773503 0.5773503 0.5773503 0.0000000 0.0000000 0.0000000 0.0000000
## 4 0.3703889 0.3703889 0.0000000 0.7035518 0.0000000 0.0000000 0.4802488

Para obtener la segunda fila de cat se procederia de la siguiente forma:

0,8472979

1/0,84729792 + 0,84729792 + 1,0986122
El resto de valores se consiguen andlogamente.

= 0,5212018

1.4

12

1.0
0.8 4

0.6 4

0.4 —
0.2

0.0 -

dog
cat
friend
white
live
love
peopl

Figura 3.3: Diagrama de barras de la tfidf normalizada del ejemplo.

Cada valor del diagrama de barras es la suma de todos los valores de la columna de cada término
en la tabla.

3.2. Meétodos graficos: el diagrama de barras y la nube de pa-
labras
Para poder continuar trabajando con el ejemplo del clasificador, se necesita tener una idea clara de

cémo son los textos con los que se trabaja. Para ello, se puede mostrar un diagrama de barras como
en el ejemplo anterior o una nube de palabras.
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Most frequent words

1200
1000
800 —

MEE e

Figura 3.4: Diagrama de barras de alt.atheism.

Word frequencies

write
god ‘
peopl ‘
moral
exist
articl
object
atheist
time
religion
claim
christian

En este diagrama (Figura 3.4), se muestran inicamente los 12 términos més frecuentes en la carpeta
de alt.atheism debido a que el nimero de términos totales es enorme y ponerlos todos dificultaria la
vision de la informacién. Como se puede apreciar, aparece el lema de cada palabra debido a que ya se
ha realizado el preprocesado necesario, incluida la lematizacién.

accept Wrong
statement System world
ftawth Jesus christian. theori

believ true pos EXISt O atheism

word Dheri
Iawb\blartﬁl O Dscienc
atheist “’read"fe
o claim WTItet me net
® reason
ar moral_ g
gument . avid 2
belief object?’, g
drman islam £ 3
eligiquestion mean8 2

observ refer

Figura 3.5: Nube de palabras de alt.atheism.

Una nube de palabras, o wordcloud, es una representacién que visualmente puede ser mas atractiva
que el diagrama de barras, especialmente si el nimero de términos es grande, en donde los lemas que
aparecen con mayor frecuencia también lo hacen con mayor tamano. Para que sea mas facil diferenciar
tamaifios, en este ejemplo (Figura 3.5) se muestran de colores diferentes.

Esto se podria hacer con cada una de las carpetas o incluso con el total de documentos, para poder
realizar un resumen de los términos que se producen con maés frecuencia.

En este capitulo, se han utilizado principalmente las referencias [14], [18] y [28].



Capitulo 4

Métodos de inferencia

4.1. Comparaciéon de documentos y términos

La funcién béasica de la mineria de textos es analizar la existencia de asociaciones entre documentos
y términos de una colecciéon. Hay multiples formas de calcular estas relaciones.

4.1.1. Distancia euclidea

Utilizando la tfidf vista en el capitulo anterior, se pueden crear representaciones vectoriales de do-
cumentos. Para ello, cada componente de un vector se corresponde al valor de un término en particular;
es decir, cada dimensién del espacio es un término del documento. La componente de un término que
no se produce se toma como 0.

Al visualizar esto en un espacio de documento-término, los documentos son puntos y se puede
estudiar lo similares que son calculando la distancia euclidea entre dos de ellos.

La distancia euclidea se puede calcular como sigue:

dist(A, B) = \/(ay — b1)% + (ag — b2)2 + ...

donde A = (a1,as,as,...)y B = (b1,ba,bs,...) son los dos documentos y a; y b;, las veces que aparece
el i-ésimo término en esos documentos, donde ¢ es un nimero natural que varia entre 0 y el niimero
de términos totales.

Dado que los documentos no suelen tener la misma longitud, el simple cédlculo de la diferencia
entre dos vectores tiene la desventaja de que los documentos de contenido parecido pero de longitud
diferente no se consideran similares en el espacio vectorial. Asi mismo, los documentos con muchos
términos estan muy lejos del origen, por lo tanto, se pueden encontrar documentos pequenos relativa-
mente similares aiin cuando no estén relacionados, debido a la corta distancia entre ellos.

4.1.2. Distancia del coseno

Para evitar los problemas ya vistos con documentos de diferentes longitudes, se utiliza la distancia
del coseno. Para ello se mide el coseno del dngulo que forman los vectores del origen al punto. Cuanto
mayor es ese valor, mas similares son los documentos que se estan comparando.

En el caso de documentos que no tienen ningtn término en comun, su valor de similitud es cero, ya
que los vectores son ortogonales. Cuantos mas términos tengan en comiin mayor serd su similaridad

17
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hasta alcanzar el valor maximo de uno, que ocurre en el caso de comparar dos documentos iguales.

La féormula para calcular el coseno del angulo que forman los vectores de extremo los dos puntos y
origen el origen de coordenadas es la siguiente:
< A,B>
Al Bl

siendo < A, B > el producto interior y ||A| y || B|| la normas de los vectores que unen el origen con los
puntos Ay B.

cosf = cos(A, B) =

dist(A,B)

A o

Figura 4.1: Distancias euclidea y del coseno.

Para calcular la distancia entre dos documentos en el ejemplo del clasificador se utiliz6 la funcién
distancia, que utiliza la similitud del coseno. El cddigo necesario para este calculo se muestra a con-
tinuacion.

# Matriz de documentos—términos:
dtm_DT <- DocumentTermMatrix(corpus_DT)
tfidf DT <- suppressWarnings(weightTfIdf (dtm_DT))

# Vector de los términos para pasar como nombres de vectores docl y doc2:
terms_DT <- tfidf_DT$dimnames$Terms

idl <- 1
id2 <- 2

# Extraccion de los wvectores—documentos para los t1dl e ©d2 seleccionados:
docl <- as.vector(tfidf _DT[ , idi])

names (docl) <- terms_DT

doc2 <- as.vector(tfidf _DT[ , id2])

names (doc2) <- terms DT
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# Comparacidén de dos documentos:
comparaDocs <- distancia(docl, doc2)

cat("\nLa similitud entre idl e id2 es: "

, comparaDocs, "\n'")

## La similitud entre idl e id2 es: 0.3278182

Andlogamente, se puede obtener la distancia entre dos términos. Para ello se utiliza el término lema-
tizado, como por ejemplo “peopl” y “time”.

# Comparacidén de dos términos:
terml <- "peopl"
term2 <- "time"

# Extraccidon de los wectores—-documentos para los terml y term2 seleccionados:
termlvec <- as.vector(tfidf DT[terml, ])
term2vec <- as.vector(tfidf DT[term2, ])

comparaTerms <- distancia(termlvec, term2vec)
cat("\nlLa similitud entre ",terml,"y",term2,"es: ", comparaTerms, "\n")

## La similitud entre peopl y time es: 0.1372286

4.1.3. Correlacion

Otra forma de medir la distancia es calcular la correlacién entre un término y todos los demés de
la matriz. Para ello, se utiliza la funcién findAssocs(), que calcula todas las asociaciones para un
término dado. El pardmetro corlimit fija la correlacién minima que se desea encontrar.

corpus <- process_texts(textos, stem= TRUE)

dtm<-DocumentTermMatrix(corpus)
findAssocs (dtm, "dog", corlimit = 0.6)

## $dog
## love peopl
## 0.82 0.82

Este comando calcula las correlaciones entre todos los términos de la matriz dtm y se queda aquellos
que superan el limite, en este caso, los que tienen una correlacién superior a 0,6. Los lemas “love” y
“peopl” son los que tienen una correlacién mayor con “dog”.

Si dos palabras siempre aparecen juntas entonces la correlacion serfa 1 y si nunca lo hacen seria 0.
Por lo tanto, ésta es una medida de cudnta asociacion hay entre dos términos en el corpus.

Aunque éstas son las distancias que maés se utilizan para la comparacién de términos o documentos
existen muchas otras. Para més informacién, se puede consultar el capitulo de “Statistical Linguistics
with R” de [12].

4.2. Técnicas de reduccion de dimensién
Las matrices de documentos-términos en grandes colecciones de documentos tienden a tener di-

mensiones enormes y suelen ser poco densas, ya que la mayoria de las combinaciones de documentos
y términos son cero. A pesar de ello, miles de sus componentes son distintas de cero.
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inspect (dtm)

## <<DocumentTermMatrix (documents: 7500, terms: 61834)>>
## Non-/sparse entries: 502584/463252416

## Sparsity : 100%

## Maximal term length: 177

## Weighting : term frequency (tf)

## Sample

#Hit Terms

## Docs articl call file god peopl post system time window write
## 1890 1 10 8 0 3 13 1 7 0 0
## 2162 6 5 36 0 9 21 22 4 6 2
## 2662 3 5 14 0 4 4 26 7 25 2
## 3657 8 11 53 0 4 9 26 9 7 4
## 4209 1 18 28 1 8 4 33 14 4 6
## 4457 0 11 2 5 1 0 52 11 0 0
## 5382 1 7 49 0 3 4 32 8 46 5
## 5880 8 11 53 0 4 9 25 9 7 4
## 6980 2 6 15 0 0 3 34 8 10 4
## 7482 1 1 6 0 0 1 0 0 2 3

En el ejemplo del clasificador esta matriz es de 7500 x 61834. Es necesario, por lo tanto, que se puedan
filtrar de alguna manera estas matrices para reducir su tamano y el ruido de los datos sin perder
informacion significativa, ya que se necesita un conjunto de datos manejables. Asi cada documento se
podra representar utilizando menos dimensiones.

La mayoria de los términos son irrelevantes para la tarea y pueden eliminarse sin empeorar el ren-
dimiento del clasificador e incluso algunas veces mejorandolo debido a la eliminacién de ruido.

Con el fin de realizar el filtrado, se recurre a la eliminaciéon de palabras stop, como ya se ha visto en
el preprocesado. Seguidamente, se intentan suprimir muchos de los términos que no tengan significado,
para ello se eliminan los términos con una longitud menor de 2 letras y mayor de 15, ya que se supone
que los términos de mas de 15 letras seran agrupaciones de caracteres sin sentido.

dtm <- DocumentTermMatrix(corpus, list(wordLengths= c(2,15)))

Seguidamente, se estudiaran otros posibles métodos de filtrado. Estas técnicas que filtran informa-
cién o agrupan datos relacionados se conocen como post-procesado.

4.2.1. Frecuencias

Filtrando las palabras que no aportan informacién para la caracterizacion de los documentos se
obtienen las palabras clave o keywords. Para identificar estos términos representativos se consideran
unicamente las palabras de frecuencia media.

Esto se debe a que los términos de frecuencia alta aparecen en practicamente todos los documentos,
como es el caso de las palabras stop, por lo que la informacién que se obtiene de ellos es practicamente
nula. Con respecto a las palabras de frecuencia muy baja, suele haber muchas y la gran mayoria no
aportan informacion, ademas, si no se eliminan aumenta considerablemente la dimensién del espacio
en el que se trabaja.

Para buscar palabras en un intervalo de frecuencias se utiliza la funcién findFreqTerms.
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findFreqTerms(dtm, lowfreq = 5, highfreq = Inf)

Si se desea filtrar la matriz de documentos-términos por frecuencias se tiene el comando bounds.

dtm <- DocumentTermMatrix(corpus, list(bounds= list(global= c(5,Inf))))

Después de estos filtrados la matriz del clasificador queda de la siguiente forma.

inspect (dtm)

## <<DocumentTermMatrix (documents: 7500, terms: 55505)>>

## Non-/sparse entries: 505764/415781736

## Sparsity : 100%

## Maximal term length: 15

## Weighting : term frequency (tf)

## Sample

##t Terms

## Docs  articl call file god peopl post system time window write
## 1890 1 10 8 0 3 13 1 7 0 0
## 2162 6 5 36 0 9 21 22 4 6 2
## 2662 3 5 14 0 4 4 26 7 25 2
## 3657 8§ 11 5683 O 4 9 26 9 7 4
## 4209 1 18 28 1 8 4 33 14 4 6
## 4457 0o 11 2 b5 1 0 52 11 0 0
## 5382 1 7 49 O 3 4 32 8 46 5
## 5880 8§ 11 583 O 4 9 25 9 7 4
## 6980 2 6 15 0 0 3 34 8 10 4
## 7482 1 1 6 O 0 1 0 0 2 3

Como se puede ver, la matriz de documentos-términos ha disminuido el nimero de términos.

4.2.2. Sparsity

También puede resultar muy ttil eliminar los términos que aparecen en muy pocos documentos

antes de proceder a la clasificacion. El motivo principal es la factibilidad computacional, ya que este
proceso reduce drasticamente el tamano de la matriz sin perder informacién significativa. Ademas
puede eliminar errores en los datos, como podrian ser palabras mal escritas. En el caso del clasificador
la escasez es del 100 %, como se puede ver en la salida anterior de R.

Para suprimir estos términos, denominados escasos, se utiliza el comando removeSparseTerms ().

Este conserva todos los términos que cumplen

df(t) > N - (1 — sparse),

siendo df la frecuencia de documentos del término ¢t y N el niimero de vectores. El parametro sparse
toma valores entre 0 y 1.

dtm <- removeSparseTerms(dtm, sparse= 0.95)

Si el umbral de escasez es 0,95, se toman los términos que aparecen en mas del 5% de documentos.
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inspect (dtm)

## <<DocumentTermMatrix (documents: 7500, terms: 7695)>>
## Non-/sparse entries: 423560/57288940

## Sparsity 1 99%

## Maximal term length: 15

## Weighting : term frequency (tf)

## Sample :

#Hit Terms

## Docs articl call file god peopl post system time window write
## 1890 1 10 8 0 3 13 1 7 0 0
## 2162 6 5 36 0 9 21 22 4 6 2
## 2662 3 5 14 0 4 4 26 7 25 2
## 3657 8 11 53 0 4 9 26 9 7 4
## 4209 1 18 28 1 8 4 33 14 4 6
## 4457 0 11 2 5 1 0 52 11 0 0
## 5382 1 7 49 0 3 4 32 8 46 5
## 5880 8 11 53 0 4 9 25 9 7 4
## 6528 1 7 31 O 2 7 29 3 10 2
## 6980 2 6 15 0 0 3 34 8 10 4

En la dtm ya solo se tienen 7695 términos.

4.2.3. Asignacién de Dirichlet latente (LDA)

Otra técnica utilizada para reducir la dimensién de la matriz de documentos-términos es la Asig-
nacién de Dirichlet Latente o, como se suele abreviar, LDA (Latent Dirichlet Allocation). Esta asume
que existe un numero fijo de temas o categorias que se distribuyen sobre los documentos de toda la
coleccién, supone que cada documento del corpus trata varios temas y a cada término le asigna una
probabilidad de pertenecer a un tema en particular.

Para este modelo, tanto el orden de las palabras como el de los documentos no importa. Saber los
términos que se utilizaron en cada documento y sus frecuencias ya aporta un resultado suficientemente
bueno para tomar decisiones acerca de a qué tema pertenece cada uno de ellos.

En vez de trabajar con la matriz de documentos-términos, se cambia a una matriz de documentos-
temas y con ello se reduce la dimensién. Sin embargo, este modelo presenta varios problemas:

= No es capaz de incluir relaciones entre distintos temas.
= No da buenos resultados si los temas son parecidos.
= Necesita muchos documentos y que estos tengan una gran longitud.

Una implementacién del LDA se proporciona en el paquete text2vec [22]. Como el corpus del ejem-
plo del clasificador consta de 20 carpetas, se ha propuesto como 20 el niimero de temas a ser estimados.

library("tm")
library("text2vec")

load("./data/DT_sample.RData")
source("./functionScripts/process_texts.R")
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# Preprocesado:
corpus <- process_texts(DT_sample$Content, stem= TRUE)

# Extraccidon de los textos preprocesados del corpus:
corpus_texts <- unlist(sapply(corpus, ’[’, "content"))
names (corpus_texts) <- NULL

# Tokenizado de los textos por palabra utilizando el paquete textlvec:
tokens <- corpus_texts %>’ word_tokenizer

iterator <- itoken(tokens, ids= DT_sample$id, progressbar= FALSE)

# create_vocabulary: recopila términos
# prune_vocabulary: filtra términos

vocabulary = create_vocabulary(iterator) %>%
prune_vocabulary(term_count_min = 10, doc_proportion_max = 0.2)

# vocab_vectorizer: crea un vectorizador de texto que se utiliza
# a continuacién en la creacién de dim

vectorizer <- vocab_vectorizer(vocabulary)
dtm = create_dtm(iterator, vectorizer, type = "lda_c")
# LDA

if (TRUE) {
lda_model <-  LDA$new(n_topics= 20, vocabulary= vocabulary,
doc_topic_prior= 0.1, topic_word_prior= 0.01)

# Matriz documento-tema

doc_topic_distr <- lda_model$fit_transform(dtm, n_iter= 1000,
convergence_tol= 0.01,
check_convergence_every_n= 10)

# Matriz palabra-tema
word_topic_dist <- lda_model$get_word_vectors()

library(LDAvis)
library(servr)
lda_model$plot () # grafico

En la Figura 4.2 se puede apreciar la distribucién de los 20 temas que ha elegido el LDA vy, en la Fi-
gura 4.3, se muestra el grupo 3, donde se encuentran muchas de las palabras relacionadas con la religion.
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Intertopic Distance Map (via multidimensional scaling)

PC2

PC1

Marginal topic distribution

2%
5%

10%

Figura 4.2: Gréfico en el que se muestra la asignacion de temas del LDA.

Si se desea tener més informacién acerca del LDA se puede consultar la referencia [2] de la biblio-
grafia.

Para el ejemplo del clasificador se han utilizado todos los métodos de filtrado explicados excep-
tuando el LDA, debido a que, para estos datos, no daba resultados suficientemente buenos.

4.3. Clasificacion de un nuevo documento

En apartados anteriores se han visto los diversos pasos previos a la clasificacién de un texto nue-
vo. En este apartado, se explicardn los tipos de clasificadores que hasta ahora han obtenido mejores
resultados, prestando especial atencién a los que se han utilizado para el ejemplo del clasificador.

Existen dos tipos de clasificacion, la supervisada y la no supervisada. La primera es en la que la
respuesta es conocida y en la segunda, también llamada cluster, no se tienen las posibles respuestas.
Cada una de ellas tiene sus ventajas e inconvenientes, por lo que dependiendo de cudl sea el objetivo,
se emplea una u otra.

La clasificacion supervisada proporciona a los investigadores la oportunidad de especificar las ca-
tegorias para el algoritmo de clasificaciéon. El inconveniente es que estos clasificadores requieren mano
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Top-30 Most Relevant Terms for Topic 3
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Figura 4.3: Gréfico en el que se muestran las palabras més frecuentes del tema 3.

de obra, debido a las grandes cantidades de datos de entrenamiento necesarias. El concepto de datos

de entrenamiento se explicard en el proximo apartado.

Los métodos de clasificaciéon no supervisada generan ellos mismos categorias. Esto es interesante
para el estudio de las principales lineas de divisién en un corpus linglistico. Ademads, no necesita una
codificacién manual de los datos. Dos de los contras principales de esta clasificacién son que se requiere
que los investigadores especifiquen el nimero de categorias en las que se va a agrupar el corpus o
que establezcan un criterio que determine ese niimero, y, ademas, la interpretacion a posteriori de los
resultados de la estimacion suele ser muy compleja. El LDA explicado anteriormente se utiliza como

método de clasificacién no supervisada en muchas ocasiones.

A continuacidn, se citardan los principales clasificadores supervisados ya que para el ejemplo se han
utilizado estos solamente. Esto es debido a que se sabia que las categorias eran 20 y los textos ya

habian sido asignados cada uno a su categoria correspondiente.
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4.3.1. Particionamiento de los datos

Antes de la explicacién de los métodos de clasificacién supervisada es necesario presentar el parti-
cionamiento de los datos.

Este particionamiento es muy importante ya que permite estimar la precisiéon de las predicciones de
un modelo antes de aplicarlo a un conjunto de datos no observado. Por este motivo, no se recomienda
utilizar el total de datos como entrenamiento, porque de esa forma no se sabria como va a actuar el
modelo en la practica con datos nuevos.

Esta es una técnica que ayuda a validar el modelo ajustado. Para ello, se toman los textos que ya
estan clasificados y se dividen en dos grupos, que serdn denominados textos de entrenamiento (trai-
ning) y textos de prueba (test). Con el primer grupo de textos se estiman los pardmetros del modelo y
se utiliza este modelo ajustado para predecir la clasificacién de lo textos del segundo grupo. Asi, como
los textos de prueba ya estaban clasificados, se puede estudiar si el modelo entrenado se equivoca en
un alto porcentaje de textos o no. Si el modelo tiene pocos errores de prediccién en los textos de entre-
namiento, pero no predice bien en los de prueba, es un caso claro de overfitting. Esto significa que el
clasificador no aprendi6 suficiente de los datos y que no es capaz de generalizar en los textos de prueba.

En el ejemplo se dividi6 el 80 % de los datos para entrenamiento y el 20 % restante para prueba.

4.3.2. Meétodos de clasificacion basados en arboles
Arbol de decisién

El arbol de decisién es una técnica clasica de clasificacién en la que se realizan particiones binarias
de los datos de forma recursiva. El resultado se puede representar con un arbol.

Generalmente se presenta el drbol boca abajo, es decir, con la raiz en la parte superior y las hojas,
o nodos terminales, en la inferior. A partir de la raiz, el drbol se divide en ramas y éstas en mas ramas
hasta llegar a las hojas. Cada una de estas divisiones en ramas, la raiz y las hojas reciben el nombre de
nodos. Asociada a cada una de las divisiones se tiene un criterio, que determina por qué rama seguir,
hasta llegar a las hojas, que contienen las decisiones finales. Para ilustrar este clasificador se utilizaran
los datos de vino.csv, donde aparecen distintos vinos y una serie de caracteristicas de cada uno y se
busca clasificar un nuevo vino como “bueno” o “malo”.

Como los posibles arboles para un conjunto de datos pueden llegar a ser muchos y no se podrian
analizar todos, se utilizan criterios que en cada paso buscan la mejor opcién, denominados criterios
avariciosos, para tratar de encontrar el mejor arbol posible en un tiempo razonable. Para ello, en cada
nodo se busca un punto de corte en una variable explicativa que haga cada una de las ramas lo mas
homogénea posible, es decir, para el ejemplo del vino, se trataria de encontrar una particién binaria
que contuviese en la rama izquierda una mayor proporcion de vino bueno, y en la derecha, una mayor
proporcién de vino malo. Para ello se suele utilizar el indice de Gini, que es una medida de la varianza
total en los grupos. Este indice toma valores cercanos a 0 cuando hay mucha igualdad dentro de los
grupos y aumenta hasta 100 segtn va creciendo la desigualdad.

El proceso se repite para las dos ramas por separado, y asi sucesivamente hasta que se cumple un
criterio de parada. El mas frecuente es que se llegue a una rama que no tenga un nimero minimo de

observaciones.

Si el arbol es muy grande se suele “podar” para disminuir su complejidad.
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Ejemplo:

vino<-read.csv(file

head(vino)

##
##
##
#Hit
#it
#it
##
##
##t
#it
#i#t
##
##
#t

barplot(table(vino$quality))

vino.csv",sep=";
vino<-data.frame(vino)

,header=T)

fixed.acidity volatile.acidity citric.acid residual.sugar chlorides

O WN -

free.sulfur

o O WN -

Figura 4.4: Diagrama de barras que muestra los diferentes vinos seguin su calidad.
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Se crea la variable sabor que clasifica los vinos en “bueno” o “malo” y se elimina la variable
quality.

vino$sabor <- ifelse(vino$quality < 6, ’malo’, ’bueno’)
vino$sabor <- as.factor(vino$sabor)

table(vino$sabor)

#i#t
#it
#i#t

malo
1640

bueno
3258
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vino <- vino[ ,!colnames(vino)=="quality"]

Para obtener los arboles de decisién es comun utilizar la interfaz grafica rattle [27] de R.

library(rattle)

library(magrittr) # Para los operadores >} y }<>/.
building <- TRUE
scoring <- ! building

seed <- 42
dataset <- vino

A continuacién, se construyen los conjuntos de datos de entrenamiento (80 %) y prueba (20 %).

set.seed(seed)

nobs <- nrow(dataset) # 4898 observaciones

sample <- train <- sample(nrow(dataset), 0.8%nobs) # 3918 observaciones

validate <- NULL

test <- setdiff(setdiff(seq_len(nrow(dataset)), train), validate) # 980 observaciones

# Se han anotado las siguientes selecciones de wvariable.

input <- c("fixed.acidity", "volatile.acidity", "citric.acid", "residual.sugar",
"chlorides", "free.sulfur.dioxide", "total.sulfur.dioxide", "density",
"pH", "sulphates", "alcohol")

numeric <- c("fixed.acidity", "volatile.acidity", "citric.acid", "residual.sugar",
"chlorides", "free.sulfur.dioxide", "total.sulfur.dioxide", "density",
"pH", "sulphates", "alcohol")

categoric <- NULL

target <- '"sabor"
risk <- NULL
ident <- NULL
ignore <- NULL
weights <- NULL

Para la construccién del drbol también se puede utilizar la funcién rpart que se encuentra en el
paquete homénimo [25]. El principal pardmetro de esta funcién es la complejidad, cp. Este permite
simplificar los modelos ajustados mediante la poda de las divisiones que no merecen la pena. Otros
parametros importantes son minsplit, nimero minimo de observaciones que debe haber en un nodo
para que se intente una particién, y minbucket, niimero minimo de observaciones de un nodo terminal.
Por defecto minsplit= 20, minbucket=round(minsplit/3) y cp= 0,01.

Para este ejemplo se han tomado minsplit= 30, minbucket= 10 y cp= 0,01 ya que se estd traba-
jando con bastantes observaciones.
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library(rpart, quietly=TRUE)
set.seed(seed)

rpart <- rpart(sabor ~ ., data=dataset[train, c(input, target)],
method="class",
parms=list(split="information"),
control=rpart.control(minsplit=30,
minbucket=10,
cp=0.01,
usesurrogate=0,
maxsurrogate=0))

# Arbol de decision:

print(rpart)

## n= 3918

#i#

## node), split, n, loss, yval, (yprob)
#it * denotes terminal node

#i#

## 1) root 3918 1322 bueno (0.6625830 0.3374170)
#it 2) alcohol>=10.85 1470 185 bueno (0.8741497 0.1258503) *
#it 3) alcohol< 10.85 2448 1137 bueno (0.5355392 0.4644608)

## 6) volatile.acidity< 0.2475 1051 304 bueno (0.7107517 0.2892483) *

## 7) volatile.acidity>=0.2475 1397 564 malo (0.4037223 0.5962777)

## 14) alcohol>=9.85 493 227 bueno (0.5395538 0.4604462)

#Hit 28) free.sulfur.dioxide>=18.5 394 157 bueno (0.6015228 0.3984772) *
#H# 29) free.sulfur.dioxide< 18.5 99 29 malo (0.2929293 0.7070707) *
## 15) alcohol< 9.85 904 298 malo (0.3296460 0.6703540) *

Para que el resultado sea més visual se crea el grafico del arbol de decisién, como se puede ver en
la Figura 4.5.

# Grafico del arbol de dectision:
fancyRpartPlot (rpart, main="Decision Tree vino $ sabor")

Se considera un nuevo vino con los siguientes pardmetros:

##  fixed.acidity volatile.acidity citric.acid residual.sugar chlorides
# 1 7.0 0.27 0.36 20.7 0.045

##  free.sulfur.dioxide total.sulfur.dioxide density pH sulphates alcohol
## 1 17 170 1.0010 3.00 0.45 10

Para su clasificacion se estudia a qué nodo terminal del arbol pertenece. El pardmetro alcohol
es menor que 11, por lo que se escoge la rama de la derecha. A continuacién se considera el pa-
rametro volatile.acidity, que es mayor que 0,25, por lo que se sigue de nuevo por la rama de-
recha. Como alcohol es mayor que 9,9, se continua por la rama izquierda, y, por ultimo, al ser
free.sulfur.dioxide menor que 18, se deduce que el nuevo vino pertenece al cuarto nodo terminal.
Este nodo tiene una probabilidad del 71 % de que los vinos que contiene sean malos, por lo que se
cataloga el vino como malo.
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[Decision Tree vino $ sabor
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Figura 4.5: Arbol de decisién.

Determinar parametros

El procedimiento habitual para determinar los pardmetros del modelo consiste en dejar que el ar-
bol crezca hasta que cada nodo terminal tenga menos de un niimero minimo de observaciones, ya que
en algunas divisiones puede que apenas mejore y en las siguientes si lo haga. Para determinar cp se
considera como 0, para que el arbol crezca lo maximo posible.

set.seed(seed)

rpart <- rpart(sabor ~ ., data=dataset[train, c(input, target)],
method="class",
parms=list(split="information"),
control=rpart.control(minsplit=30,
minbucket=10,
cp=0.0,
usesurrogate=0,
maxsurrogate=0))

Como el arbol que se obtiene es muy grande, se podaria considerando una funcién de coste basada
en la complejidad. Para esto, se calcula el error de la validacién cruzada (Figura 4.6) y se elige el menor.

plotcp(rpart)
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Figura 4.6: Grafico del error de la validacién cruzada.
printcp(rpart)
##
## Classification tree:
## rpart(formula = sabor ~ ., data = dataset[train, c(input, target)],
#i# method = "class", parms = list(split = "information"), control =
#i#t rpart.control(minsplit = 30, minbucket = 10, cp = 0, usesurrogate = 0,
## maxsurrogate = 0))
##
## Variables actually used in tree construction:
## [1] alcohol chlorides citric.acid
## [4] density fixed.acidity free.sulfur.dioxide
## [7] pH residual.sugar sulphates
## [10] total.sulfur.dioxide volatile.acidity
##
## Root node error: 1322/3918 = 0.33742
##
## n= 3918
##
## CP nsplit rel error xerror xstd
## 1 0.10173979 0 1.00000 1.00000 0.022387
## 2 0.03025719 2 0.79652 0.80257 0.021040
## 3 0.00794251 4 0.73601 0.76324 0.020704
## 4 0.00680787 6 0.72012 0.74433 0.020534
## 5 0.00605144 9 0.69970 0.74130 0.020506
## 6 0.00453858 11 0.68759 0.73601 0.020457
## 7 0.00416036 12 0.68306 0.73374 0.020436
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#i#t
#i#
##
##
##
#Hit
#i#t
#it
##
##
##t
#it
#i#
##
##
##t

##
##

0.72088 + 0.020314

8

9

10
11
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13
14
15
16
17
18
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20
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.00353001
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.00189107
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.00100857
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.00050429
.00037821
.00000000

17
18
25
26
29
43
52
57
78
81
83
88
91
107
110
112

.66188
.65809
.62405
.62103
.61422
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.49622
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.46520
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.020400
.020428
.020343
.020328
.020314
.020336
.020321
.020407
.020436
.020428
.020386
.020400
.020421
.020506
.020478
.020513

Tal y como se puede ver en la tabla anterior, el minimo error se alcanza en el nodo 12.

CP nsplit
12 0.00208018

29

rel error xerror
0.61422 0.72088 0.020314

xstd

Tipicamente se considera que hasta la linea discontinua de la Figura 4.6 no hay diferencias signifi-
cativas. Esta linea es la suma del minimo error y la desviacién tipica, es decir:

## [1] 0.741194

Se toma el modelo més simple, que en este caso es el 6, de cp = 0.00453858 y se construye el
arbol final que se puede ver en la Figura 4.7.

# Modelo arbol de decision:
set.seed(seed)

rpart <- rpart(sabor ~
method="class",
parms=list(split="information"),
control=rpart.control(minsplit=30,
minbucket=10,
cp=0.0046,
usesurrogate=0,
maxsurrogate=0))

., data=dataset[train, c(input, target)],

# Vista textual del modelo arbol de decision:

print (rpart)

## n= 3918

##t

## node), split, n, loss, yval, (yprob)
* denotes terminal node

#it
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1) root 3918 1322 bueno (0.66258295 0.33741705)
185 bueno (0.87414966 0.12585034)

140 bueno (0.89847716 0.10152284) *
45 bueno (0.50549451 0.49450549)

12 bueno (0.72093023 0.27906977) *
15 malo (0.31250000 0.68750000) *
3) alcohol< 10.85 2448 1137 bueno (0.53553922 0.46446078)

304 bueno (0.71075167 0.28924833)
135 bueno (0.77157360 0.22842640) *
169 bueno (0.63260870 0.36739130)

152 bueno (0.65610860 0.34389140) *

1 malo (0.05555556 0.94444444) x*

7) volatile.acidity>=0.2475 1397 564 malo (0.40372226 0.59627774)
14) alcohol>=9.85 493 227 bueno (0.53955375 0.46044625)
28) free.sulfur.dioxide>=18.5 394 157 bueno (0.60152284 0.39847716)
56) total.sulfur.dioxide< 140.5 152 37 bueno (0.75657895 0.24342105) *
57) total.sulfur.dioxide>=140.5 242 120 bueno (0.50413223 0.49586777)
114) residual.sugar>=1.75 199 88 bueno (0.55778894 0.44221106)
228) volatile.acidity< 0.285 94 31 bueno (0.67021277 0.32978723) *
229) volatile.acidity>=0.285 105 48 malo (0.45714286 0.54285714) *
115) residual.sugar< 1.75 43 11 malo (0.25581395 0.74418605) *
29) free.sulfur.dioxide< 18.5 99 29 malo (0.29292929 0.70707071) *
15) alcohol< 9.85 904 298 malo (0.32964602 0.67035398) *

., data = dataset[train, c(input, target)],

1ist(split = "information"), control =
30, minbucket = 10, cp = 0.0046,
0))

free.sulfur.dioxide residual.sugar

xerror
.00000
.80257
.76324
. 74433
. 74130

xstd

.022387
.021040
.020704
.020534
.020506

4.3.

#i#t

#i#

## 2) alcohol>=10.85 1470

## 4) free.sulfur.dioxide>=11.5 1379
#i 5) free.sulfur.dioxide< 11.5 91
#it 10) alcohol>=11.75 43

#it 11) alcohol< 11.75 48

##

#it 6) volatile.acidity< 0.2475 1051
##t 12) volatile.acidity< 0.2075 591
#i# 13) volatile.acidity>=0.2075 460
#i# 26) residual.sugar< 17.7 442
#i# 27) residual.sugar>=17.7 18

##

##

##t

#it

#i#

##

##

##

#H#t

#it

##

printcp(rpart)

#i#t

## Classification tree:

## rpart(formula = sabor ~

## method = "class", parms

## rpart.control (minsplit =

#Hit usesurrogate = 0, maxsurrogate =

#i#t

## Variables actually used in tree construction:
## [1] alcohol

## [4] total.sulfur.dioxide volatile.acidity
#H#t

## Root node error: 1322/3918 = 0.33742

#i#t

## n= 3918

##

Hit CP nsplit rel error

## 1 0.1017398 0 1.00000

## 2 0.0302572 2 0.79652

## 3 0.0079425 4 0.73601

## 4 0.0068079 6 0.72012

## 5 0.0060514 9 0.69970

## 6 0.0046000 11 0.68759

O OO O O -

.73601

O O O O O O

.020457
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fancyRpartPlot (rpart, main="Arbol de decisién hbat $ sabor")
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Figura 4.7: Arbol de decisién resultante.

A continuacion se lleva a cabo la prediccién del conjunto de prueba y se calcula la matriz de con-

fusién.

Para cada uno de los datos del conjunto de prueba se sigue el arbol segiin el valor de sus variables
hasta llegar a los nodos terminales, alli, se clasifica con la categoria més probable de ese nodo terminal,

como se vio en el arbol anterior.

La denominada matriz de confusion permite la visualizacién de los resultados del clasificador. Las
filas muestran los valores reales y las columnas las predicciones del modelo. A partir de esta tabla se

calcula la precisiéon del modelo.

pred <- predict(rpart, newdata=dataset[test, c(input, target)], type='"class")

# Matriz de confusion

tabla <-table(dataset[test, c(input, target)]$sabor, pred, useNA="ifany",

dnn=c("Real", "Predicho" ))
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tabla
## Predicho
## Real bueno malo

## bueno 543 119
## malo 102 216

Esta tabla es la denominada matriz de confusién, que permite la visualizacién de los resultados del
clasificador. Las filas muestran los valores reales y las columnas las predicciones del modelo. A partir
de esta tabla se calcula la precisiéon del modelo.

sum(diag(tabla))/nrow(test)

## [1] 0.7744898
La precisién de este modelo es del 77,45 % aproximadamente.

El poder de prediccién de los arboles de decisiéon no suele ser muy bueno, pero el algoritmo es
sencillo y los modelos resultantes tienen una fécil interpretacion. Con el fin de mejorar esta prediccién,
se puede seguir la idea del bagging de combinar muchos métodos sencillos, como se verd en el método
de bosques aleatorios.

Bosques aleatorios o random forest

Utilizando un arbol se observa que muchas veces dos variables tienen una capacidad similar de
particionar en conjuntos de datos mas homogéneos. Para contemplar varias posibilidades se utiliza el
clasificador de bosque aleatorio, que genera multiples arboles de decision utilizando el mismo algoritmo
ya visto con unas pequenas modificaciones.

Este método utiliza un concepto denominado bagging, en el que el conjunto de observaciones de
entrenamiento se selecciona al azar en una cesta con reemplazo, es decir, un mismo dato tiene la opor-
tunidad de salir varias veces en la misma cesta. Con cada una de ellas se entrena un modelo.

Por defecto, en cada modelo se utiliza un conjunto aleatorio de variables diferente, de tamano ge-
neralmente pequefio (1/v, siendo v el niimero de variables). Como se considera solamente una fraccién
del niimero total de variables, la cantidad de calculo requerida se reduce significativamente, con esto
se evita la dependencia entre las variables explicativas y no hay la necesidad de podar los arboles, a
diferencia del algoritmo del arbol de decision.

Cada arbol tiene el mismo peso por lo que la clasificacién de un nuevo documento sera la predic-
cién mas frecuente de los estos arboles. Una de las ventajas es que este método permite estimar el
error de prediccién empleando las observaciones que no estan en el conjunto de entrenamiento, lo que
usualmente son denominados “datos fuera de la cesta” (Out of bag, OOB).

El algoritmo tiende a producir modelos bastante precisos, generalmente muy competitivos con cla-
sificadores no lineales tales como redes neuronales artificiales y maquinas de soporte vectorial. Sin
embargo, este rendimiento depende de los datos, siendo mejor cuando hay muchas variables y no tan-
tas observaciones.
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Para trabajar con este modelo en R se utiliza el paquete randomForest [13] que proporciona acceso
directo a la implementacién original del algoritmo.

Ejemplo:

Antes de construir el modelo, se separa el 80 % de los datos originales como training y el 20 % como
test.

set.seed(42)

samp <- sample(nrow(vino), 0.8 * nrow(vino))
train <- vino[samp, ]

test <- vino[-samp, ]

library(randomForest)

modelo <- randomForest(sabor ~., data = train); modelo
#i#t

## Call:

## randomForest(formula = sabor ~ ., data = train)

#it Type of random forest: classification
## Number of trees: 500

## No. of variables tried at each split: 3

#i#

#it 00B estimate of error rate: 16.18Y%

## Confusion matrix:

## bueno malo class.error

## bueno 2358 238 0.09167951
## malo 396 926 0.29954614

Se construyeron 500 arboles, que es el valor por defecto, y el modelo muestred 3 predictores alea-
torios en cada divisién. El error de estimacion OOB es del 16,18 %. También muestra una matriz que
contiene prediccion vs. real, asi como el error de clasificacién para cada clase.

# Comprobacidn del modelo con los datos del test:
pred <- predict(modelo, newdata = test)

# Matriz de confusion:
tabla <- table(pred, test$sabor); tabla

##

## pred bueno malo
##  bueno 596 85
## malo 66 233

sum(diag(tabla)) / nrow(test)

## [1] 0.8459184

La precision es aproximadamente de un 84,59 %.
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4.3.3. Regresion logistica

Sea una variable respuesta que solamente puede tomar dos valores que se codifican como 0 o 1. El
modelo de regresiéon logistica busca conocer la relacién entre esta variable dicotémica y las variables
explicativas independientes, que pueden ser cualitativas o cuantitativas. A partir del entrenamiento
del modelo, se puede predecir la probabilidad de pertenencia a una de las dos categorias.

Para crear la funcién de regresion logistica se parte de la base de que el propdsito es construir un
modelo para la probabilidad de éxito condicionada a cada valor de la variable explicativa, es decir:

m(x)=PY =1|X =x)

Con el fin de considerar un modelo lineal, se le aplica a 7(z) una funcién g que transforma el
intervalo [0, 1] en toda la recta real. A esta g se le conoce como funcién enlace o link.

g(n(z,B)) =2'p (4.1)
siendo ( el vector de coeficientes de la regresién.
En el caso que se esta estudiando, donde la variable respuesta es dicotOmica, se suele considerar
como funcién link la siguiente:
9(p) = log —2— vp e [0,1]
I-p
Esta funcién link recibe el nombre de funcién logistica o logit.

Finalmente, de la ecuacién (4.1) se deduce que el modelo logistico consiste en expresar la probabi-

lidad de éxito como sigue:
-1/, ex/ﬁ
™z, = X = —z
(z,8) =g (@'6) = 7 e
Una generalizacién de este modelo se utiliza en el caso de que la variable respuesta tenga més cate-

gorias. En el ejemplo del clasificador se trata de estimar la pertenencia a una de las veinte categorias
distintas, para ello se puede utilizar el método conocido como “one wvs. all”.

Este método entrena un clasificador de regresién logistica para cada grupo de clasificacion, i. Una
vez entrenado, se trata de predecir la probabilidad de que la respuesta sea i, es decir, de que un nuevo
dato pertenezca a la categoria 7. Para ello, se contrasta la probabilidad de pertenecer al grupo i frente
a no hacerlo como se puede ver a continuacion.

Sea un nuevo dato z, se calculan los modelos de regresion logistica:
h((;) = P(y = i|z;0)

Después de haber obtenido las h((;)

, se escoge la i que las maximice, es decir, max hél)(x).
1

Seguidamente, se muestra el c6digo del modelo para el ejemplo del clasificador.

Ejemplo:

En este caso, se decidi6 usar codigo propio debido a que el cédigo que estd implementado en R para
el modelo logistico daba problemas para matrices tan dispersas. Al probar el modelo logistico “one vs.
all” funcioné sin problema y se obtuvo muy buena precision.
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La funcién logist_ml utiliza el método “one vs. all” para entrenar el clasificador. Para la optimi-
zacién de la funcion de coste de cada regresién logistica se usa el método optim(). La funcién devuelve
la matriz de thetas, donde se guardan los parametros 6 de cada clasificador.

La funcién predict.logist, lleva a cabo la clasificacion de la regresion logistica. Utiliza para ello
la matriz thetas y los documentos de los que se desea hacer la prediccién.

#

#

# CLASIFICACION POR "ONE ws ALL".

#:
#*

if (LOGISTIC_CLASSIF) {
source("./functionScripts/logist_ml.R")
source("./functionScripts/predict.logist.R")

## ENTRENAMIENTO DEL MODELO POR ONE vs ALL:

logist_model <- logist_ml(Xtrain, ytrain,
maxit= 50, # Iteraciones maximas
lambda= 1) # Parametro de regularizacién

## ACCURACIES DEL MODELO POR LOGISTIC REGRESSION:

pred_train <- predict.logist(logist_model$weights, Xtrain)
pred_test <- predict.logist(logist_model$weights, Xtest)

accu_logist_train <- signif(sum(pred_train$prediction == ytrain)/
length(ytrain), digits= 3)

accu_logist_test <- signif(sum(pred_test$prediction == ytest)/
length(ytest), digits= 3)

# Matriz de confusion

# confMat_logist <- table(pred_test, ytest)

Con este modelo se obtuvo una precisién en la clasificacién de 78,5 % trabajando con 7500 docu-
mentos y de 81,4 % utilizando toda la base de datos. Para ello se fijé una sparsity del 99,9 %, es decir,
que se eliminaron los términos que aparecian en menos de un 0,1 % de los documentos.

4.3.4. Los k vecinos mas préximos (k-nearest neighbour classification, kKNN)

El algoritmo del vecino més préximo (Nearest Neighbour, NN) calcula la similitud entre el docu-
mento que se desea clasificar y todos los documentos que pertenecen al training. Una vez localizado el
documento de entrenamiento mas similar, se le asigna la misma categoria a este nuevo documento.

Una de las variantes més utilizadas de este algoritmo es la de los k vecinos més préximos (k-nearest
neighbour, kNN). En este caso, se toman los k documentos més parecidos y se estudian las categorias
a las que pertenecen. La categoria que tenga més representantes serd la asignada al nuevo documento.

Pese a su sencillez, el método es muy eficaz, especialmente cuando el nimero de categorias posibles
es alto y los documentos son heterogéneos.
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Esta clasificacién estd implementada en el paquete class [26] tomando como similitud la distancia
euclidea.

Ejemplo:

La funcién knn entrena el método de los k vecinos méas proximos. Para ello, toma el conjunto de
entrenamiento y de test sin la variable respuesta y, en trainClass, la clasificacién verdadera del trai-
ning. Devuelve la prediccién de clasificacion del test.

Por defecto toma k = 1.
library("class")

set.seed(42)

samp <- sample(nrow(vino), 0.8 * nrow(vino))
train <- vino[samp, ]

test <- vino[-samp, ]

trainClass<-train[, "sabor"]
trueClass<-test[, "sabor"]

knnClass <- knn (train[, -12], test[, -12], trainClass)

# Matriz de confusion:
nnTabla <- table ("1-NN" = knnClass, Reuters = trueClass); nnTabla

## Reuters

## 1-NN bueno malo
#i#t bueno 544 116
## malo 118 202

sum(diag(nnTabla))/nrow(test)

## [1] 0.7612245

La precisién obtenida es aproximadamente del 76,12 %.

4.3.5. SVM o maquina de soporte vectorial

Las méquinas de soporte vectorial (support vector machine, SVM), son métodos de clasificacién
desarrolladas en los anos 90 que tienen mucha importancia actualmente debido a su capacidad pa-
ra trabajar con datos de alta dimensién. Aunque comenzaron Unicamente resolviendo problemas de
clasificacién binaria, actualmente se utilizan para multiples tipos de problemas, como por ejemplo la
clasificacién de documentos.

Para entender bien su funcionamiento, se explicard para la situacién en la que se tengan dos di-
mensiones y dos categorias.

Sea un conjunto de datos como el que se puede ver en la Figura 4.8 (a). Estos datos estdn repre-
sentados como un vector p-dimensional de la misma forma que se ha visto en los métodos anteriores.
El caso mas sencillo del SVM consiste en tratar de encontrar un hiperplano lineal que separe las dos



40

CAPITULO 4. METODOS DE INFERENCIA

categorias, aqui representadas como cuadrados y circulos. En este caso el hiperplano seria una recta y

la dimensiéon p = 2.

IZIDD
O
o O
O 0
O

(a)

(b)

Figura 4.8: (a) Conjunto de datos del ejemplo. (b) Posibles lineas con las que dividir las dos categorias.

En este ejemplo, existen infinitos hiperplanos lineales que consiguen separar las categorias. Algunos

de ellos se pueden apreciar en la Figura 4.8 (b).

Lo que se busca es seleccionar un hiperplano de separaciéon 6ptima, es decir, aquella solucién que
permita un margen lo mas amplio posible entre las categorias, debido a esto, el método también se
denomina clasificador de maximo margen. El hiperplano que cumple esa condicién es el equidistante
a los ejemplos mas cercanos de cada clase. Estos puntos determinan el margen y el hiperplano y se
denominan vectores de soporte. En la Figura 4.9, son los que tienen el color compacto.

Figura 4.9: Imagen donde se muestra el hiperplano 6ptimo y los vectores de soporte para este ejemplo.
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En este caso, se clasificaria como cuadrado cualquier nuevo documento que estuviese por encima

del hiperplano, y como circulo, cualquiera que estuviese por debajo.

Desafortunadamente los problemas que se desean clasificar no acostumbran a ser tan sencillos. Hay
casos en los que las dimensiones y las categorias son més de dos y donde los conjuntos de datos no son

separables por un hiperplano lineal, como es el caso de la Figura 4.10.
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Figura 4.10: Ejemplo en el que no existe ningtin hiperplano lineal que divida las dos categorias.

En el caso de que las categorias no sean linealmente separables, se busca un clasificador de “margen

débil”; que permite que algunos puntos no estén en su lado del hiperplano. Para ello se tiene una res-
triccion de que el total de las distancias de los errores de entrenamiento son menores que una constante

C, mayor que 0. Este tipo de clasificador también se puede utilizar en el caso de que las categorias

sean separables con el fin de permitir cierta flexibilidad y evitar un sobreajuste.
Si los datos no son separables linealmente en el espacio original se puede llevar a cabo una trans-
formacion de estos a través de una funcién niicleo o kernel.
Definicién 4.1 (Funcién nticleo). Sea X el espacio de entrada, H el de caracteristicas dotado de un
producto interno y una funciéon F' : X — H, con H el espacio inducido de Hilbert, se define la funcién
nicleo como K : X x X — R como:
K(zi,z;) = ¢(zi) - ¢(;)

Estas funciones proyectan la informacién a un espacio de caracteristicas de mayor dimensién, lo

que aumenta la capacidad de clasificacién de las méquinas de aprendizaje lineal. Los nicleos més uti-
lizados son el lineal, el polinémico, el radial y el sigmoidal, aunque se puede crear uno propio si se desea.

» Lineal: K(x;,z;) = x; - z;
= Polinémico: K(z;,z;) = (2 - z; + ¢)?, siendo d el grado del polinomio y ¢ un pardmetro.

— i —a; |

= ), siendo o un parametro.
o

» Radial: K(z;,z;) = exp (
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» Sigmoidal: K (z;,x;) = tanh(y -z} - z; + 0), siendo v y § pardmetros.

La bisqueda de un hiperplano 6ptimo es un problema de optimizacién cuadratica con restricciones
lineales que se resuelve utilizando técnicas estandar. La propiedad de convexidad que se exige garantiza
una unica solucién.

Cuando ya se tiene el hiperplano, se puede clasificar cualquier nuevo documento simplemente com-
probando en qué lado de los vectores estd, y con ello, estimar la categoria a la que pertenece.

Para su implementacién en R se utiliza el paquete kernlab [11] o el 1071 [15]. Primero se mos-
trard el proceso con el ejemplo del vino, ya que es més sencillo, y luego se explicara el ejemplo de la
clasificacién de documentos.

library("kernlab")

# Se aplica el SVM a los datos de entrenamiento:
ksvmTrain <- ksvm (sabor ~., data = train)

# Se clasifica el conjunto de datos de prueba a partir del SVM entrenado,
# para ello, se elimina la columna donde esta la clastificacidén original:
svmClass <- predict (ksvmTrain, test [, -12])

# Matriz de confusion:
svmTabla <- table(SVM = svmClass, Reuters = trueClass); svmTabla

#it Reuters

## SVM bueno malo
#it bueno 575 113
#i malo 87 205

sum(diag(svmTabla)) /nrow(test)

## [1] 0.7959184

La precisién de este método es aproximadamente del 79,59 %.

A continuacién se muestra el SVM para el problema del clasificador, comenzando por la libreria
el1071.

#
#

# CLASIFICACION POR "SUPORT VECTOR MACHINES" library(el071).

#

"

if (SVM_CLASSIF) {

library(e1071)
## ENTRENAMIENTO DEL MODELO POR SVM:

svm_model <- svm(Xtrain, ytrain,
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type= "C-classification",

probability= TRUE,

kernel= "radial",

cost= 1) # Pardmetro de regularizacién (1 por defecto)

## ACCURACIES DEL MODELO POR SVM:

pred_train <- as.numeric(predict(svm_model, Xtrain))
pred_test <- as.numeric(predict(svm_model, Xtest))

accu_svm_train <- signif(sum(pred_train==ytrain)/length(ytrain), digits= 3)
accu_svm_test <- signif(sum(pred_test==ytest)/length(ytest), digits= 3)

Utilizando la libreria kernlab, se procede a definir un niicleo basado en la similaridad del coseno
para el problema del clasificador.

#
# CLASIFICACION POR "SUPORT VECTOR MACHINES" library(kernlab). Coseno Kernel

#:
*

if (KSVM_CLASSIF) {

library(kernlab)
## ENTRENAMIENTO DEL MODELO POR SVM:

# Niucleo basado en la similaridad por coseno:
coseno_kern <- function(x,y) {sum(x*y)/sqrt(sum(x~2)*sum(y~2))}
class(coseno_kern) <- '"kernel"

# SVM:

ksvm_model <- ksvm(Xtrain, ytrain,
type= "C-svc",
kernel= coseno_kern)

## ACCURACIES DEL MODELO POR SVM:

pred_train <- as.numeric(predict(svm_model, Xtrain))
pred_test <- as.numeric(predict(svm_model, Xtest))

accu_svm_train <- signif(sum(pred_train==ytrain)/length(ytrain), digits= 3)
accu_svm_test <- signif(sum(pred_test==ytest)/length(ytest), digits= 3)

Con este modelo se obtuvieron resultados muy prometedores para un nimero de documentos bajo.
No se pudo comprobar para mas documentos debido a que requeria mucha capacidad de cémputo, por
lo tanto para el clasificador se utiliza el SVM radial.

Con el SVM radial se obtuvo una precisién en la clasificaciéon de 71 % trabajando con 7500 docu-
mentos y de 77,7 % utilizando toda la base de datos. Para ello se fijé una sparsity del 99,5 %.
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4.3.6. Resumen de los métodos para el ejemplo del clasificador.

Los métodos explicados en esta seccidon son los mas utilizados para la clasificaciéon de documentos,
no obstante, para el ejemplo inicial de los 19997 documentos, con el random forest se obtuvieron peores
resultados que con los otros métodos y el k-nearest neighbour presenta un tiempo de computacién muy
elevado, debido al alto niimero de dimensiones. Por estos motivos, a partir de aqui, el estudio se centra
en las distintas variaciones posibles dentro del modelo logistico y el SVM.

Después de comparar estos modelos utilizando la ponderacién tfidf y solamente la tf, se ha llegado
a la conclusién de que el uso de la tfidf mejora la precisién. En la Figura 4.11 se ven los métodos SVM
y logistico y la diferencia entre utilizar una u otra ponderacién. tomando un training del 60 % y un
test del 40 %.

SVM Logistico

0,9
0,8

0,7 0,749 0,734

0,6 0,660

0,608
0,5
0,4
0,3
0,2
0,1

0,0
tf tfidf

Figura 4.11: Porcentaje de documentos bien clasificados en el conjunto de prueba por los modelos SVM
y logistico utilizando tf y tfidf, con 19997 documentos.

En la Figura 4.12 y la Figura 4.13, se puede observar que la precision de los dos métodos aumenta
seglin se va aumentando el tamaiio de documentos con los que se trabaja (5000, 7500 o el total, 19997).
Tomando un 80 % de los textos como entrenamiento y un 20 % de prueba.

El mejor resultado obtenido con el SVM presenta una precisién del 77,7 %, con 7500 documentos.
Para el caso de 19997 documentos no ha sido posible calcular su precisién, debido a que el método
requeria de una mayor capacidad de procesado.

El mejor resultado obtenido para el clasificador se ha conseguido utilizando la tfidf y el modelo
logistico, con 19997 documentos y una sparsity del 99,9 %. Cuanto més filtrado por frecuencia se ha
obtenido peor precision, por lo que no se ha filtrado por frecuencia. Este modelo presenta una precisién
del 81,4 %.
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Figura 4.12: Porcentaje de documentos bien clasificados en el conjunto de prueba por los modelos SVM

y logistico con sparse = 0,995.
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Figura 4.13: Porcentaje de documentos bien clasificados en el conjunto de prueba por los modelos SVM

y logistico con sparse= 0,999.

En este capitulo se han utilizado principalmente las referencias [3], [5], [12], [26], [27] v [28].
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CAPITULO 4. METODOS DE INFERENCIA



Capitulo 5
Aplicacién en Shiny

Las aplicaciones graficas se utilizan a menudo para mostrar méas claramente resultados de la mineria
de textos. Han ido avanzando a lo largo de estos dltimos anos, llegando a dejar al usuario ejecutar un
cierto nimero de consultas preprogramadas y fijas. Actualmente, se ha conseguido que estos sistemas
de mineria de textos puedan exponer gran parte de su funcionalidad al usuario, mediante un acceso a
las lineas de comando del programa.

Con la finalidad de que el trabajo realizado se pudiese ver e interactuar con él con la méxima
sencillez posible se cre6 una aplicacién Shiny del clasificador de textos utilizando RStudio.

Esta aplicacién es una carpeta que contiene los siguientes dos archivos (y alguno extra de manera
opcional):

= La interfaz de usuario (ui.R): controla el disefio y aspecto de la aplicacion.

= El servidor (server.R): contiene las instrucciones que necesita el equipo para construir la apli-
cacion.

El Shiny se puede correr en cualquiera de los dos archivos mediante el botén “Run App”.

Esta aplicacién consta de tres pestanas donde cada una proporciona informacién 1til acerca de los
documentos con los que se esta trabajando.

En la primera pestana (Figura 5.1), se permite elegir una de las 20 carpetas de textos y ver su
diagrama de barras o su nube de palabras, pudiendo seleccionar el nimero de términos deseados para
realizar este grafico. Con esta pestana se pretende que el usuario se familiarice con el conjunto de datos
con los que se trabaja y pueda comparar graficamente varias carpetas que sean de su interés.

En la segunda pestana (Figura 5.2), se muestra una tabla donde estdn los términos pertenecientes
a cada una de las carpetas. Cada término estd acompanado de su nimero correspondiente y su fre-
cuencia. Se puede elegir la carpeta de la que se desea tener informacién, el intervalo de frecuencia y el
numero de términos que se muestran por pantalla. Ademés, a la derecha hay un buscador rapido que
se puede utilizar tanto para encontrar un término como los términos con una frecuencia determinada.
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Figura 5.1: Primera pestafia de la aplicacion Shiny.

Newsgroup term analysis =

Table controls:
Select news group:
comp.graphics
Select word frecuency interval:

Maximum frecuency value

Term-Frecuency table
word.number word frecuency
£ Fax 187
57 slgorithm 187
58 siewer 187
55 polygon 188
50 archiv ES
51 directori 14

Figura 5.2: Segunda pestaia de la aplicacion Shiny.

La ultima pestana de la aplicacion es el clasificador propiamente dicho. El usuario introduce, bien a
mano o bien adjuntando un archivo de texto, el documento que se desea clasificar. Este texto aparece
en una ventana, como se puede apreciar en la Figura 5.3. Pulsando el boton “Classify”, el modelo
elegido hace una prediccién de a qué carpeta pertenece el texto.
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Si se desea borrar el texto con el que se estd trabajando es posible, simplemente hay que pulsar el
boton “Reset”.

Newsgroup term analysis

Classify a text

Select a text file to classify:

Browse...

Upload complete

textl4.txt
4634
text/plain

By the President of the United States of America
A Proclamation

1.0n March 31,1986, | announced my decision, pursuant to section 301(a} of the Trade Act of 1974, as amended (the Act) (19 U.S.C. 2411(a}), to take action in response to
restrictions imposed by the European Economic Community (EEC) affecting imports of United States grain and oilseeds into Spain and Portugal. | determined that these
restrictions deny benefits to the United States arising under the General Agreement on Tariffs and Trade (GATT) (61 Stat. (pts. 5 and 6)), are unreascnable, and constitute a
burden and restriction on United States commerce (51 F.R. 18294). Accordingly, in Proclamation 5478 of May 15, 1986 F.R. 18296), pursu section 301 (a), (b), and (d)
(1) of the Act (19 U.5.C. 2411 (a), (b), and (d)(1)),| imposed quantitative restrictions on imports of certain articles from EC in response to th restrictions in Portugal.

2.1n Proclamation 5472, | also anncunced my decision, in response to the withdrawal of tariff concessions and the application of the EEC variable levy on Spanish imports of

el &

talk.politics.misc

Figura 5.3: Tercera pestana de la aplicacion Shiny.

Si se continda bajando en la pestana, se muestran las probabilidades que tiene el texto de pertenecer
a cada una de las carpetas, segiin el modelo elegido.

Esta aplicacién tiene implementados los dos modelos con mejores resultados, es decir, el modelo
logistico y el SVM. Para elegir el modelo SVM es necesario cambiarlo en el cédigo dentro de una
funcién denominada tratayPredice, ya que por defecto esta seleccionado el logistico, debido a que
fue el que proporcion6 mejores resultados.

tratayPredice <- function(texto){

logistic_classification <- TRUE # s% no, hace svm_classification
if (logistic_classification) {

# Cargamos el modelo entrenado.
load("./modelos/WS_logist_19997_81point4.RData")

} else {
# Cargamos el modelo entrenado.
load("./modelos/WS_svm_19997_77point7.RData")
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Se puede observar en la Figura 5.4 que el modelo logistico predice como més probables la carpeta
de talk.politics.misc y talk.politics.guns, lo que tiene sentido, puesto que el texto escogido es una
declaracién del presidente de los Estados Unidos, Ronald Reagan, el 22 de enero de 1987.

3. This proclamation shall be ef
n Witness Whereof | have hereunto s
United States

respect to articles entered, o

ithdrawn from warehouse for consumption, on or after January 30, 1987,
my hand this 21st day of January, in the year of our Lord nineteen hundred and eighty-seven, and of the Independence of the
two hundred and eleventh.

America th

RONALD REAGAN

[Filed with the Office of the Federal Register, 12:01 p.m., January 22,1987]

talk.politics.misc
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comp.graphics

comp.os. ms-windows.misc
comp.sys.ibm.pc.hardware
comp.sys.mac hardware
comp.windows.x
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rec.autos
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sci.crypt
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sci.med

sci.space
socreligion.christian

talk politics. guns
talk.politics.mideast

talk politics.misc
talk.religion.misc

. [ JHUUHUHUULIUHULI‘—‘ULIU

20
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Figura 5.4: Continuacién de la tercera pestafia de la aplicacion Shiny.

\
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Figura 5.5: Logotipo de Oesia.

Este trabajo ha sido realizado con la ayuda de la empresa Oesfa. Esta es un filial fundada en el
ano 2000 de Oesia Networks S.L., una consultora multinacional especializada en tecnologia, presente
en Espana y Latinoamérica, que desarrolla proyectos para clientes en todo el mundo.

Oesia Networks S.L. estéd especializada en:

1. Prestacion de servicios de tecnologias de la informacion y de las telecomunicaciones, incluidos,
entre otros, la captura de informaciéon por medios electrénicos, informaticos y telematicos.

2. Disefio, desarrollo, produccién, implantacién, integracién, operacién, mantenimiento, reparacién
y comercio.

Para la realizacién de este capitulo se han utilizado principalmente los enlaces [30] y [31].
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