                                                       María Leyenda Rodríguez    

Ejercicio de regresión polinómica
· En 1609 Galileo probó que la trayectoria de un cuerpo que se deja caer con una velocidad horizontal inicial, es una parábola. Para averiguar este hecho realizó un experimento que consistía en medir dos variables: la altura desde la que se dejaba caer el cuerpo y la distancia horizontal al punto de partida. Obtuvo los siguientes resultados:
	ALTURA
	100
	200
	300
	450
	600
	800
	1000

	DISTANCIA
	253
	337
	395
	451
	495
	534
	574


· CONSTRUIR UN MODELO DE REGRESIÓN POLINÓMICA DE LA DISTANCIA SOBRE LA ALTURA


La regresión polinómica permite ajustar el efecto de una variable explicativa cuando se duda de que su influencia en la variable respuesta mantiene una misma pendiente (creciente o decreciente) en todo el recorrido de la variable explicativa. En particular, observando el diagrama de dispersión de datos de nuestro ejemplo vemos un periodo de crecimiento seguido de un periodo de decrecimiento. Luego, tiene sentido pensar en un modelo de regresión polinómica.

Un modelo de regresión polinómica se puede expresar así:

Y=B0+B1 x+B2x2+…Bk x k +E
donde Y es la variable respuesta, x es la variable explicativa unidimensional, k es el grado del polinomio, B0,B1,B2,….,Bk son los coeficientes del polinomio  y E es el error del modelo.

En nuestro problema tenemos una muestra de tamaño 7 del modelo, entonces podemos adoptar la notación del modelo lineal general, donde cada columna de la matriz de diseño representa una potencia de la variable explicativa, esto es:
Y0                1    x1     x21    …           xk1                 B1                     E1
Y1                1    x2     x22     …          xk2                          B2                               E2
Y2                1    x3     x23      …         xk3                  B3                     E3
Y3                1    x4     x24      …         xk4       +         B4       +               E4
Y4                1    x5     x25      …         xk5                  B5                     E5
            Y 5               1    x6     x26                   xk6                  B6                    E6
Y 6               1    x7      x27                   xk7                  B7                              E7
El estimador de los coeficientes viene determinado por:
B=(X’ X)-1X’Y


Por tanto, los coeficientes de un modelo de regresión polinómica sobre un mismo problema varían según cambia el grado, por ejemplo, si construimos un modelo de regresión polinómica de grado dos obtendríamos que las estimaciones de sus coeficientes serían
B0=200.2120 
B1=0.7061812
B2=-0.000341

Entonces, obtendríamos el siguiente modelo de regresión polinómica de la distancia sobre la altura de grado dos:
Y=200.2120 +  0.706182 x   -0.000341 x2 + E
y para un modelo de regresión polinómica de grado3 serían:
B0=155.4847
B1= 1.118596
B2=-1.254302e-03 
B3=5.550306e-07


En este caso obtendríamos otro modelo de regresión polinómica de la distancia sobre la altura de grado tres: 
Y=155.4847 + 1.118596 x + -1.254302e-03 x2  + 5.550306e-07 x3 + E
· REPRESENTACIÓN DEL DIAGRAMA DE DISPERSIÓN DE LOS DATOS, JUNTO CON LOS AJUSTES CUADRÁTICO Y CÚBICO
REGRESIÓN POLINÓMICA DE GRADO DOS
REGRESIÓN POLINÓMICA DE GRADO TRES

IMPLEMENTACIÓN EN R
altura <- c(100,200,300,450,600,800,1000)

distancia <- c(253,337,395,451,495,534,574)

datos <- data.frame(altura,distancia)
plot(datos)  # Diagrama de dispersión de datos
g2=lm(distancia~altura+I(altura^2),datos )  # Modelo de regresión polinómica de grado2
g3=lm(distancia~altura+I(altura^2)+I(altura^3),datos) # Modelo de regresión polinómica  de grado 3
lines(altura,fitted(g2))  # Representación gráfica del ajuste cuadrático
lines(altura,fitted(g3)) # Representación gráfica del ajuste cúbico
· DIAGNOSIS DE LA INFLUENCIA DE LAS OBSERVACIONES SOBRE EL MODELO CUADRÁTICO


En primer lugar, vamos a obtener las observaciones que son muy influyentes en el ajuste y que por tanto, pueden estar produciendo una gran alteración en los resultados obtenidos.

Para llevar a cabo este estudio, nos basaremos en los residuos de la regresión. En principio residuos grandes se interpretan como posible discrepancia respecto del modelo, pero para valorar lo que se considera como grande, tenemos que analizar la varianza de los residuos.


Como los residuos se pueden expresar en función de los errores de la forma:




^              ^



E = Y-Y = (I-H) Y=  (I-H) XB + (I-H) E
siendo H, la matriz hat, H= X (X’ X)-1 X’ Y

Por hipótesis del modelo (homocedasticidad e independencia) tenemos que,

E(E) = 0 y Var(E)=σ2 ,por tanto


                        ^                                     ^   ^ 


        E(
E)=0     y    Cov(E, E) = (I-H)σ2

Entonces, los residuos tienen media cero al igual que los errores pero en cambio estos no están incorrelados ni tienen la misma varianza; pues la varianza de cada residuo es  σ2 (I- hii), siendo hii  el correspondiente elemento de la diagonal de la matriz HAT, H. A las cantidades  hii se les conoce como leverage y nos dan información sobre la varianza del residuo pues cuanto más grande sea esta, más pequeña será la varianza del residuo. Por tanto, los individuos que tengan asociados leverages grandes influirán mucho en el ajuste.

En nuestro caso particular tenemos que:


Σ7i=1 hii =3 ; ya que n=7(el número de datos es 7)

por lo que la media de los hii es 3/7.Como criterio se consideran que merecen atención especial aquellos hii que sea más grandes que2(3/7), pues son susceptibles de convertirse en observaciones demasiado influyentes para el ajuste.
2(3/7)= 0.8571429

leverages=(0.6424228,0.2912560,0.2288643,0.3205007,0.3616327,0.3109849, 0.8443385(
Por tanto, mediante este criterio no hay ninguna observación candidata a convertirse en influyente

En segundo lugar, estudiemos las observaciones anómalas, estas son las observaciones que se encuentran muy alejadas del modelo de regresión, hasta el punto de inducir la sospecha de que no sigue el modelo.

Para llevar a cabo esta tarea es frecuente construir residuos que reflejen mejor la discrepancia de la observación concreta respecto del modelo. Para ello, se ajusta el modelo sin la observación (xi , Yi),y se construye el residuo como la discrepancia de  Yi frente al ajuste obtenido por xi, empleando todos los demás individuos.

Los residuos que se usan con el propósito de detectar las observaciones anómalas o atípicas (las observaciones que discrepan del modelo) son los residuos estudendizados.


Se definen los residuos estudentizados como la estandarización de Yi – Y(i) de la siguiente manera:

ti =    ri  ( Var(Yi – Y(i)))-1/2
En el denominador se estima Var (Yi – Y(i)) = σ2(1+ X’i (X’(i) X(i))-1 xi mediante

  ^                      ^
Var(Yi – Y(i)) = σ2(1+ X’i (X’(i) X(i))-1 xi

Finalmente, se puede llegar a una expresión que no requiere el ajuste de la regresión sin el individuo i-ésimo, pues resulta:



ti =  ri  (n-p-1/ (n-p- ri2))1/2
IMPLEMENTACIÓN EN R
rt2=rstudent(g2) # Residuos estudentizados del modelo de regresión polinómica de #grado 2
plot(rt2,ylab="residuos estudentizados",main="RESIDUOS ESTUDENTIZADOS") # Representación gráfica de los residuos estudentizados
etapas<- row.names(datos)  
identify(1:7,rt2, etapas) # Identifica a que variable explicativa pertenece cada residuo #estudentizado
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De aquí podemos deducir que las observaciones atípicas son la primera y la séptima.

Por supuesto, una observación atípica es una buena candidata para ser influyente, pero no siempre lo es. Para ser influyente, tienen que darse estos dos factores:
· uno es el leverage (grande para valores extremos de las variables explicativas)
· y el otro es el distanciamiento de la respuesta observada respecto del modelo.


Una medida que intenta evaluar la influencia de cada observación, es la distancia de Cook, que se define de la siguiente manera:

          n      ^       ^              ^
Di= Σj=1 (Yj – Yj(i)) 2  / p σ2
Por tanto, Di mide la suma de los cuadrados de las diferencias entre los ajustes con 
                         ^
todos los datos Yj y los ajustes con todos los datos excepto el dato i-ésimo, que


                    ^
 representamos por Yj(i). 
Se puede ver que:
Di=   ri2   hii/ p(1- hii)
de modo que las distancias de Cook es tanto mayor cuanto mayores sean el residuo estandarizado, ri, y el leverage,  hii
IMPLANTACIÓN EN R
cook2<-cooks.distance(g2) # Cálculo de las distancias de Cook relativas al modelo de #regresión polinómica de grado2.
plot(cook2,ylab="cook distances",main="DISTANCIAS DE COOK")  # Representación #gráfica de las distancias de Cook.
etapas<- row.names(datos)

identify(1:7,cook2,etapas) # Identificación de qué observación corresponde a cada #distancia de Cook.
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Por tanto, la primera y la última son observaciones influyentes

· ¿QUÉ CON CLUSIONES SE PUEDEN EXTRAER SOBRE LOS MODELOS CUADRÁTICO Y CÚBICO?
· modelo cúbico & modelo cuadrático
Σ7i=1 hii =3 ; ya que n=7(el número de datos es 7)  
2(4/7)= 1.142857
leverages=(0.8460923, 0.3361561, 0.4232850, 0.3795293, 0.4150418, 0.6312660 0.9686296(

Por tanto, al igual que en el modelo cuadrático por medio de este criterio (lev>1.142857) no podemos afirmar que hay observaciones influyentes.

En el gráfico de dispersión de residuos obtenemos que la primera observación es  la única observación atípica.

En el gráfico de dispersión de la distancia de Cook, teniendo en cuenta los leverages, obtenemos que la primera  y la séptima son observaciones influyentes. 

El modelo de regresión polinómica de grado tres es más adecuado que el modelo de grado dos; pues al aumentar el grado (de 2 a 3) disminuye la suma residual de cuadrados y esto tiene sentido ya que el último coeficiente añadido es significativo. Ahora bien, si le añadimos un grado (de grado 3 a 4) más al modelo, el último coeficiente deja de ser significativo. Así que, no tenemos justificado que debamos añadir un grado más al modelo de grado tres a pesar de que disminuye la suma residual de cuadrados. 

Por tanto, la reducción de la suma residual de cuadrados no es suficiente para justificar el incremento del grado
	AJUSTE CUADRÁTICO
	AJUSTE CÚBICO

	La primera y la séptima son observaciones atípicas e influyentes.
	La primera observación es la única  atípica e influyente

	La suma residual de cuadrados es: 13.79

con 4 grados de libertad
	La suma residual de cuadrados es: 3.941

con 3 grados de libertad

	Coeficiente de determinación R2: 0.9902

R2 ajustado: 0.9852
	Coeficiente de determinación R2: 0.9994,
R2 ajustado: 0.9988

	Estadístico F: 201.1 con 2 grados de libertad en el denominador y 4 en el denominador.
	Estadístico F: 1658 con 3 grados de libertad  en el numerador y 3 en el denominador

	Nivel crítico: 9.696e-05
	Nivel crítico: 2.512e-05


· ESTADÍSTICO F: ((RSS0-RSS)/q)/(RSS/(n-p)) € Fq,n-p
· R2 = 1 – RSS/ RSS0
R2 ajustado = 1- (RSS/(n-p))/ (RSS0 (n-1)))
Dónde p es el número de parámetros estimados.
Al dividir por los grados de libertad se obtiene una comparación más justa que compensa el hecho de que unos modelos sean más complejos que otros y requieran la estimación de más parámetros.

Nótese que, observando el coeficiente de determinación, R2, en cada ajuste obtenemos que el ajuste cuadrático es mejor que el cúbico pues su coeficiente de determinación está más próximo a uno. También se puede ver observando R2 ajustado

· GRÁFICOS ASOCIADOS AL MODELO POLINÓMICO DE GRADO 3

IMPLEMENTACIÓN EN R
rt3=rstudent(g3) # Cálculo de los residuos estudentizados para el modelo d regresión #polinómica de grado3

plot(rt3,ylab="residuosestudentizados",main="RESIDUOS ESTUDENTIZADOS") # Representación #gráfica de los residuos estudentizados

identify(1:7,rt3,etapas) # Identifica que residuo estudentizado corresponde a cada #observación
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IMPLEMENTACIÓN EN R
cook3<-cooks.distance(g3) # Cálculo de las distancias de Cook para el modelo de #regresión polinómica de grado 3.
plot(cook3,ylab="cook distances",main="DISTANCIAS DE COOK")  # Representación gráfica de las distancias de Cook obtenidas.
etapas<- row.names(datos)

identify(1:7,cook3,etapas) # Identifica que observación corresponde a cada distancia de Cook.
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