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1. Experimento aleatorio. Espacio muestral asociado. Sucesos. 
Probabilidad.

2. Variable aleatoria. Función de distribución asociada.

3. Tipos de variables aleatorias. Modelos de probabilidad asociados:       
f i d d b bilid d d id dfunciones de masa de probabilidad y densidad.
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5 Características de una variable aleatoria5. Características de una variable aleatoria.
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7. Vectores aleatorios. Conceptos asociados. Distribución multinomial.

8. Sucesiones de variables aleatorias. Conceptos y resultados asociados.

9. Órdenes de convergencia. Contextos determinista y aleatorio.



5. CARACTERÍSTICAS DE UNA VARIABLE ALEATORIA: 
SIMETRÍA Y CURTOSISSIMETRÍA Y CURTOSIS.
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• Notemos que si X es N(0,1) su función de densidad tiene la forma
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7. VECTORES ALEATORIOS: DISTRIBUCIÓN MULTINOMIAL.
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8. SUCESIONES DE VARIABLES ALEATORIAS. 
CONCEPTOS Y RESULTADOS ASOCIADOSCONCEPTOS Y RESULTADOS ASOCIADOS.

Sucesión de variables aleatorias Suces ó de a ab es a eato as
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3.  Convergencia casi segura
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9. ÓRDENES DE CONVERGENCIA

Contexto  DETERMINISTA
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Contexto  ALEATORIO
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V á d l t di i l i t t d iVeremos más adelante que, en condiciones muy generales, si tratamos de aproximar, 
por ejemplo 

X  

se tendrá que
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“versión bootstrap” de
(La distribución de esta “versión 
bootstrap” se puede conocer en la 
práctica, de igual forma que se 
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Análogamente,
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Resumiendo, si  an y bn son sucesiones de números reales y Xn de variables aleatorias
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INTRODUCCIÓN A LA INFERENCIA 
ESTADÍSTICAESTADÍSTICA

1. Conceptos básicos: población, muestra y estadístico. Inferencia 
paramétrica y no paramétrica.

2. Estimación puntual. Construcción de estimadores. Sesgo y precisión de 
ti d t t ét i ét iun estimador: contextos paramétrico y no paramétrico.

3. Estimación mediante intervalos de confianza. Construcción de intervalos 
de confianza a partir de estadísticos pivotales: contextos paramétrico y 
no paramétricono paramétrico.

4. Estimación mediante contrastes de hipótesis. Construcción de 
contrastes: contextos paramétrico y no paramétrico.

5 Limitaciones de la inferencia estadística clásica5. Limitaciones de la inferencia estadística clásica.

1. CONCEPTOS BÁSICOS: POBLACIÓN, MUESTRA, ESTADÍSTICO.
INFERENCIA PARAMÉTRICA Y NO PARAMÉTRICAINFERENCIA PARAMÉTRICA Y NO PARAMÉTRICA

XPOBLACIÓN ¿C t í ti d X?X

( )tX X X
 ( )T X


POBLACIÓN

MUESTRA

ESTADÍSTICO

¿Característica de X?

( )1,...,
t

nX X X=MUESTRA

Población. Cualquier variable aleatoria      con su modelo probabilístico  
asociado                     del que deseamos conocer alguna característica.

Muestra aleatoria simple de      de tamaño n (m.a.s). Un vector aleatorio    X

X
( )y F x=

p ( )
n-dimensional formado por n copias independientes de    ,

( )1,..., / ,n iX X X X iid X=


( ) ( )
n



X

con su modelo probabilístico asociado                                           .

Estadístico. Cualquier función de la m.a.s. con su modelo 

( ) ( )
1

i
i

y F x F x
=

= = 

( )T X


probabilístico asociado (función de    ).
( )

F



INFERENCIA

X

( )1,...,
t

nX X X=


INFERENCIA PARAMÉTRICA
Cuando la población pertenece a un modelo paramétrico conocido salvo el 
valor del parámetro (objetivo de la inferencia).valor del parámetro (objetivo de la inferencia).

{ }/ , kX F Fq qÎ Î Q Ì 

INFERENCIA NO PARAMÉTRICA
Cuando se desconoce totalmente el modelo poblacional. 

/X F desconocida

En este caso, posibles objetivos de la inferencia serán                                        
(p‐cuantil de     ), por ejemplo.

/X F desconocida

( ) ( ), , pE X F x x
X

2. PRINCIPIOS METODOLÓGICOS DE LA INFERENCIA ESTADÍSTICA.
ESTIMACIÓN PUNTUALESTIMACIÓN PUNTUAL

Realiza apreciaciones puntuales (estimaciones) de las características desconoci-
das mediante estadísticos adecuados para ello: ESTIMADORESdas mediante estadísticos adecuados para ello: ESTIMADORES

A)  ESTIMADORES NOTABLES. PROPIEDADES PRINCIPALES

C t t PARAMÉTRICOContexto PARAMÉTRICO

En este contexto, los estimadores usuales son los de máxima verosimilitud.

Densidad o masa muestral si      es fijo y       variable
Función de verosimilitud si       es variable y      fijo

( )f xq
 q x



q x


( ) ( ). .
ˆ argmaxm vx x f xqq =

  
q

(“Debe ocurrir lo que es más probable”)

( ) ( ). .
ˆ
m vT X Xq=

 
es un estimador de máxima verosimilitud de q



Conviene recordar que bajo condiciones de regularidad generales siempre existe 
un estimador de máxima verosimilitud tal que

æ ö æ ö

i d

( ) ( ) ( ) ( ). .
1 1ˆ , , ,D

m vT X X N N
I ni

q q q
q q

æ ö æ ö÷ ÷ç ç÷ ÷= ¾¾¾ =ç ç÷ ÷ç ç÷ ÷ç çè ø è ø

 

siendo

( ) ( ) ( ) ( )
2 2

log ; log iI E f X i E f Xq q q qq q
q q

é ù é ùæ ö æ ö¶ ¶ê ú ê ú÷ ÷ç ç= =÷ ÷ç çê ú ê ú÷ ÷ç ç¶ ¶è ø è øê ú ê úë û ë û



la Información de Fisher sobre    proporcionada por una muestra aleatoria simple 
de la población o bien la correspondiente a su i-ésima observación

q q¶ ¶è ø è øê ú ê úë û ë û

q
fde la población     , o bien la correspondiente a su i-ésima observación, 

respectivamente. Notemos que, como
fq

      1
2ˆˆn X converge en distr X Oibuc ón ni    


      2

.. . .m v Pm vn X converge en distr X Oibuc ón ni     

Ejemplo:

1 1
1( ) ( ,..., ) (1 ) , 0,1

n n
i ii i
x n x

p n iX Ber p f x x p p x= =
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que corresponde a un máximo de                    .log ( )pf x


q p g ( )pf

. .ˆ ( )m vp X X=


Contexto  NO PARAMÉTRICO

En este contexto, los estimadores de mayor interés son la distribución
empírica (fundamental en la metodología bootstrap) y los momentos y
cuantiles muestrales.



OBJETIVO (Contexto poblacional): Función de distribución,  

1. Distribución empírica

 F( p ) ,

( ) ( )
/X F

x

( ) ( )F x P X x 
X

X 

   

1

1

1ˆ ( ) ( )
i

n

n X xi

X

X T X F x fr X x I x
n

X


 
          
 
 


 



(Nota: V A ; función de distribución aleatoria)( )F̂ x F̂nX 

ESTIMADOR (Contexto muestral): Función de distribución empírica, 
¿Cómo actúa este estimador?

(Nota:             V.A.;       función  de distribución aleatoria)( )F x F

 F̂

 
1 1 1...
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1 1
ii x xX x
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F x I I
n n 

 

  

x
X

Aproxima el modelo desconocido de la población por el modelo conocido de cada muestra .

Propiedades notables de la función de distribución empírica

     . .ˆ C S
n

F x F x Ley fuerte grandes números 

     ˆ PF x F x Ley débil grandes números 

        1ˆ , ( )D
n

F x F x
F x N F x Teorema central del límite

 
    

     n
F x F x Ley débil grandes números 

   n n  
 

          1
2ˆ ˆ

Pn F x F x converge en distr F x F xibuc nión O
  

     . .ˆsup 0C S
x n

F x F x Teorema de Glivenko Cantelli   

 Converge uniformemente con probabilidad 1 a la función de distribución.

 Es el estimador no paramétrico de máxima verosimilitud de la función de 
distribución.

 Es el ECUMV de la función de distribución por ser insesgado y función 
de la muestra ordenada, que es un estadístico suficiente (siempre) y 
completo (familia de distribuciones absolutamente continuas).



2. Momentos y cuantiles muestrales

( ) ( )11k
k E X ka a m= =  =

OBJETIVO (Contexto poblacional): Características de F

/X F

( ) ( )11k E X ka a m

( )( ) ( )222
k

k E X kb m b s= - =  =

px p cuantil de X= -

ˆ

( )1
1

ˆ ˆ1
n

k
k iX k Xa a= =  =å

ESTIMADOR (Contexto muestral): Características de F
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( )p̂ npx x é ùë û
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Propiedades notables de los momentos y cuantiles muestrales

 Estos estimadores de los momentos y cuantiles poblacionales son todos 
fuertemente consistentes.

. .ˆˆ ˆ, , , , ,C S
k k p k k pn

x xa b a b
¥

¾¾¾¾ respectivamente.


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b b
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También convergen en distribución a variables aleatorias normales que 
tienen a esas características  poblacionales como media:

p
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(Velocidad de convergencia de momentos y cuantiles muestrales hacia los poblacionales)



B)  PROPIEDADES GENERALES DE LOS ESTIMADORES (CREDIBILIDAD)

En general (contextos paramétrico y no paramétrico), a cualquier estimador
de (característica de ) lo denotaremos por .( )1

ˆ ,..., nX Xq q=q F

ˆ ˆ
F FSesgo de Eq q q= -

ˆ ˆ
F FVarianza de Vq q=

( )( ) ( )2 2ˆ ˆ ˆ ˆ( )( ) ( )2 2ˆ ˆ ˆ ˆ
F F F FECM de E V Eq q q q q q= - = + -

(El error cuadrático medio de un estimador, ECM, es su varianza más su sesgo al cuadrado)

Var. pequeña Var. grande

Sesgo pequeño

q q

Sesgo grande

qq qq

Ejemplos:
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Observación (de interés práctico).
Sesgo y varianza son indicadores de la credibilidad de un estimador. Por esta
razón, en la práctica, debemos acompañar cada estimación puntual que
hagamos de sus correspondientes sesgo y varianza estimados (con los mismos
datos usados en la estimación puntual). En general, esta segunda estimación
puede ser muy complicada.



C)  ESTIMACIÓN DEL SESGO Y LA VARIANZA DE UN ESTIMADOR

ÉContexto PARAMÉTRICO

Supongamos, por ejemplo, que                             y nuestro objetivo es    . El 
estimador de máxima verosimilitud de      es     .
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En cualquier otro contexto paramétrico se procedería análogamente (cuentas

1i F F
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n n V X V X
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= è ø =  =ç ÷ ïç ÷÷ç ïîè ø
( )2 2 2ˆ cS ó Ss =

cua qu e ot o co te to pa a ét co se p ocede a a á oga e te (cue tas
más o menos complicadas, pero posibles). Además, en condiciones generales:
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Contexto NO PARAMÉTRICO·

1. Supongamos que queremos estimar                    con     .FE Xm = X
2/X F cualquiera con media y varianzam s
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0FF

X F cualquiera con media y varianza
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(Lévy‐Lindeberg)

2. Supongamos que queremos estimar          (g diferenciable en    ) con             ( )g m ( )g Xm
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(Método delta)( )
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3.  Para un objetivo general     (cualquier característica de     ), y cualquier 
estimador     de    , puede ser muy complicada la estimación de su sesgo  y 

q
q̂

F
q , p y p g y

varianza (en base a consideraciones asintóticas análogas a las anteriores).

¡EN TALES SITUACIONES SERÁ DE GRAN UTILIDAD EL BOOTSTRAP!     

q q

¡

3. PRINCIPIOS METODOLÓGICOS DE LA INFERENCIA ESTADÍSTICA.
ESTIMACIÓN MEDIANTE INTERVALOS DE CONFIANZA (I C )ESTIMACIÓN MEDIANTE INTERVALOS DE CONFIANZA (I.C.)

Utiliza un intervalo de números reales para estimar una característica desconocidaUtiliza un intervalo de números reales para estimar una característica desconocida
de la población, , con un indicador de riesgo o credibilidad (nivel de confianza)
fijado de antemano.

q

Definición de INTERVALO DE CONFIANZA

Si                                             son estadísticos tales que( )1,..., 1,2,
t

i nT X X i = q( )1, , , ,i n

( ) ( )( ) ( )1 1 2 1,..., ,..., 1 , 0, 1 ,
t t

n nP T X X T X Xq a a£ £ = - Î

y observamos los datos                                                 entonces( )1,..., , ,
t

nx x x X x= =
 

( ) ( )( )
es un intervalo de confianza para      de nivel de confianza   

( ) ( )( )1 2,T x T x
 

q 1 .a-



Método PIVOTAL de construcción de intervalos de confianza

Sea                                   un estadístico “pivotal” (su distribución no depende de

)   y                       tales que

( )( )1,..., ;
t

nT X X q

, 1,2,ia i =q

( )( )( ) ( )1 1 2,..., ; 1 , 0, 1 .
t

nP a T X X aq a a£ £ = - Î
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1 a-

Despejando    :

( )( )1,..., ;
t

nT X X q
1a 2a

q

( )
y si                entonces                              es un I.C. para     de nivel          . .

( ) ( )( )1 1 2 1,..., ,..., 1 ,
t t

n nP T X X T X Xq a£ £ = -

,X x=
  ( ) ( )( )1 2,T x T x

 
q 1 a-( ) ( )( )

Por lo tanto, los estadísticos adecuados para construir I.C. son los PIVOTALES.
Si tenemos dos estadísticos pivotales para un mismo problema, será mejor el
que proporcione I.C. de menor longitud a igualdad de nivel de confianza.

Obtención de estadísticos pivotales

C t t PARAMÉTRICOContexto PARAMÉTRICO

Supongamos, por ejemplo, que                             y nuestro objetivo es     con    
conocida.

( )2,X N m sÎ m 2s

2n æ ö

í

( )
2

1
1

1
,..., ,

n
t

n i
i

X X X X X X N
n n

s
m

=

æ ö÷ç ÷ =  = Î ç ÷ç ÷çè ø
å


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En cualquier otro contexto paramétrico se procedería análogamente (cuentas
más o menos complicadas pero posibles) pues recordemos que en con-más o menos complicadas pero posibles), pues recordemos que en con
diciones generales la distribución del siguiente estadístico no depende de

( )( ) ( ) ( ); log 1
n

t
T X X F X nq = - Î Gå

q

( )( ) ( ) ( )1
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,..., ; log 1,n i
i

T X X F X nqq
=

= Î Gå

Contexto NO PARAMÉTRICOContexto NO PARAMÉTRICO

1.  Supongamos que queremos estimar                   .FE Xm =
2/X F cualquiera con media y varianzam s

2
DX X N

s
m


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(Lévy‐Lindeberg)

y por lo tanto un estadístico pivotal asintótico para es
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(El correspondiente I.C. tendrá un ERROR DE COBERTURA)

2.  Supongamos ahora que queremos estimar            (g diferenciable en    ).( )g m m
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2 2
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(Método delta)

y por lo tanto un estadístico pivotal asintótico para es

( ) ( )( ) ( ) ( ) ( )t g X g m-
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( )1 1 22 2
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(El correspondiente I.C. tendrá un ERROR DE COBERTURA)

Para un objetivo general (cualquier característica de ), puede ser muy
complicada la obtención de un estadístico pivotal (en base a
consideraciones asintóticas análogas a las anteriores).
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4. PRINCIPIOS METODOLÓGICOS DE LA INFERENCIA ESTADÍSTICA.
ESTIMACIÓN MEDIANTE CONTRASTES DE HIPÓTESISESTIMACIÓN MEDIANTE CONTRASTES DE HIPÓTESIS

Este principio aborda la estimación de una característica desconocida de lap p
población rechazando o aceptando alguna suposición para la misma con un nivel
de riesgo o credibilidad (nivel de significación) fijado de antemano.

CONCEPTOS BÁSICOSCONCEPTOS BÁSICOS

Los introducimos en contexto paramétrico (análogamente se haría en general).

S (P ti ió d l i ét i )Q Q È QSea                          (Partición del espacio paramétrico)

hipótesis nula: suposición que se quiere contrastar.

hipótesis alternativa: suposición complementaria

0 1Q = Q È Q·

0 0,H qº Î Q

H qº Î Q hipótesis alternativa: suposición complementaria.1 1,H qº Î Q

Sea                          (Partición del espacio muestral)0 1= ÈX X X·

región de aceptación de 

región de rechazo de 
0,X 0H

1,X 0H

TEST DE HIPÓTESIS.  Estadístico que rechaza o acepta   .0H
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Asociados al test de hipótesis aparecen dos tipos de error: 

0 0; .
rechazar H aceptar H

error I error II
H cierta H falsa

= =
0 0H cierta H falsa

FUNCIÓN DE POTENCIA DE UN TEST.  Es la probabilidad de rechazar
en función de
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NIVEL DE SIGNIFICACIÓN DE UN TEST.  Cualquier cota      para la máxima 
probabilidad de cometer el error I (error de tipo I)

· a
probabilidad de cometer el error I (error de tipo I).

Dicho supremo se conoce como tamaño del test

( )
0

supq ja b qÎQ³

Dicho supremo se conoce como tamaño del test.

OPTIMALIDAD Si y son dos tests de nivel de significación· j j a jOPTIMALIDAD.  Si       y       son dos tests de nivel de significación     ,      
será más potente que si 

( ) ( )
1 2 1j jb q b q q³ " Î Q

· 1j 2j a 1j
2j

Notemos que de esta forma la probabilidad de cometer el error II con      es 
menor que con     . Como ambos tienen el error I acotado de igual forma, 
l t j l t t

( ) ( )
1 2j j

1j
2j

jclaramente es mejor el test     . 

NOTA D b t hi ót i l l á t ( i l t )

1j

NOTA. Debe tomarse como hipótesis nula la que más coste (social u otros) 
tenga rechazar. Así, al contrastar si un individuo sospechoso de un delito es 
CULPABLE o INOCENTE, la hipótesis nula debe ser INOCENTE, por tener 
más coste social declarar culpable a un inocente que inocente a un culpablemás coste social declarar culpable a un inocente que inocente a un culpable.

CONSTRUCCIÓN DE CONTRASTES

Contexto PARAMÉTRICOContexto PARAMÉTRICO

Supongamos, por ejemplo, que                             con       conocida y deseamos 
contrastar
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NOTA.  Este test es el más potente entre tests de nivel     para este contraste.

En cualquier otro contexto paramétrico se podría proceder análogamente 



(cuentas más o menos complicadas pero posibles).
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NOTA.  Este test es el más potente entre tests de nivel     para este contraste.

En cualquier otro contexto paramétrico se podría proceder análogamente 



(cuentas más o menos complicadas pero posibles).



 
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NOTA.  Este test es el más potente entre tests de nivel     para este contraste.

En cualquier otro contexto paramétrico se podría proceder análogamente 



(cuentas más o menos complicadas pero posibles).

Notemos que con el test anterior, aceptar la hipótesis nula,
es equivalente a que  
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Contexto NO PARAMÉTRICO

1. Supongamos, por ejemplo, que nuestro objetivo es y sea el contrastem1.  Supongamos, por ejemplo, que nuestro objetivo es      y sea el contraste           m
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ŝ

( )
0 en otro caso

ïïïî



Supongamos ahora que nuestro objetivo es          , con g diferenciable en      y 
sea el contraste
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NOTA.  Análogamente se procedería con otros contrastes unilaterales

Para un objetivo general (cualquier característica de ), puede ser muy
complicada la obtención de un estadístico pivotal.

q F3.
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5. LIMITACIONES DE LA INFERENCIA ESTADÍSTICA CLÁSICA

Para estimar el Sesgo y la Varianza de un ESTIMADOR, hay que conocer 
características de su distribución (esperanza y varianza).

Para construir  INTERVALOS de nivel de confianza y estimar su error 
de cobertura, o CONTRASTES DE HIPÓTESIS de nivel de significación , y 

ti f ió d t i ti d t dí ti i t l t h

1 ,


estimar su función de potencia, a partir de estadísticos pivotales u otros, hay 
que conocer la distribución de éstos, o características de variables aleatorias 
asociadas a estos estadísticos.

Contexto PARAMÉTRICO
La inferencia estadística clásica proporciona respuestas exactas (más o 
menos complicadas pero posibles)



menos complicadas pero posibles)

Contexto NO PARAMÉTRICO
f dí lá


La inferencia estadística clásica proporciona respuestas siempre 
aproximadas (Teorema Central del Límite). Además, sólo fáciles, para 
medias o funciones suaves de medias. En otro caso, pueden ser muy 
complicadas.



Un planteamiento general sugerido por EFRON, muy útil para abordar problemas 
de inferencia estadística como los anteriores (con indicadores de credibilidad) esde inferencia estadística como los anteriores (con indicadores de credibilidad), es 
considerar variables aleatorias de tipo                 y buscar su distribución o 
características de las mismas.
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La distribución de estas variables permitirá construir intervalos de confianza para ( )FqLa distribución de estas variables permitirá construir intervalos de confianza para ( ).Fq
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   1 .error de cobertura de ese intervalo aleatorio sobre F   

Notemos que para estas tres últimas variables basta con conocer una característica 
de su distribución (en este caso su esperanza) para dar respuesta a importantes 
problemas de inferencia estadística ligados a la credibilidad de un estimador o unproblemas de inferencia estadística ligados a la credibilidad de un estimador o un 
intervalo de confianza.



APROXIMACIÓN CLÁSICAAPROXIMACIÓN CLÁSICA

Basada en resultados tipo Teorema Central del Límite.·
Fácil sólo si el objetivo son medias o funciones suaves de medias.

Puede ser muy complicada en otro caso.

·
·

APROXIMACIÓN BOOTSTRAP

Permitirá de modo fácil y siempre aproximar la distribución de                  .

En algunos casos será mejor que la aproximación clásica

( );R X F


·
·

En algunos casos será mejor que la aproximación clásica.

La iteración del principio bootstrap permitirá además, correcciones sucesi-

vas, por ejemplo, del sesgo de un estimador y del error de recubrimiento de 

·

, p j p , g y

un intervalo de confianza. 

INTRODUCCIÓN A LA SIMULACIÓN 
Y MÉTODOS DE MONTE CARLOY MÉTODOS DE MONTE CARLO 

1. Concepto de muestra artificial.

2. Generadores de dígitos pseudoaleatorios.

3. Métodos universales de simulación de variables continuas.

4. Métodos específicos de simulación de variables continuas.

5 Mét d i l d i l ió d i bl di t5. Métodos universales de simulación de variables discretas.

6. Métodos universales de simulación de variables 
multidimensionales.



Aplicaciones:

• Aproximación por Monte Carlo de la distribución o característicasAproximación por Monte Carlo de la distribución o características 
de un estadístico (sesgo y precisión: error cuadrático medio). P1

• Comparación de dos estimadores puntuales, aproximando por 
Monte Carlo sus errores cuadráticos medios. P2

• Comparación de dos intervalos de confianza aproximando por 
Monte Carlo sus errores de recubrimiento P3Monte Carlo sus errores de recubrimiento. P3

• Comparación de dos contrastes de hipótesis aproximando por 
Monte Carlo sus funciones de potencia. P4

1. CONCEPTO DE MUESTRA ARTIFICIAL

f

· · ·· ·
ix

X

MUESTRA  NATURAL DE     : un conjunto de observaciones                          

de dicha población obtenidas mediante labor de campo (muestra de “calle”).

X { }1,..., nx x·

MUESTRA  ARTIFICIAL DE     : un conjunto de observaciones                         

de dicha población no obtenidas mediante labor de campo (muestra de 

X { }1,..., nx x·

“laboratorio”). 

NOTA: La obtención de muestras artificiales, a diferencia de las naturales, 
requiere el conocimiento del modelo de la población (mecanismo generador q p ( g
de sus observaciones).



2. GENERADORES DE DÍGITOS PSEUDOALEATORIOS

Para obtener muestras artificiales de una población uniforme en (0,1),

f

···
ix

X

f

0 1

la idea es hacer girar un disco con sectores numerados desde 0 hasta 9 y 
observar su posición de parada respecto de una referencia fija. Agrupando los 
dígitos observados de 2 en 2, 3 en 3, 4 en 4,…, se obtienen observaciones g
artificiales de dicha población con la precisión deseada. 

09
0 3 2 7 4 1 0 9 4 6 3 7 8

1
2

0 3 2 7 4 1 0 9 4 6 3 7 8 … 

ix
…

Los principales métodos generadores de dígitos pseudoaleatorios son

• Método de los cuadrados latinos.
• Método de Lehmer.
• Métodos congruenciales.

3. MÉTODOS UNIVERSALES DE SIMULACIÓN DE V. CONTINUAS

MÉTODO DE INVERSIÓN (Para X con F invertible)

Algoritmo:

·

( )1) 0 1Generar U UAlgoritmo:  ( )1) 0,1Generar U U
( )12) X F U-=

F
( )U F X=1

· F
iu

· X
( )1

i ix F u-=
Fundamento:

0

Fundamento:

( ) ( )0,1U F X U si X tiene distribución F· = 

( )( ) ( )( ) ( )( )1 1P F X u P X F u F F u u- -£ = £ = =( )( ) ( )( ) ( )( )P F X u P X F u F F u u£ = £ = =

( )1:Consecuencia F U tiene distribución F-·

( )( ) ( )( ) ( )1P F U P U F F£ £( )( ) ( )( ) ( )1P F U x P U F x F x- £ = £ =



MÉTODO DE ACEPTACIÓN/RECHAZO (Para X con densidad f )· ( )

Sea     densidad fácil de simular tal queg ( ) ( ) .f x a g x x£ ⋅ " Î ����

( ))Algoritmo:  ( )1) ; 0,1Generar X g U U 
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Si Y U a g X f X aceptar X

En otro caso volver a

= ⋅ ⋅ £
1).En otro caso volver a

( )Y U X

a g⋅
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Fundamento:  Veamos que
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4. MÉTODOS ESPECÍFICOS DE SIMULACIÓN DE V. CONTINUAS

Para la distribución normal

Box-Müller

( ) ( ) ( )2
1 20,1 , 1,2 2 ln 2 0,1iU U i U sen U Np=  - ⋅ 

·

Método basado en el Teorema Central del Límite
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Polar
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NOTA:  Análogamente existen métodos específicos para otras distribuciones.

5. MÉTODOS UNIVERSALES DE SIMULACIÓN DE V. DISCRETAS

• Método de la transformación cuantil.

• Algoritmos basados en árboles binarios. Árboles de Huffman.

• Método de la tabla guía.

• Método de truncamiento.

NOTA:  Existen también métodos específicos para estas variables.

6. MÉTODOS UNIVERSALES DE SIMULACIÓN DE VARIABLES
MULTIDIMENSIONALES

• Método de las distribuciones condicionadas.

• Mét d d difi ió ti t d

MULTIDIMENSIONALES

• Métodos de codificación o etiquetado.

• Método de aceptación/rechazo.



SIMULACIÓN Y MÉTODOS DE MONTE CARLO: APLICACIONES
1 Aproximación por Monte Carlo de la distribución o características1. Aproximación por Monte Carlo de la distribución o características

de un estadístico (sesgo y precisión: error cuadrático medio). P1

Si se conoce el mecanismo q e genera los datos se podrá sim lar el mecanismoSi se conoce el mecanismo que genera los datos se podrá simular el mecanismo 
que genera los valores de cualquier variable                .
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NOTA.   Si

Tabla. Resultado de un estudio de simulación que estima por Monte Carlo 
(B=10.000) el ECM de      como estimador de    , en diferentes escenarios 

t l d l l ECM t ( t é t i )
X

controlados, y lo compara con el ECM exacto (entre paréntesis).

Uniforme (0,1) Normal (0,1) Exponencial (1)

ECM X  1  1  1MC MC MC

0,0084   (0,0083) 0,0973   (0,1000) 0,1077   (0,1000)

0 0040 (0 0042) 0 0491 (0 0500) 0 0488 (0 0500)

ECM X  1: 12exacto n  1:exacto n  1:exacto n

n =10
n = 20 0,0040   (0,0042) 0,0491   (0,0500) 0,0488   (0,0500)

0,0016   (0,0017) 0,0199   (0,0200) 0,0199 (0,0200)

n 20
n = 50

Uniforme (‐1 1) Normal (5 (0 52)) Exponencial (0 5)Uniforme (‐1,1) Normal (5,(0,52)) Exponencial (0,5)

MC     MC MC

0,0169   (0,0167) 0,0124   (0,0125) 0,2012 (0,2000)n = 20
ECM X  1: 3exacto n  1: 4exacto n  4:exacto n

SIMULACIÓN Y MÉTODOS DE MONTE CARLO: APLICACIONES
2. Comparación por Monte Carlo de dos estimadores. P22. Comparación por Monte Carlo de dos estimadores. P2
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(Notemos que estas estimaciones del ECM son fuertemente consistentes.)



Elegiríamos  el estimador con mínimo ECM estimado, probando con diferentes ·

T bl R lt d d t di d i l ió d ibl ti

escenarios controlados.

Tabla. Resultado de un estudio de simulación que compara dos posibles estima-
dores de    : media muestral y mediana muestral , estimando por 
Monte Carlo sus ECM en diferentes escenarios controlados.

 ( )1̂m ( )2̂m

Normal (2,1) Exponencial (1) Chicuadrado (5)

0 0998 0 1324 0 1063 0 1607 1 0112 1 5273

ECM

10
1̂m 2̂m 1̂m 2̂m1̂m 2̂m

0,0998   0,1324 0,1063   0,1607 1,0112   1,5273

0,0193   0,0295 0,0190   0,1109 0,2135   0,6823

0 0107 0 0161 0 0099 0 1005 0 1006 0 5245

n =10
n = 50
n =100 0,0107   0,0161 0,0099   0,1005 0,1006 0,5245n 100

Nota.
• Los contextos exponencial y chicuadrado no son adecuados para la 
mediana muestral (como estimador de la media) por su falta de simetría.
• El bootstrap permitirá estimar el ECM en contexto no paramétrico.

OBSERVACIÓN IMPORTANTE
El método de Monte Carlo no sólo permitirá comparar dos estimadores, sino 
también dos FILOSOFÍAS para estimar, por ejemplo, el error cuadrático medio 
de un estadístico no fácil como puede ser una mediana muestral,                 .ECMnp ,

n
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SIMULACIÓN Y MÉTODOS DE MONTE CARLO: APLICACIONES
3. Comparación por Monte Carlo de dos intervalos de confianza. P33. Comparación por Monte Carlo de dos intervalos de confianza. P3
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por lo que las estimaciones anteriores son fuertemente consistentes.

Elegiríamos el intervalo con menor error de recubrimiento , probando 
con diferentes escenarios controlados.

ie·
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MC
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A igualdad de cobertura elegiríamos el intervalo de menor longitud.



Tabla. Resultado de un estudio de simulación que compara errores de recubrimiento 
y longitudes (debajo, entre paréntesis) de dos intervalos de confianza de nivel 
aproximado 0,95 (obtenidos a partir de        y      ), estimando por Monte Carlo dichos 
errores y longitudes con B=10.000 en diferentes escenarios controlados.

1U 2U

Normal (5,1) Exponencial (1/5) Chicuadrado (5)

1U 2U 1U 2U1U 2U

0,0014   0,0007
(2,48)    (2,51)

0,0048   0,0070
(6,20)    (6,26)

0,0030   0,0047
(3,92) (3,96)

0,0047   0,0020 0,0012   0,0041 0,0021   0,0033

n =10

n = 50
(1,11)    (1,12) (2,77)    (2,80) (1,75) (1,77)

0,0017   0,0012
(0,78) (0,79)

0,0009   0,0022
(1,96) (1,98)

0,0030 0,0037
(1,24) (1,25)

n = 50

n =100
(0,78)    (0,79) (1,96)    (1,98) (1,24)    (1,25)

Nota.
• En el contexto normal estos intervalos son exactos (nivel 0,95). En los 
restantes contextos son aproximados (T.C.L.). Se observa que los intervalos 
obtenidos a partir de      (de longitud mínima en contexto normal) tienen 
siempre menor longitud que los obtenidos a partir de     .

U i ió lt ti á l b t t

1U

2U
• Una aproximación alternativa será el bootstrap.

OBSERVACIÓN IMPORTANTE
El é d d M C l ól i i á d i l dEl método de Monte Carlo no sólo permitirá comparar dos intervalos de 
confianza, sino también dos FILOSOFÍAS para construir intervalos de 
confianza, por ejemplo, para una media poblacional,      :m
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SIMULACIÓN Y MÉTODOS DE MONTE CARLO: APLICACIONES
4. Comparación por Monte Carlo de dos funciones de potencia. P4
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Elegiríamos el test cuya función de potencia estimada fuese máxima bajo      
1H·

(si son comparables), probando con diferentes escenarios.
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Función de potencia, test bilateral media (UMP), X normal
(rojo: exacta; negro: MC)
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Comparación de funciones de potencia por MC (caso exponencial)
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OBSERVACIÓN IMPORTANTE
El é d d M C l ól i i á d f i d iEl método de Monte Carlo no sólo permitirá comparar dos funciones de potencia, 
sino también dos FILOSOFÍAS para construir contrastes de hipótesis, por ejemplo, 
para una media poblacional,      :m
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En escenarios controlados se compararían las funciones de potencia de estos tests, estimadas 
di t l b t t b d i dimediante el bootstrap como se acaba de indicar.

INTRODUCCIÓN A LA ESTIMACIÓN 
NO PARAMÉTRICA DE LA DENSIDADNO PARAMÉTRICA DE LA DENSIDAD

1. Histograma.

2. Histograma móvil.

3 E ti d d P R bl t S i d l ti d d3. Estimador de Parzen‐Rosemblat. Sesgo y varianza del estimador de 
Parzen‐Rosemblat. Elección del parámetro de suavización.

Aplicación:

• Comparación, bajo la suposición de diferentes modelos, del 
histograma histograma móvil y estimador de Parzen Rosemblathistograma, histograma móvil y estimador de Parzen‐Rosemblat. 
Estudio del efecto de la elección del parámetro de suavización. P5
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1. HISTOGRAMA: aplica la idea de la densidad discretizando el rango muestral.
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Notemos que el histograma es un estimador de la densidad bien definido:
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NOTA 1. El hecho de discretizar el rango muestral en subintervalos y asignar valor
constante sobre ellos provoca que la apariencia del histograma como estimador de
la densidad sea “pobre”. Veremos que esta deficiencia la corrige el histograma
móvil.

NOTA 2. Al considerar un número fijo de subintervalos en su planteamiento, el
hi á i i i d d l d id dhistograma será inconsistente como estimador de la densidad.



2. HISTOGRAMA MÓVIL: aplica la idea del histograma fijo, pero de forma continua sobre el 
l d di i drango muestral, en vez de discretizada.
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Esta estimación de la densidad promedia pesos sobre los datos, que valdrán            si los 1 2h

ix

p p , q
datos están en un entorno de x de radio h, y tomarán el valor 0 en otro caso.

NOTA 1. El histograma móvil admite el siguiente formato:
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NOTA 2. El histograma móvil es un estimador de la densidad bien definido:
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NOTA 3. La elección de h, parámetro ventana, se verá más adelante.

NOTA 4. Observemos que, con pocos datos, el histograma móvil no proporciona una
estimación suave de la densidad, pues el entorno de x podría desplazarse ligeramente
conservando los mismos datos, y bruscamente perder o ganar alguno (con el mismo
peso).



3. MÉTODO NÚCLEO: el estimador de Parzen‐Rosemblat generaliza al histograma
móvil, al promediar pesos variables sobre los datos que penalizan la distancia de éstos
al punto x.
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donde
• h es el parámetro de suavización o ventana (muy importante).
• K es la función núcleo, cualquier densidad (mucho menos importante).

Si, por ejemplo, K es una densidad N(0,1),  entonces( )
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Sesgo y varianza del estimador de Parzen‐Rosemblat
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Elección del parámetro de suavización

• Criterio local de error
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• Criterio global de error
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NOTA 1 El estimador de Parzen Rosemblat generaliza al histograma móvil en el cual laNOTA 1. El estimador de Parzen‐Rosemblat generaliza al histograma móvil, en el cual la
función núcleo es la densidad uniforme entre ‐1 y 1.

NOTA 2 El estimador de Parzen‐Rosemblat es un estimador de la densidad bienNOTA 2. El estimador de Parzen‐Rosemblat es un estimador de la densidad bien
definido (misma demostración que para el histograma móvil).

NOTA 3. Basta con considerar una función núcleo gausiana para observar que elNOTA 3. Basta con considerar una función núcleo gausiana para observar que el
estimador de Parzen‐Rosemblat proporciona una estimación suave de la función de
densidad incluso con pocos datos, pues los pesos cambian al cambiar x. Recordemos
que con el núcleo uniforme podía no ser así.q p

NOTA 4. Intuitivamente, la penalización de los datos alejados de x (vecinos no
poróximos) viene a compensar el hecho de que la ventana sea distinta de cero.



INTRODUCCIÓN A LA ESTIMACIÓN NO PARAMÉTRICA DE DENSIDAD. APLICACIÓN P5.
Código fuente en R que compara por Monte Carlo, bajo la suposición de diferentes modelos, el histograma, elg q p p j p g
histograma móvil y el estimador de Parzen‐Rosemblat. Además, estudia el efecto de la elección de la ventana
en este último.

• x< rnorm(100 0 1) CASO N(0 1)• x<‐rnorm(100,0,1) CASO N(0,1)
• y<‐seq(‐4,4,length=400)
• plot(y,dnorm(y),type="l",xlab="N=100",xlim=c(‐4,4),ylim=c(0.0,0.5),col=2,lwd=3,main="Función de densidad (N(0,1))")
• abline(h=0.00)
• rug(x)
• hist(x,freq=FALSE,add=TRUE)
• lines(density(x kernel="rectangular") col=4 xlim=c(‐4 4) ylim=c(0 0 0 5))lines(density(x,kernel rectangular ),col 4,xlim c( 4,4),ylim c(0.0,0.5))
• lines(density(x),lwd=2,xlim=c(‐4,4),ylim=c(0.0,0.5),col=3)
• legend("top",legend=c("Función de densidad exacta","Histograma","Histograma móvil","Estimación de Parzen‐Rosemblat"),lwd=c(3,1,1,2),col=c(2,1,4,3))

• x<‐rexp(100,rate=1) CASO EXPONENCIAL (1)
• y<‐seq(‐0.1,6,length=400)
• plot(y dexp(y) type="l" xlab="N=100" xlim=c(0 6) ylim=c(0 0 1 0) col=2 lwd=3 main="Función de densidad (N(0 1))")• plot(y,dexp(y),type= l ,xlab= N=100 ,xlim=c(0,6),ylim=c(0.0,1.0),col=2,lwd=3,main= Función de densidad (N(0,1)) )
• abline(h=0.00)
• rug(x)
• hist(x,freq=FALSE,add=TRUE)
• lines(density(x,kernel="rectangular"),col=4)
• lines(density(x),lwd=2,col=3)
• legend("top",legend=c("Función de densidad exacta","Histograma","Histograma móvil","Estimación de Parzen‐Rosemblat"),lwd=c(3,1,1,2),col=c(2,1,4,3))g ( p , g ( , g , g , ), ( , , , ), ( , , , ))

• x<‐rchisq(100,6) CASO CHICUADRADO (6)
• y<‐seq(‐0.1,25,length=400)
• plot(y,dchisq(y,6),type="l",xlab="N=100",xlim=c(0,25),ylim=c(0.00,0.16),col=2,lwd=3,main="Función de densidad (N(0,1))")
• abline(h=0.00)
• rug(x)rug(x)
• hist(x,freq=FALSE,add=TRUE)
• lines(density(x,kernel="rectangular"),col=4)
• lines(density(x),lwd=2,col=3)
• legend("top",legend=c("Función de densidad exacta","Histograma","Histograma móvil","Estimación de Parzen‐Rosemblat"),lwd=c(3,1,1,2),col=c(2,1,4,3))
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